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Predhovor

Stretnutia Ceskej a slovenskej komunity venujucej sa vyskumu a vyvoju aplikacii
Vv oblastiach databazovych technolégii, informaénych systémov, ¢i datového a znalostného
inZinierstva, maju svoju dlhodobu tradiciu. Hlavnou pridanou hodnotou je prave ich
komunitny charakter ako prostriedku pre vzajomnu informovanost’, predavanie skiisenosti
a udrziavanie tradi¢ne vybornych vztahov medzi pracoviskami v Cesku a na Slovensku.
Okrem toho tieto stretnutia ponukaji moznost stretnuti a vymenu skusenosti medzi
odbornikmi z akadémie a priemyselnej praxe. Sme toho nazoru, Ze tieto stretnutia maja
zmysel aj v dne$nej dobe, napriek evidentnému tlaku na vyskumnikov zicastiiovat’ sa najméa
Siroko koncipovanych medzinarodnych konferencii a kongresov. Aj preto nam je ctou, Ze
sme dostali moznost’ organizovat’ spolo¢né podujatie spajajuce opat’ po roku konferenciu
Data a znalosti a workshop WIKT (Workshop on Intelligent and Knowledge oriented
Technologies). Tento ro¢nik spoloéného podujatia sa konal pod ndzvom Data a znalosti &
WIKT 2019 v diioch 10. a 11. oktdbra 2019 v Kosiciach v hoteli KONGRES Hotel Roca.

Data a znalosti je esko-slovenska odborna konferencia a sucasne komunitné stretnutie
odbornikov zamerané na najlepSie postupy a vyvojové trendy v oblasti datového,
informac¢ného a znalostného inZinierstva, ako aj na vyuzitie informacnych technologii pri
budovani informaénych systémov, vratane vysledkov ich aplikicie v praxi. Tento rok sa
konal 5. roénik konferencie, ktora nadvézuje na dlhoroénu tradiciu dvoch prestiznych éesko-
slovenskych konferencii: na konferenciu Datakon, ktora existovala od roku 2000, kedy
nadviazala na konferenciu s vtedy dvadsatro¢nou tradiciou — Datasem, a na konferenciu
Znalosti, ktora existovala od roku 2001.

Workshop WIKT zaznamenal v ramci tohtoro¢ného spolo¢ného podujatia svoj 14. ro¢nik.
Jeho dlhodobym zameranim st inteligentné a znalostne orientované technolégie pre podporu
posunu organizacii smerom k znalostnej ekonomike na zaklade vyskumu a vyvoja v tejto
oblasti, ktora sa stdva kluicovym faktorom znalostnej ekonomiky. Cielom je vymena
informacii o prebiehajicom vyskume, diskusia o aktualnych problémoch v oblasti
inteligentnych a znalostnych technoldgii a moznych sposoboch ich rieSenia. V neposlednom
rade ide aj o vymenu skuasenosti s pouzitim relevantnych pokrocilych technoldgii a
softvérovych nastrojov, spdsobov ich vyuzitia a nasadenia pri rieSeni tloh v praxi.

Medzi hlavné témy tohto ro¢nika spolo¢ného podujatia Data a znalosti & WIKT 2019 patrili:
e Datovo centricka bezpecnost’

Technolodgia blockchain

Multi-modelové databazové architektary

Ziskavanie, ukladanie, spracovanie a vizualizacia velkych dat (Big Data)

Tvorba, publikovanie a vyuzivanie otvorenych a prepojenych dat (Linked Data)

Indexovanie a vyhl'adévanie textovych a multimedidlnych dat

Procesy a roly v sprave dat

Architektury podnikovych systémov

Strojové ucenie, hlboké ucenie, data mining (Data Science)

Detekcia anomalii

Anonymizécia a zachovanie stikromia pri dolovani z dat

Aplikacia strojového ucenia v bioinformatike, v pocitatovom videni a pri

spracovani reci



Modelovanie pouzivatel'a, adaptivne a personalizované systémy
Pokrocilé pouzivatel'ské rozhrania softvérovych a informaénych systémov
Systémy pre spravu znalosti v organizaciach

Expertné, inteligentné a agentové systémy, vypoctova inteligencia
Vypoctova lingvistika

Ontologické a konceptudlne modely

Automatické odvodzovanie a planovanie

Znalostné technologie a ich aplikacie

Dolovanie v datach a ich aplikacie

Big data, mozné pristupy, vhodné technoldgie

Cloud, technické rieSenia, aplikacné priklady

Modelovanie informacii a znalosti, reprezentacia sémantiky
Analyza a spracovanie informacnych zdrojov

Socialny web a jeho aplikacie, analyza socialnych sieti
Personalizovany web a jeho aplikacie, odporti¢ania

Spracovanie informacnych zdrojov v ¢eskom/slovenskom jazyku
Sémanticky a servisne orientované architektiry

Usudzovanie a odvodzovanie

V ramci konferencného systému bolo prijatych 36 podani, z nich 34 bolo akceptovanych pre
prezentovanie na podujati, z toho 24 formou prezentacie v klasickych sekciach a 10 formou
posterov. V ramci akceptovanych prac sme zaznamenali rozne typy prispevkov, na zaklade
ktorych je usporiadany aj tento konferen¢ny zbornik — vyskumné prispevky (9), aplikacné
prispevky (6), projektové prispevky (4), prispevky o prebiehajucom vyskume (7) a prispevky
v ramci doktorandského sympozia (8). VSetky prispevky presli recenznym konanim, za ¢o sa
chceme tymto podakovat’ ¢lenom programového vyboru konferencie Data a znalosti &
WIKT 2019. Samozrejme, vd’aka patri aj vSetkym autorom prispevkov a ucastnikom
konferencie. V neposlednom rade by sme sa chceli pod’akovat’ autorom pozvanych
prednasok, ktorych abstrakty st uvedené v tivodnej sekcii pred prijatymi prispevkami.
Sucastou konferencie bola aj sekcia venovana iniciative Slovak. Al

Velka vdaka patri takisto partnerom konferencie, konkrétne spolo¢nosti CSKI (Ceska
spole¢nost pro kybernetiku a informatiku) a iniciative Slovak.Al. Na zaver je na mieste sa
pod’akovat’ aj organizaénému vyboru konferencie a hotelu, ktori umoznili nasej komunite
opét’ sa po roku stretnut’ v tradi¢ne prijemnej atmosfére.

Kosice, oktober 2019

Peter Butka, FrantiSek Babi¢, Jan Paralic¢
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Machine Learning ako akcelerator StartUpu

Andrej Makovicky

Kiwi.com
https://www.kiwi.com/

Pozvand prednadska

Abstrakt. V Kiwi.com pouzivame (skoro) plny rozsah analytickych a ML metdd. V
praxi je dolezité vybrat ti spravnu a najefektivnejSiu vzhladom k biznisovym
potrebam. Prezentacia vam ukaze ako to robime u nas v Kiwi.com, na ¢om sme sa
spalili a ¢o nam funguje dobre. Budu priklady aj data.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 13-13.



Rola UX v procese tvorby digitalnych produktov (pohPad z
praxe)

Martin Krupa

ui42
https://www.ui42.sk/

Pozvand prednadska

Abstrakt. Spoluzakladatel' Slovenskej UX asociacie (SUXA) porozprava o svojich
vySe 20-roénych skusenostiach s tvorbou pouzivatel'skych rozhrani pre softvér.
Poskytne prehlad overenych metdd pri ich tvorbe. Odprezentuje aj svoje poznatky z
oblasti UX vzdelavania.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 14-14.



Precizne pol’nohospodarstvo - napady a predstavy vs. realita

Tomas$ Horvath

ELTE Eotvos Lorand University, Faculty of Informatics,
Department of Data Science and Engineering, Telekom Innovation Laboratories,
Pazmany Péter sétany 1/C, 1117, Budapest, Hungary

tomas.horvath@inf.elte.hu
http://t-labs.elte.hu/?page id=151

Pozvand predndska

Abstrakt. Precizne polnohospodarstvo (PP) pritahuje Coraz vicSiu pozornost
informatickej komunity. Avsak, ako informatici, pri planovani projektov v oblasti PP
zvyCajne neratame s faktormi, ktoré su kritické pre uspesnost’ celého projektu. V
prednaske na realnych prikladoch zhrniem naSe znalosti a skiisenosti, ktoré je dobré
vediet predtym, nez sa pustime do akéhokol'vek projektu v oblasti PP.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 15-15.



Analyza vyznamnosti faktorov vplyvajucich na zavaznost’
kardiovaskularnych ochoreni

Zuzana Pella®, Oliver Lohaj?, Jan Parali¢*, Dominik Pella?
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{zuzana.pella,jan.paralic}@tuke.sk
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oliver.lohaj@student.tuke.sk
%1. Kardiologick4 klinika UPJS LF a VUSCH a.s.
Ondavska 8, 040 11 Kosice
dominik.pella@gmail.com

Abstrakt. So stGpajucou prevalenciou kardiovaskularnych ochoreni je potrebné
detailnejsie skiimat’ vplyv rdznych faktorov, ktoré ich ovplyviuji. Interdisciplinarnym
spojenim mediciny a datovej analyzy sa pokusime preukazat’ réznu silu vplyvu
jednotlivych faktorov na stupei zivaznosti kardiovaskularnych ochoreni. Udaje o
pacientoch sme ziskali zo §pecializovaného pracoviska 1. Kardiologickej kliniky UPJS
LF a VUSCH a.s., ktoré boli vo forme lekarskych sprav postipené na spracovanie
pomocou vlastného softvéru PALS. Vysledkom tohto spracovania bol anonymizovany
datovy stbor obsahujiici medicinsku diagnostiku 820 pacientov v spektre 66 atriblitov.
Pomocou metody postupného dopredného vyberu sme na zéklade troch réznych kritérii
(Adjusted RSq, Mallow's Cp, BIC) ziskali tri skupiny atribtitov. Takto vytvorené datové
subory, spolu so suborom opierajucim sa o vybrané atributy na zéklade skiimania
podobnych vyskumov a suborom obsahujiicim vSetky atributy, sme pouzili na
vypracovanie troch typov modelov: rozhodovacie stromy, Naivny Bayesovsky
klasifikator a kKNN. Popisovany vyskum sa riadil metodolégiou CRISP-DM.

KPuacové slova: kardiovaskularne ochorenia, CRISP-DM, datamining

1 Uvod

Ako uvadza Narodné centrum zdravotnickych informacii, v roku 2016 boli kardiovaskularne
ochorenia najcastejSou pri¢inou umrtnosti na Slovensku, predstavujucou az 48,2% zo
v8etkych amrti [1]. Hoci do kategorii kardiovaskularnych ochoreni spada viacero diagnoz,
Vv naSej praci sa zameriavame na aterosklerozu v koronarnych cievach a jej nasledky
(progresia aterosklerotickych plakov méze vyustit' aZ do totdlneho uzaveru lumenu cievy
[2]). Napredujicu aterosklerézu je vSak mozné véas podchytit’, ¢im sa znizuje aj riziko
trvalych nasledkov. K tomu nam sluzi niekol’ko vysetreni, najcastejSie koronarna angiografia
(koronarografia). VySetrenie za¢ina zavedenim katétra femordlnym alebo radialnym
pristupom (artéria femoralis — stehenna tepna alebo artéria radialis — vretenna tepna),
nasledne po zavedeni vodica sa urobi kontrolny nastrek koronéarneho rieciska za pomoci
kontrastnej latky. Pomocou RTG pristroja s nasledne kontrolované priechody a pripadné
zGZenia koronarnych ciev [3]. Ked’Ze ide o invazivny zakrok, okrem finan¢nej naroénosti so

P. Butka, F. Babic, J. Paralic (eds.)
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sebou prinasa aj istd mieru rizika [4]. Z nasho pohladu je preto dolezité snazit’ sa v prvom
rade 0 zniZzenie miery rizika ato sposobom obidenia nutnosti podstupit’ koronarografiu
a v druhom rade o znizenie finan¢nej naro¢nosti.

Popisovanu analyzu vlastného datového suboru sme vykonali podl'a metodologie CRISP-
DM v jazyku R v prostredi R Studio.

2 Datovy subor pacientov a jeho priprava pre modelovanie

Nas vyskum prebichal na vlastnej datovej vzorke, ktori sme ziskali za pomoci Specialistov
posobiacich na 1. Kardiologickej klinike UPJS LF a VUSCH a.s. v Kogiciach. Datova vzorka
zahfia pacientov hospitalizovanych vo VUSCHu v obdobi od juna 2017 do marca 2018
v podobe prepustacich sprav vo formate .txt. Tieto spravy boli spracované softvérom PALS
[5], ktory vSak preSiel miernou upravou. Stbor obsahujuci extrahované udaje pozostaval
2 820 pacientov a 66 atributov popisujucich osobnti a rodinnti anamnézu, laboratérne
vysledky vySetreni, vysledok EKG vySetrenia a zavery koronarografie [5]. Zastapenie muzov
a zien bolo v pomere 57:43 (467 muzov a 353 Zien) vo veku 66.93 +9.37.

Jednym z dolezitych krokov pripravy datového siboru bolo doplnenie chybajicich
hodndét. Zamerali sme sa na viacero spdsobov, no spomedzi skiimanych metod ako napr.
priemerovania, metddy maximalneho ogakavania, ¢i metddy rough set sme zvolili nakoniec
metodu K-najblizsich susedov, nakol’ko bola najiispesnejsia.

Dalsim krokom bola agregécia atribtitu Nalez, z pdvodnych 6 kategérii na 3:

e 0 —Dbez nalezu, pripadne 10% zuzenie koronarnych ciev (pdvodne 0 a 1),

e 1 - zuzenie 20 — 70%, povodie RIA (z lat. Ramus Interventricularis Anterior -
vetva l'avej koronarnej artérie) ( 20 — 50% zazenie (povodne 2 a 3),

e 2 —zOzenie nad 70%. RIA nad 50% (pdévodne 4 a 5).

Distriblicia pdvodnych tried atribltu Nalez
Distribucia novovytvorenych tried atributu Nalez
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Obr. 1. Porovnanie zmeny atributu Nalez

Vysledkom predspracovania bol sibor obsahujuci 819 zaznamov v spektre 65 atribttov.

Nakol'ko atribitov bolo vic§ie mnozstvo, povazovali sme za potrebné ich urcitym
sposobom selektovat’. K tomu nam pomohla metoda postupného dopredného vyberu (z angl.
Forward Stepwise Selection - FSS). Prvym kritériom vyberu podmnoziny atribatov bol
korigovany koeficient determinacie — Adjusted RSg, ktorého maximalna hodnota bola pri
pocte 32 atributov (mnozina atributov FSS1). Druhym kritériom bola hodnota Mallow’s Cp
pre pocet atribitov 23, priCom vicSina atributov bola takmer totozna s predchadzajucim
vyberom (mnozina atributov FSS2). Poslednym sledovanym kritériom bola hodnota
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v

hodnotu sme ziskali pri poéte atributov 9.

Pre vyber atributov sme sa in$pirovali aj odbornymi publikaciami venujicimi sa podobnej
problematike [6][7][8]. Takto ziskané skupiny atribitov sme postipili na spracovanie za
ucelom vytvorenia modelov.

3 Modelovanie

Vo faze modelovania sme sa zamerali na niekol’ko typov algoritmov: rozhodovacie stromy,
Bayesovsku klasifikaciu a metodu k-najblizsich susedov.

Pre vytvaranie rozhodovacich stromov (RS) sme pouzili Conditional Inference Tree,
pri¢om rozdelenie datového stiiboru na trénovaciu a testovaciu mnozinu bolo v pomere 80:20.
Pri vytvarani modelu na zaklade Naivného Bayesovského klasifikatora (NBK) sme pracovali
s rovnakymi skupinami atributov, pri¢om v niektorych pripadoch sme museli pristapit
k vyberu podskupiny numerickych a logickych atributov. Podobne sme postupovali aj pri
vytvarani modelov za pouzitia k-najblizsich susedov (kNN). Vyhodnotenie uspesnosti
modelov sme vykonali za pomoci kontingen¢nej matice. Nasledujuca tabulka uvadza
presnosti vytvorenych modelov pre rozne skupiny atribatov.

Tab. 1. Prehlad uspesnosti vytvorenych modelov

Vyber atribltov Uspesnost’ klasifikacie

RS NBK k-NN
Celd mnozina 98.10% 69.11 % 45.34 %
Mnozina atribtitov podl'a [6] 52.91 % 52.87 % 41.86 %
Mnozina atribtitov podla [7] 52.91 % 50.79 % 40.11 %
Mnozina atribtitov podla [8] 53.00 % 37.61% 40.69 %
FSS1 68.61 % 57.14% 42.44 %
FSS2 68.61 % 70.70 % 43.60 %
FSS3 70.35% 71.92 % 69.77 %

4 Vyhodnotenie

Za najuspesnejSi z vytvorenych modelov z hladiska miery presnosti povazujeme RS
pracujici S celou mnoZinou atribatov. AvSak pouzitie tohto modelu je vel'mi obmedzené,
nakol’ko sa opiera aj o atribiity popisujice vysledok nalezu koronarografie. Pre nase potreby
v§ak tento model nie je az tak vyhovujici, nakol’ko naSou snahou je uréit potrebu
absolvovania koronagrafie a teda redlne by sme nemali disponovat’ atribtitmi popisujiicimi
nalez koronarografie. Zohladnenim tychto skutocnosti sa nam ako najvhodnejsi
z vytvorenych modelov javi NBK pracujtci s mnozinou FSS3. AvSak jeho presnost’ je vel'mi
nizka na to, aby sme ho mohli povazovat' za spolahlivy a vhodny na urcenie vysledku
koronagrafie — vySetrenia, ktoré moze pomoct’ pri skvalitneni, pripadne az zachrane 'udského
zivota. Metoda kNN nam poskytla najnizsiu presnost’ v spektre pouzitych mnozin atribttov.
Ako je z tabul’ky Tab. 1. zrejmé, z pohl'adu kritéria vyberu atribitov metdédou FSS najlepsie
vysledky dosiahol zakazdym model (RS na celej mnozine nie je vhodnym kandidatom) za
pouzitia mnoziny FSS3, ¢o zodpoveda kritériu BIC.
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5 Zaver

V tomto c¢lanku popisujeme pracu s vlastnym datovym stborom, ktory pochadza z 1.
Kardiologickej kliniky UPJS LF a VUSCH a.s. v Kosiciach. Datovy subor obsahuje
informacie o 467 muzoch a 353 Zenach vo veku 66.93 + 9.37. V ramci pripravy suboru na
modelovanie sme okrem doplnenia chybajucich hodn6t vytvorili viacero mnozin atributov
av dalsej faze sme vytvorili viacero klasifikacnych modelov. Ziskané vysledky vsak
nemozeme povazovat’ za uspokojivé.

V dalsich fazach nasho vyskumu sa zameriame na lepSie pochopenie datového siiboru
v zmysle oSetrenie korelaénych vztahov, taktiez na vytvorenie novych podmozin atribitov
a novych pomerov rozdelenia na trénovaciu a testovaciu mnozinu, rovnako na zameranie sa
na n-nasobnu krizovu validaciu, pripadne na d’alSie typy modelov.

Pod’akovanie: Tato praca bola podporovana Agentirou na podporu vyskumu a vyvoja na
zaklade zmluvy ¢. APVV-17-0550.
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Abstract. With the availability of the vast amount of users and Location-based
social networks, the problem of POI recommendations has been widely studied
and received significant research attention in the last years. While previous works
of POI recommendation mostly focused on investigating the spatial, temporal,
and social influence, the use of additional content information has not been
directionally studied. In this paper, we propose the content-aware matrix
factorization method based on incorporating POl attributes and categories
information. We propose two variants of the algorithm that can work with an
explicit and implicit feedback. Experimental results show that the proposed
method improves the quality of recommendation and outperforms most state-of-
the-art collaborative filtering algorithms.

Keywords: POl Recommendation System, matrix factorization, implicit and
explicit feedback

1 Introduction

Location-based social networks (LBSNs) have become very popular and attracted lots
of attention from internet users, business and academia with the increasing popularity
of GPS-enabled mobile devices. Typical location-based social networks include
Foursquare, Yelp, Facebook Place, GeoL.ife, etc. The number of users in those networks
is huge, for example, Foursquare had more than 50 million monthly active users on
October 2018, and Yelp had about 33 million unique visitors by the end of 2018.

With the availability of the vast amount of users’ visiting history, the problem
of POI recommendations has been widely studied and received significant research
attention in the last years. While previous works of POl recommendation mostly
focused on investigating the spatial, temporal, and social influence, the use of additional
content information has not been directionally studied. Such additional information can
not only improve the performance of the recommendation but also help to overcome
the so-called cold start problem.

In this paper, we propose the content-aware matrix factorization method based
on incorporating POI attributes and categories information to overcome the cold start
item problem, and consequently improve the quality of recommendation. We propose
two variants of the algorithm that can work with an explicit and implicit feedback.

P. Butka, F. Babi¢, J. Parali¢ (eds.)
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2 Algorithm description

As a baseline approach, we use the state-of-the-art matrix factorization method
(described in the work [4]), where the regularized objective function is computed only
over the observed entries in rating m X n matrix R. The proposed step is to utilize
content information to regularize the matrix factorization. In the work [6], Yu, Wang,
and Gao propose to add the following item relationship regularization term based on
item attribute information to constrain the baseline matrix factorization framework:

'8 N N
2 X Sijllvg —Uj||2

E i=1j=1
where g is the regularization parameter to control the impact from the item attribute
information, S is similarity matrix where S(i, j) represents the similarity between items

[ and ; based on their item attribute information, v; is the ith row of the unknown matrix
V that is referred to as an item factor.

By adding the item relationship regularization term into Equation (1), the standard
metric factorization objective function j changes to:
‘8 N N
E,Z 2 Sijllvi = Uj||2
i=1j=1
where m X k matrix U and n x k matrix VV are the unknown matrices, which need
to be learned to minimize the objective function, A > 0 is the regularization parameter
that controls the weight of the regularization term.
In datasets each POI is usually represented by a collection of attributes (i.e., WiFi -
true/false, price range, parking - true/false, noise level and so on) and categories (i.e.,
bakery, restaurant, coffee shop), so we will use attributes A and categories C to compute

similarity between each pair of POIs. To compute similarity matrix S we construct the
following similarity measure:

= minlIIR = uvr? +&IIUII2 +&||VI|2 +
uv 2 2 2

D
Yr=18(aikajr)  1CinCjl
D |CiUCj|

Sim(i, j) =

where D is the number of attributes and § (a; x, a; ;) returns 1 if attributesa; , = a;
and 0 otherwise. The most popular and effective ways to solve this optimization
problem is to use the stochastic gradient descent approach (SGD) that applied to find a
local minimum solution of the objective function.

The discussed matrix factorization approach is designed for rating predictions in a
typical scenario of recommendation system. In POl recommendation systems user
preferences are usually expressed in the form of check-ins, a higher visit frequency
corresponds to larger confidence of preference for the location. Due to the unique
characteristics of implicit feedback (e.g., lack of negative feedback), it is necessary to
design adjusted algorithm. In the work [1], Yifan Hu et al. propose to consider all non-
visited locations as negative examples when the weights to all negative examples are
assigned the same value, i.e., 1. Thus, the weight matrix W can be defined as follows:

u(ey) +1,  ifey; >0

W PR— .
i = { 1, otherwise
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where u(c,;) > 0 is a monotonically increasing function and c;; € {0,1} is the

entry of matrix C™ that indicates whether a user u has visited a POl i. Based on this
weighted matrix W, the objective function for the implicit feedback is represented as
follows:
min= W © (C* = UVNIP + 2 U1 + 2117 +5 5 3 5,11 - w112
uyv 2 2 2 2 i=1j=1 Y : ]
where ) is the Hadamard product operator, C* is 0/1 matrix described above.
This optimization problem can also be solved using the stochastic gradient descent
approach. However, due to the weight setting, the approximation error is summed over
all entries in the user-POI matrix and stochastic gradient descent algorithm becomes
too expensive. Fortunately, the approximate error can be efficiently reduced via
Alternative Least Squares algorithm (ALS) and its time complexity for each iteration
is in proportion to the total number of visited locations.

3 Datasets

In our experiments we use the public Foursquare® and Yelp? datasets. Because the
Foursquare dataset does not contain attribute information about POIs that is required
by our algorithm, we propose to conflate the POIs based on multiple attributes from the
Foursquare dataset using the Yelp API. The Foursquare dataset and Yelp APl have
several overlapping attributes that we used as input to match POI - geographic location,
venue hame and categories. For all returned items from Yelp API we compute distance,
similarity of name and categories using the following weighted model:
Sim(a,b) = A, - Dist(a,b) + A, - Lev,gme(a, b) + A5 - Cat(a, b)

where a is the target venue in the Foursquare dataset, b is the returned venue from Yelp
API, 4,,4,,15 are regularization parameters to control the impact of each similarity
measure. If venue with the highest similarity value satisfies a pre-specified matching
threshold, a match is found (more information can be found in [5]).

The Yelp data containing ratings for POls will be used by our first content-
aware SGD algorithm for the explicit feedback and the extended Foursquare data
containing check-in data will be used by the second ALS algorithm for the implicit
feedback.

4 Experiments

For each user, we randomly select 30% of her visiting locations as testing data (also
referred to as ground truth) to evaluate the performance of different algorithms. The
remaining portions from each user constitute a training set for learning the parameters
of the proposed model. Based on the training sets, we construct a user-POI rating matrix

R and check-in frequency matrix C for Yelp and Foursquare respectively.

! Available at https://sites.google.com/site/yangdinggi/home/foursquare-dataset
2 Yelp dataset challenge Round 13 (access date: March 2019), https://www
.yelp.com/dataset/challenge
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Also, we explored the impact of control parameters of our algorithms to
quality of recommendation and tune them based on the training set to find the optimal
values (more information can be found in [5]). Subsequently, we used the best values
of parameters during comparison with other approaches. For all involved
recommendation algorithms, we set A= 0.1 and the control parameter g is set to 0.1.

4.1 Comparison with other approaches

To evaluate the performance of the proposed method, we choose the following state-
of-the-art collaborative filtering approaches for comparison - RSVD (Regularized SVD
approach), WMF (Weighted matrix factorization) [1], SVD++ (an extension of SVD)
[2], UCF (User-based Nearest Neighbor algorithm) and GeoMF (state-of-the-art
method for POI recommendation) [3]. The results of comparison the above selected
recommendation algorithms with our two algorithms for explicit and implicit feedback
are plotted in the following figures.

For the first algorithm for explicit feedback, where a user specifies preference
using ratings, we use Mean Absolute Error (MAE) to measure the prediction accuracy.
In implicit-feedback recommendation methods, the learned model is assessed by its
capacity of finding the ground truth locations for each user among the top k ranked
locations. So it makes sense to look into rank-based metrics, such as widely used rank-
based metrics Precision@k and nDCG@Kk.

In Fig. 1 you can see, that in terms of MAE, the first algorithm outperforms
UCF, RSVD, SVD++, but GeoMF gives the better MAE values on 7.5% than our
algorithm. In term of Precision@5, only GeoMF outperforms the second algorithm of
implicit feedback by around 7%. As for Precision@10 (Fig. 2), only GeoMF and
SVD++ are superior to our second algorithm of implicit feedback by about 12%.

0.100

0.095

0.090

0.085

on

ecis

0.75 < g.080
0.70 0.075
0.070
0.65
0.065
0.60
UCF RSVD SVD++ GeoMF Our UCF WMF SVD++  GeoMF Our
Fig. 1. MAE comparison with the Fig. 2. Comparison of Precision@k
first algorithm with the second algorithm (k=5, 10)
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This observation confirms the assumption that the use of POI content
information can improve the quality of recommendations. However, almost always
GeoMF algorithm is superior to our proposed methods.

4.2 Performance on Cold Start Items

One of disadvantage of the collaborative filtering approach is the so-called cold start
problem, which refers to the general difficulty in performing collaborative filtering for
users and items that are relatively new. Because we use additional content information
for construct similarity matrix between POlIs, it can help to deal with the cold start item
issue in recommender systems. To evaluate it, we group POls according to the number
of observed ratings and check-ins on POls in the training set, and then compare the
values of metrics of different POIs groups with other selected recommendation
algorithms.

The results of the comparison of selected recommendation approaches with our
first algorithm are plotted in Fig. 3. You can see, that the first algorithm is able to
generate better recommendations than other algorithms when the POIs have few
observed ratings (11-30). As more observed ratings are given (>30), the improvement

of our proposed approach gradually reduces.
e The results of of the comparison of selected

- RSVD

s algorithms with our second algorithm for implicit
our feedback are plotted in Fig. 4. The figure shows
similar change trends as for the first algorithm.
These observations indicate that our proposed
algorithms can cope with cold start item problem
and the improvement is directly related to the use of
additional content information, such as POl attribute

and categories information.

5 Conclusion

1-10 11-30 3160  61-100 101-160  >160

Fig. 3. Comparison of MAE with ]
the first algorithm Experimental results show that our method

008 improves the quality of recommendation and can

0.081 mmm SVD++

- UCF

- effectively cope with the so-called problem. The
GeoMe proposed method outperforms most state-of-the-art
collaborative filtering algorithms, only GeoMF

0.08 algorithm has surpassed our approach. The GeoMF

00 algorithm integrates geographical influence by
o modeling users’ activity regions and the influence

propagation on geographical space. Therefore, to
improve the recommendation quality it makes sense
to consider using the geographical influence on

users’ check-in or rating behaviors based on the
- assumption that users tend to visit nearby locations

1-20 21-60  61-150 151-300 300-500  >500,

within a radius of activity regions. Furthermore, it

Fig. 4. Comparison of nDCC@5 would be interesting to investigate the

with the second algorithm
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recommendation effect of content information compared to other information, such as
temporal or social information. Also, in our work, we use the simple similarity measure
between attributes. Because some of the attributes are in categorical structure, it would
be fine to consider some similarity measure, that reflects the relationship between
categorical data.

Acknowledgements: This research was supported by Faculty of Informatics, Czech
Technical University in Prague.
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Abstrakt. Clanok sa zameriava na pouZitie znalostnych modelov v prediktivnych
uloh v oblasti prevadzky IT. Cielom bolo navrhnit’ model, ktory by zachytaval
externé doménovo-Specifické znalosti modelovanej oblasti. Takéto znalosti
potom modzu byt z modelu extrahované pri rieseni predikcie typu sietovych
utokov a moézu napomodct zlepSovaniu vysledkov analytickych modelov
pouzivanych v tychto ulohach. Navrhnuty znalostny model pokryva zakladné
doménové koncepty popisujiice bezpecnostné incidenty a ich charakteristiky
vratane taxonomie sietovych utokov. Model bol implementovany v Standarde
OWL a vyhodnoteny pomocou mnoziny kompetencnych otazok.

Kracové slova: ontologie, znalostné modely, prediktivne modelovanie

1 Uvod a motivacia

Ontologia je termin, ktory sa pouZiva na oznacenie zdielanych znalosti v urcitej oblasti
zaujmu, ktory moze byt’ pouzity ako jednotny ramec pre rieSenie mnohych problémov
[1]. Poméaha zlepSovat komunikaciu medzi l'ud’mi, organizdciami a systémami
pomocou definovania jednotnych pojmov a ich vzajomnych vztahov. Medzi hlavné
vyhody ontologii patri zdielanie znalosti a moznost opdtovného pouzitia
nadobudnutych znalosti. Poskytuje uréity pohlad na danii doménu pomocou skupiny
konceptov (napr. entity, atributy, procesy), ich definicii a vntitornych vzt'ahov.

Oblast’ detekcie sietovych ttokov je Coraz dolezitejsia pre bezpeénost’ webovych
aplikacii, pretoze chrani komunikaciu a citlivé tidaje miliénov uzivatel'ov. Tradi¢né
bezpecnostné rieSenia poskytujii prvu liniu obrany proti Gitokom a detegujii zname
bezpecénostné nedostatky. Chyba im sémantika, preto nie si schopné rozoznat’ nové a
kritické chyby [2]. Systémy pre detekciu sietovych utokov by mali obsahovat’ aj
sémanticku Cast’, ktora by vedela rozoznat’ kontextovy charakter utoku.

KTaéovou ulohou prace popisanej v tomto ¢lanku bolo vytvorenie znalostného modelu
domény detekcie sietovych utokov, ktory by mohol byt vyuzivany v prediktivnych
analytickych tlohach na rdzne ucely, napr. pre generalizovanie alebo $pecifikaciu
cielového atributu alebo pre zlepsenie prediktivnych modelov pomocou odvodenia
doménovo-Specifickych znalosti, ktoré nemusia byt explicitne obsiahnuté
v modelovanych datach. V ¢lanku sa zameriame na predstavenie Strukttiry takéhoto

P. Butka, F. Babic, J. Paralic (eds.)
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znalostného modelu a predstavime si niektoré z moznosti jeho pouzitia pri tlohach
predikcie typu sietového utoku v datach z prevadzky IT infrastruktary.

2 Vyuzitie ontologii pri detekcii bezpeénostnych incidentov

Vyuzitiu sémantickych modelov v prediktivnych ulohach v oblasti detekcie sietovych
utokov sa venovalo v minulosti viacero réznych prac. V [3] sa autori zamerali na
vytvorenie ontologie pomocou jazyka DAML+OIL, ktora charakterizovala DoS
(Denial of Service) typ utokov. Ontologia sltizila ako zéklad systému detekcie utokov,
pricom vyuzivali ramec Jena pre interakciu ontoldgie a agentov. Tymto spdsobom
mohli extrahovat’ sémanticky vztah vsetkych Utokov z ontologie. Vysledky pri
predikcii DoS utokov dokazuju, ze pouzitim ontoldgie sa znizil pocéet falo$ne
pozitivnych a faloSne negativnych nahlaseni utoku oproti ostatnym systémom pre
detekciu utokov, ktoré vyuzivali rozne klasifikatory (napr. boosting a iné). Autori
Vv praci [4] pouzili rovnako jazyk DAML+OIL na vytvorenie ontologie popisujicej
sietové utoky zaznamenana v datasete KDD99 [5]. Vysledky modelu zaloZenom na
ontologii boli vo vSetkych kategoriach (presnost’ modelu, miera falosnych nahlaseni
utoku atd’.) lepsie ako ostatné, Standardné klasifikacné modely. V [6] je popisana
ontoldgia implementovand v jazyku OWL (Web Ontology Language), ktora
charakterizuje 3 vybrané utoky z rovnakého datasetu. Podobne v predoslych dvoch
pristupoch, svoje vysledky systému zalozeného na ontoldgii porovnaval vo viacerych
kategoriach s modelmi, ktoré vyuzivali algoritmy strojového ucenia a dolovania dat.
Spominané publikacie demonstruji niekol’ko z moznosti vyuzitia sémantickych
modelov v systémoch pre detekciu poéitacovych utokov.

3 Navrh znalostného modelu

Znalostny model popisany v tomto ¢lanku je ontoldgia, ktord sme vytvarali podla
metodologie Griininger a Fox [7] a z ¢asti aj podl'a metodologie Methontology [8]. Ako
formalizmus pre naSu ontolégiu sme si zvolili jazyk OWL, pretoze je jednym zo
stcasnych poprednych jazykov pre tvorbu ontoldgii, ktory pontika Siroké moznosti v
oblasti sémantiky. V nasledujicich podkapitolach si predstavime hlavné stavebné
bloky navrhovanej ontologie.

3.1  Struktira modelu

Pri vytvarani znalostného modelu sme sa snazili vytvorit’ taka Strukturu tried, ktora by
podchytila vSetky podstatné javy domény systémov pre detekciu sietovych utokov.
Medzi hlavné triedy ontologie patri:

e Connections - trieda reprezentuje stav jednotlivych zdznamov pripojeni
a pozostava z viacerych podtried, ktoré vytvaraja hierarchiu. Trieda sa d’alej deli
na triedu Attacks reprezentujucu ttoky a triedu Normal, ktora hovori, ze dané
pripojenie je v bezpeéi. Trieda Attacks sa deli na 4 podtriedy, ktoré reprezentuju
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Navrh znalostného modelu v doméne prevadzky IT pre predikciu bezpecnostnych
incidentov

hlavné druhy utokov (napr. DoS ttoky). Hierarchia bola vytvarana podla popisu
uloh datasetu KDD99.
Effects - trieda obsahuje podtriedy, ktoré zastupuji vSetky mozné nasledky utokov
(napr. spomalenie odozvy servera, vykonavanie prikazov pod root pristupom atd’.)
Mechanisms - podtriedy zastupuji vSetky mozné pri¢iny jednotlivych utokov
ontolégie (slaba Gdrzba prostredia, zla konfiguracia atd’.)
Flags - zastupuje normdlne alebo chybové stavy jednotlivych pripojeni
(neodpovedanie sluzby, pokus o pripojenie do siete bol zamietnuty atd’. )
Protocols - reprezentuje typy protokolov na ktorych bezi pripojenie (TCP, UDP
a ICMP)
Services - reprezentuje jednotlivé typy sluZieb pripojenia (http, telnet atd’..)
Severities - reprezentuje zavaznost’ daného utoku, jej podtriedy zastupuji troven
zavaznosti (slaba, stredna a vysoka).
Targets - reprezentuje mozné ciele daného druhu utoku (pouzivatel, siet).
Models - reprezentuje prediktivne modely v danej doméne

navrhovanom modeli si vytvorené dva typy vztahov: objektové vlastnosti a

vlastnosti datového typu. V nasledujucej tabulke (Tab.1) st znazornené vsetky
objektové vlastnosti s ich doménami a rozsahom.

Tab. 1. Objektové vlastnosti sémantického modelu

Nazov vlastnosti Doména Rozsah
hasSeverity Connections Severity
hasProtocol Connections Protocols
hasMechanism Connections Mechanisms
hasFlag Connections Flags
hasService Connections Services
hasEffect Connections Effects
hasTarget Connections Targets
hasGranularityLevel Models Connections
providesService Protocols Services

3.2 Vyhodnotenie modelu

Pred samotnym vytvorenim ontolégie sme definovali zoznam kompeten¢nych otazok
podl'a metodologie Griininger a Fox, ktoré tak definovali poZiadavky na znalostny
model. Nasledne sme tieto kompetenéné otazky preformulovali z neformalnej podoby
do dopytovacieho jazyka. Cielom bolo demonstrovat, Ze navrhnutd ontologia je
vhodna na reprezentaciu pozadovanych znalosti a tieto je mozné znej pomocou
dopytovacieho jazyka vyhladat. Nasledujuci priklad (Tab. 2) demonstruje ukazku
kompetenénej otazky a prislusného dopytu do ontolédgie v jazyku SPARQL. Celkovo
sme sformulovali 10 kompetencnych otdzok, ktoré sme dokazali vyjadrit’ pomocou
SPARQL dopytu.
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Tab. 2. Ukazka vyhodnotenia modelu pomocou kompetenénych otazok a SPARQL dopytov

Kompetencna otazka SPARQL dopyt

SELECT ?object ?subject WHERE {
on:Land rdfs:subClassOf ?obj. ?0bj
owl:onProperty ?object;
owl:someValuesFrom ?subject.}

Na akom protokole sa vyskytuji
pripojenia s itokom Land a aké st jeho
pri¢iny, nasledky a zavaznost’ ?

4 Zaver

V ¢lanku sme predstavili navrh znalostného modelu pre doménu sietovych utokov.
Ciel'om bolo navrhnut’ model pokryvajuci koncepty domény detekcie sietovych titokov
vratane aspektov pouzitelnych pri prediktivnych ulohach ich detekcie. Navrhnuty
model je mozné pouzit’ vo viacerych scenaroch analytickych uloh zaoberajucich sa
predikciou bezpecnostnych utokov. Napriklad je mozné vyuzit taxondmiu typov
utokov pri predikcii konkrétnych druhov utokov, ¢i jej vyuzitie pre predikciu typu
utoku na zaklade podobnosti existujucich instancii. V buducnosti vidime moznosti
roz§irenia modelu o koncepty popisujice preventivne opatrenia pre jednotlivé sietové
utoky, pripadne vyuzitie ontologie v ulohach hladania sekvencii a Castych vzorov
v datach prevadzky IT prostredia.

Pod’akovanie: Tato praca bola podporovana Agenttrou na podporu vyskumu a Vyvoja
na zaklade zmluvy ¢. APVV-16-0213.
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Abstrakt. Vdaka svojej zavaznosti a stipajucej miere umrti nasledkom
kardiovaskularnych ochoreni su tieto stale vo vdcSej miere objektom zaujmu
mnohych vyskumnikov. Opakovane sa vykonavaju analyzy na vol'ne dostupnych
datovych stboroch, pri¢om autori tychto vyskumov sa snazia o novy prispevok
z hladiska preukazania kauzality vztahov medzi roznymi atribitmi veducimi k
nepriaznivému zdravotnému stavu pacientov, ¢i o0 upravu roznych
dataminingovych algoritmov so snahou vylepsenia predchadzajucich vysledkov.
Nasa praca sa zameriava na zistenie vplyvu syntézy dvoch casto pouzivanych
vol'ne dostupnych datovych suborov na zaklade ich podobnosti, predpokladajic
ze rozsirenie datovej vzorky by mohlo viest' k lepsim vysledkom analyzy tychto
dat. Cela nasa praca sa riadi metodologiou CRISP-DM, kde v odpovedajtcich
fazach vytvarame spojeny datovy subor, nasledne okrem tplnej mnoziny
dostupnych atribitov hladame aj ich vhodné redukcie. Spojeny dataset s
niekol’kymi vybermi atribtov st nasledne pouzité vo faze modelovania za
Gcelom vytvorenia modelov pomocou algoritmov rozhodovacieho stromu
Conditional Inference Trees (ctree), Naivného Bayesa (NB), metody Support
Vector Machines (SVM) a k-najblizsich susedov (KNN). Nase ofakavania o
zlepSeni kvality vyslednych klasifikaénych modelov na spojenom datovom
subore sa vsak nepotvrdili.

KPacové slova: Clevelenad dataset, Z-Alizadeh Sani dataset, CRISP-DM,
modelovanie

Uvod

V pomyselnom rebricku celosvetovych prvenstiev pri¢in umrti zaberaju

kardiovaskularne ochorenie (KVO) prvé miesto [1]. Premietnutim do ¢&isel, roéne

P. Butka, F. Babi¢, J. Parali¢ (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 30-34.
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zomrie na KVO 610 tisic 'udi v Amerike [2]. Na Slovensku to bolo v roku 2016 az
48,2% zo vsetkych tmrti [3].

Potvrdenie alebo vyvratenie pritomnosti KVO sa uskutoéiiuje pomocou dvoch
typov vySetrovacich metdd: invazivnych a neinvazivnych [4]. Najpresnej$ou metdédou
je koronarna angiografia, typ invazivneho vySetrenia, ktory vSak so sebou prindsa
viacero rizik [5].

Alarmujuce ¢isla imrti nasledkom KVO a rizikovost’ vySetrenia su dovodom, pre¢o
sa tak mnoho vyskumnikov z oblasti zdravotnictva ¢i informatickych vied zaobera
touto problematikou [6,7,8,9,10,11]. Zameriavaju sa na 2 najrozSirenejSie datové
stbory: Cleveland [12] a Z-Alizadeh Sani [13]. Na tieto sa zameriavame aj my, ale
z iného uhla. Nasou snahou bolo vytvorenie jedného suboru na zaklade podobnych
atribitov a nasledne ho podrobit’ datovej analyze, pricom sme sa riadili metodologiou
CRISP-DM. Ocakavame, ze spojenie datovych suborov mdze okrem zvySenia presnosti
predikcie pritomnosti ischemickej choroby srdca taktiez prinajmensom novy pohl'ad na
vyber atribatov, ktoré participuju na pritomnosti spominaného ochorenia.

2 Praca s datovymi stiibormi Cleveland a Z-Alizadeh Sani

Cielom analyz nad datovymi sibormi Cleveland a Z-Alizadeh Sani bolo predikovat’
S ¢o najvysSou presnostou, ¢i pacient trpi alebo netrpi ischemickou chorobou srdca
(ICHS, jeden z typov KVO).

Udaje sme ziskali z portalu UCI Machine Learning Repository. Datovy stbor
Cleveland zahfnia udaje o 303 pacientoch v spektre 14 atribiitov, pricom ciel'ovy atribut
je kategoricky a odzrkadl'uje zavaznost’ ICHS (hodnoty 0-4). Z-Alizadeh Sani dataset
obsahuje zhodne 303 zaznamov, avsak atributov je az 54 a binarny cielovy atribut
definuje pacienta z pohl'adu pritomnosti alebo absencie ICHS. Porovnanim datovych
suborov, vo faze pochopenia dat, sme zistili, Ze maji 4 totozné atributy a d’alSich 9
atributov, vratane cielového, bolo podobnych. Z podobnych atribitov sme vytvorili
nové, vhodnym zjednotenim hodnoét atributov. Jednotlivé atributy a ich upravy boli
konzultované s medicinskym expertom. Ako priklad uvadzame zjednotenie atributu
popisujuceho typicki bolest’ hrudnika. V subore Cleveland bol tento atribit
reprezentovany hodnotami 1-4, pricom hodnota 1 znadila pritomnost symptéomu
a ostatné hodnoty absenciu symptomu. V subore Z-Alizadeh Sani bol tento atribut
binarneho charakteru, teda hodnota O znacila absenciu a hodnota 1 pritomnost
symptomu. Vysledkom zjednotenia bol binarny atribut odpovedajuci pouZitiu v stibore
Z-Alizadeh Sani.

Datovy subor vytvoreny za pomoci syntézy obsahoval 606 zaznamov, ktoré
zobrazoval pomocou 13 atribtitov. Pre moznost’ vicsej variability mnozin dat pouzitych
vo fiaze modelovania sme sa rozhodli na na$ subor aplikovat’ metodu postupného
dopredného vyberu (z ang. Forward Stepwise Selection), ¢im sme ziskali spolu
s cielovym atributom redukovani mnozinu 10 atribatov.

Vo faze modelovania sme sa zamerali na pouzitie Styroch réznych algoritmov,
ktorych vyber sa zakladal na analyze najcastejSie pouzivanych algoritmov pre analyzu
medicinskych dat. Tieto algoritmy boli pouzité na datové subory Cleveland a Z-
Alizadeh Sani, syntézou vytvoreny datovy subor pozostavajuci zo vSetkych atributov
a syntézou vytvoreny datovy subor sredukovanou mnozinou atributov. Prehlad
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vysledkov pouzitych algoritmov na tychto datovych stboroch ponukame
Vv nasledujtcej tabulke (Tab. 1).

V tabul'ke uvadzame pre kazdu mnozinu najvyssiu hodnotu presnosti, Specificity
sa taktiez nachadzaji podc¢iarknuté hodnoty, ktoré poukazuju na najvyssie dosiahnuté
hodnoty presnosti, Specificity a citlivosti na spojenom datovom stibore, ¢i uz pre celii
alebo redukovanu mnozinu atribatov.

Tab. 1. Prehl'ad Gspesnosti modelov nad datovymi subormi

. Syntézou
Syntezou’ vytvoreny
Cleveland Z-Alizadeh waf)re,ny datovy subor
Modely H . . datovy stubor ,
eart Disease Sani . (redukovana
(v;et’ky mnozina
atribity) atributov)
Presnost modelov na testovacej mnozine
Naivny Bayes 83,83% 88,45% 72,61% 74,92%
SVM 79,03% 83,87% 76,72% 73,28%
ctree 75,81% 82,25% 68,97% 73,28%
3-NN 65,93% 54,95% 64,57% 73,71%
5-KNN 65,93% 61,54% 66,29% 74,29%
10-kNN 59,34% 63,74% 63,43% 73,71%
Specificita modelov na testovacej mnozine
Naivny Bayes 87,80% 88,43% 68,92% 71,71%
SVM 89,66% 92,68% 70,83% 66,67%
ctree 89,66% 87,80% 56,25% 66.67%
3-NN 70,21% 16,67% 55,56% 63,89%
5-KNN 68,09% 10,00% 51,39% 63,89%
10-kNN 65,96% 10,00% 50,00% 63,89%
Citlivost’ modelov na testovacej mnozine
Naivny Bayes 79,14% 88,51% 75,21% 77,18%
SVM 69,70% 66,67% 80,88% 77,94%
ctree 63,64% 71,43% 80,00% 77,94%
3-NN 61,36% 73,77% 70,87% 80,58%
5-kNN 63,64% 86,89% 76,70% 81,55%
10-KNN 52,27% 90,16% 72,82% 80,58%

Najlepsie vysledky v podobe priemernych hodnét nad roznymi datovymi sibormi
a mnozinami dosahoval algoritmus Naivného Bayesa s priemernou presnost'ou
79,95%. Navyse rozdiel medzi citlivost'ou a Specificitou bol pri modeloch na baze tohto
algoritmu najmensi zo vSetkych porovnavanych algoritmov.

Podobnym sposobom sme porovnali aj uspeSnost modelov nad jednotlivymi
datovymi stbormi a mnozinami atribitov. Musime vSak konStatovat, Ze spojenie
datovych stiborov nam neprinieslo zlepSenie presnosti modelov oproti modelom nad
poévodnymi datovymi stbormi samostatne, ¢o je pravdepodobne dané velkym
rozdielom v pocte atribitov u spajanych datovych suborov (14 vs. 54), ¢o umoznilo
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vyuzit’ iba mensSiu ¢ast’ informacii dostupnych v pripade datasetu Z-Alizadeh Sani. Ak
sa v§ak pozrieme uz iba na efekt pouzitia metédy FSS na redukciu poctu atribatov, ten
bol vzdy pozitivny (t.j. viedol k zvySeniu vSetkych sledovanych parametrov) v pripade
vSetkych testovanych algoritmov okrem SVM. NajvyraznejSie zlepSenia sme
pozorovali v pripade KNN.

3 Zaver

Predkladany prispevok popisuje pracu nad volne dostupnymi datovymi sibormi
Cleveland a Z-Alizadeh Sani. Na tieto a taktiez na syntézou z nich vytvoreny datovy
subor sme aplikovali 4 algoritmy dolovania dat s cielom identifikovat’ pritomnost’
ischemickej choroby srdca u pozorovanych pacientov. Ziskané vysledky nenaplnili
nase oCakavania ohl'adom zvysenia uspesnosti modelov na spojenom datovom stibore.

Pod’akovanie: Tato praca bola podporovana Agenttirou na podporu vyskumu a vyvoja
na zaklade zmluvy ¢. APVV-17-0550.
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Abstrakt. V tomto prispevku prinaSame klasifikaciu kompaktnych a rozirenych
radiovych galaxii. Klasifikujeme tak galaxie podl'a morfologie do 4 tried. Na
klasifikaciu sme pouzili hlboké ucenie, konkrétne konvoluéné neurénové siete.
Najvyssou dosiahnutou presnostou (98 %) sme prekonali doteraz publikované
vysledky.

Klucové slova: astronomia, radiové galaxie, hlboké ucenie, konvolucné
neurénoveé siete

1 Uvod

Radioastronomia vznikla v roku 1932, zasluhou Americ¢ana ¢eského povodu Karla
Janskeho [1], ktory ako prvy objavil radiové Ziarenie prichadzajiice z kozmu. Dalej
nasledoval objav za objavom ako napriklad ziarenie rozsiahlych vodikovych mracien
na vinovej dizke 21 cm, organickej molekuly hydroxilu na 18 cm, objav pulzarov ¢
jeden z najdolezitejSich objavov - fluktuacie reliktového Ziarenia. Za necelé tristvrte
storofia sa radioastronomia stala jednym z najdolezitejSich spdsobov poznavania
vesmiru. Atmosféra radiové luce prepusta, takze je mozné stavat’ obrovské radiové
detektory priamo na zemskom povrchu. S prichodom novych observatorii ako Square
Kilometer Array [2], ziskavame velké mnozstvo dat obsahujicich radiové galaxie.
Klasifikacia galaxii podla tried je dolezity krok, pretoze rozne triedy radiovych galaxii
nam umoziuji pochopit’ vznik a vyvoj galaxii, ich pod-zloziek ako svetelnost,
hmotnost’ ¢i rychlost’ tvorby hviezd alebo m6zu byt’ pouzité ako indikatory kozmického
prostredia. Tradiéne st tieto galaxie klasifikované ako Fanaroff- Riley (FR) typu
I alebo Il a BENT [3]. Tieto typy nazyvame rozsirené (extended radio galaxies).
V tomto prispevku prinaSame aj klasifikaciu kompaktnych radiovych galaxii.
Klasifikujeme tak galaxie podl'a morfologie do 4 tried ato COMP (kompaktné)
alebo rozsirené (FRI, FRII, BENT).

Tradi¢ne sa triedy FR identifikovali vizudlnou kontrolou. Vznikli katalogy ako
NRAO VLA Sky Survey (NVSS) [4], Sydney University Molonglo Sky Survey
(SUMSS) [5] a the Faint Images of the Radio Sky at Twenty-Centimeters (FIRST) [6],
ktoré obsahuju viac ako 2 miliény objektov. Velka zasluhu na anotovani ma taktiez
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ob¢iansky projekt Radio Galaxy Zoo [7]. Takyto objem anotovanych dat in$piroval
vedcov k vytvoreniu automatickej klasifikacie objektov.

2 Klasifikacia radiovych galaxii vs. hlboké ucenie

Konvoluéné neuronové siete [8] st dopredné neuronové siete, ktoré sa uspes$né
pouzivaji na analyzu obrazu a textu. Pozostavaju z konvolu¢nych a vzorkovacich
vrstiev. Konvolucna vrstva obsahuje mnozinu filtrov, ktoré sa postupne aplikuji na
obrazok a vzorkovacia vrstva sa pouziva na nelinedrne zmensenie vystupu konvolucie.
V praxi to znamena, Ze pocas trénovania si siet’' na jednotlivych vrstvach vytvara rozne
stupne abstrakcie vstupu. Nizsie vrstvy odhaluji zakladné érty, pricom d’alSie vrstvy
sa viac $pecializuji a vytvaraji zlozité koncepty. V ¢lanku [9] sme poukazali na
pouzitie metdd hlbokého udenia na analyzu dat v astrofyzike. Pomocou hlbokého
ucenie a vel’kého mnozstva anotovanych obrazkov sa podarilo uspesne klasifikovat’ aj
radiové galaxie [10] [11] [12].

V prispevku [10] autori uvadzaju pouzitie metddy transferového ucéenia (transfer
learning) na klasifikaciu radiovych galaxii. Autori tu vyuzili konkrétne 13 vrstvovi
konvolu¢nu neurénov siet, kde dosiahli 89% presnost’ klasifikacie pri testovani dat
z katalogu FIRST. V tejto stadii klasifikovali len galaxie typu FRI a FRII z katalogu
FIRST a NVSS. Klasifikator pre 4 triedy (COMP, FRI, FRII a BENT) pouzili prvy krat
az vstadii [11], kde pomocou jednoduchej neurdnovej siete dosiahli priemernt
presnost’ 97 %. V praci [12] klasifikovali radiové galaxie do troch tried (FRI, FRII a
BENT), kde autori na zaklade zlozeného klasifikatora (finalna klasifikacia je vysledok
troch binarnych klasifikatorov) dosiahli priemerna presnost modelu 88 %. Vsetky
vysledky vyjadrené ako presnost’, tspe$nost’, navratnost’ a F1 skére st uvedené v Tab.

3 Experimenty

Na§ prispevok prinasa klasifikiciu radiovych galaxii podla morfologie na
kompaktné (COMPT) a rozsirené galaxie (FRI, FRII a BENT). Na trénovanie sme
pouzili nova datovii mnozinu z katalogu FIRST, ktora pozostavala dohromady z 4 576
obrazkov, ktoré boli rozdelené do $tyroch tried. Trieda BENT obsahovala 1 247
obrazkov, COMPT (1 115), FRI (1 109) a FRII (1 105).

Prvé experimenty viedli k pouzitiu transferového ucenia. Na zaklade vysledkov
detekcie spajania galaxii [12], sme sa rozhodli na klasifikaciu radiovych galaxii pouzit’
najaspesnejsiu siet’ — ResNet18 [13]. Tato siet’ bola pévodne vytvorena na klasifikaciu
obrazkov z bezného sveta na datovej mnozine ImageNet [14], kde sa klasifikovali
obrazky do 1000 tried. Najvyssiu presnost’ pri pouziti ResNetl8 sme na testovacich
datach (457 obrazkov) ziskali cez 98 %. Podrobnejsie vysledky st uvedené v tabul'ke
Tab.1.

Dalsia Gast experimentov sa zameriava na ucenie od zaliatku. Vytvorili sme
jednoduchsiu konvoluént neurénovu siet’, ktord na extrakciu priznakov vyuziva tri
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konvoluéné vrstvy s aktiva¢nou funkciou ReLu, Max Pooling a Dropout, Klasifikaciu
do 4 tried zabezpeCuje Softmax funkcia, priCom vyslednd priemerna presnost

klasifikacie na testovacich datach je 96 %.

Tab. 1. Porovnanie vysledkov klasifikacie radiovych galaxii

presnost’ navratnost’” F1 skére pocet
Vysledky nasej metédy — transferové ucenie
COMPT 1,00 1,00 1,00 11
BENT 0,98 0,98 0,98 125
FRI 0,99 0,97 0,96 11
FRII 0,96 0,97 0,96 110
Priemer 0,98 0,98 0,98 457
Vysledky nasej metddy — ucenie od zaciatku
COMPT 0,97 0,99 0,98 112
BENT 0,93 0,96 0,95 126
FRI 0,99 0,92 0,95 112
FRII 0,94 0,95 0,95 111
Priemer 0,96 0,96 0,96 461
Vysledky dosiahnuté v [10] — u€enie od zadiatku
COMPT 0,98 0,98 0,98 1000
BENT 0,96 0,98 0,97 1000
FRI 0,98 1,00 0,99 1000
FRII 0,96 0,93 0,95 1000
Priemer 0,97 0,97 0,97 4000
Vysledky dosiahnuté v [9] — transferové ucenie
FRI 0,95 0,85 0,90 80
FRII 0,83 0,94 0,88 117
Priemer 0,89 0,89 0,89 197
Vysledky dosiahnuté v [11] — uéenie od zaciatku
BENT 0,95 0,79 0,87 ”
FRI 0,91 0,91 0,91 53
FRII 0,75 0,91 0,83 57
Priemer 0,88 0,86 0,86 187

4 Zaver

Podarilo sa ndm klasifikovat’ radiové galaxie do 4 tried s 98% presnost’ou, ¢im sme
prekonali doteraz publikované vysledky. Tento model bol vytvoreny metddou
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transferového ucenia, kde sme modifikovali siet’ ResNet18. Pri vytvarani modelu od
zaCiatku, sme ziskali priemernu presnost 96 %. Tieto vysledky si porovnatelné
s doteraz publikovanymi pracami v tejto oblasti.

Pod’akovanie: Tato praca bola podporena VEGA grantom ¢&. 1/0493/16 a APVV
grantom APVV-16-0213.
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Abstrakt. V st¢asnosti s rozsirovanim vyuzitia vypoctovej techniky rastie aj
mnozstvo dat v digitalnej forme. S nastupom socialnych médii sa rozsiruje Skala
roznych typov dat. Ide o multimodalny obsah, ktory je tvoreny nie len textami,
ale aj obrazkami, videami alebo zvukovymi nahravkami. Tieto data obsahuju
mnozstvo uzitoénych informacii, ktoré mozu byt’ potencionalne uzitocné napr. v
procese rozhodovania spolocnosti. Existuje Siroka skala metod analyzy takychto
dat za ucelom extrakcie uzitocnych informacii. V tejto praci sme sa zamerali na
analyzu textovych a obrazkovych dat pomocou metdédy modelovania tém, ktora
bola implementovana pomocou neurénovych sieti.

Klucové slova: multimodalny obsah, neurénové siete, modelovanie tém

1 Uvod

V dnesnej dobe pocitacov, s narastajucim poctom socialnych médii, narasta pocet dat
v digitalnej podobe. Tieto data su reprezentované prispevkami tvorenymi prevazne
multimodalnym obsahom na tychto socialnych médiach (socialne siete, diskusné fora,
e-noviny a pod.). M6zu to byt’ napriklad texty, obrazky, videa ¢i zvukové nahravky.
Tieto data mézu obsahovat’ uzitocné informacie z pohl'adu firiem (napr. ako l'udia
reaguju na niektory z produktov) alebo aj z pohl'adu samotnych pouzivatel'ov (napr. ¢o
sa deje v mojom okoli). Problémom v8ak je mnozstvo tychto dat, napr. na socialnej sieti
Facebook sa denne vygeneruje okolo 100TB dat a na socialnej sieti Twitter okolo 175
milidonov prispevkov. Preto nastdva potreba automatického spracovania a analyza
takychto dat zo socialnych médii za ucelom extrakcie uzito¢nych informacii. Existuje
niekol'’ko metdd urcenych na rieSenie tejto ulohy, my sme sa rozhodli vyuzit’ metody
modelovania tém, ktorého cielom je vytvaranie skupin pribuznych slov (tém) zo
vstupnej kolekcie dat. Modelovanie tém nam ukézalo nové moznosti prehladavania,
vyhl'adévania a sumarizécie vstupnych dat. Doposial’ bolo vyvinutych niekol'’ko metod
uréenych pre extrakciu tém ako Latentna Dirichletova alokacia (LDA) [1], hierarchicky
Dirichletov proces (HDP) [2], gamma poissonov model (GAP) [3] alebo lognormalovy
gamma poissonov model (LNGAP) [4].
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Problémom tychto metdd je, Ze ich je mozné aplikovat’ len na data jedného typu tj. len
textové spravy alebo len obrazky a pod. Preto sme sa Vtejto praci zamerali na
navrhnutie metody zalozenej na hlbokom uceni schopnej spracovanie dat, ktoré mozu
obsahovat’ zmieSany obsah a to text v spojeni s obrazkami.

2 Navrhovana metoda

Ciel'om navrhovanej metody je extrakcia tém nad prispevkami, ktoré mézu pozostavat
7o zmieSaného obsahu textov a obrazkov. Cela tato metdda je zalozena na pristupoch
hlbokého ucenia [5] a jej architektiira je zobrazena na Obr.1.

Convolutional NN

Hidden_1
Input_img
Output_img
\
(v
|\
Input_text \ \
@ \
‘/ Encoder Decoder ‘

Obr. 1 Architekttra navrhovanej metody

Navrhovany model sa sklada z2 hlavnych casti — enkoder (Encoder) a dekoder
(Decoder), ktoré su zvyraznené aj odlisSnymi farbami. Enkoder je reprezentovany
oranzovymi prepojeniami a dekoder je zobrazeny zelenymi prepojeniami. Enkoder je
tvoreny dvomi roznymi vstupmi. Jeden je klasicky textovy vstup - Input_text (neurény
na tejto vrstve predstavuju jednotlivé slova a ak je ich hodnota 1 tak sa dané slovo
V texte nachadza ak 0 tak sa nenachadza) a druhy obrazkovy vstup je vystupom
(Output_img) konvoluénej neurénovej siete, ktorej tlohou je extrakcia uZzito¢nych
informacii zo vstupného obrazka. Neurény na vrstve Hidden_2 reprezentuju vytvorené
témy a na aktivaciu neurénov vyuziva sigmoidalnu aktivaénu funkciu. Posledna vrstva
(Output) je vystupom celého modelu a cielom je rekonstrukcia textového vstupu na
tejto vrstve (pocet neurénov na tejto vrstve je zhodny s poctom neurénov na vrstve
Input_text).

Ak chceme z uvedeného modelu extrahovat’ témy pre jednotlivé prispevky tak pre
jednotlivé vstupy sledujeme aktivaciu neurénov na vrstve Hidden 2, kde ¢im viac sa
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aktivacia neuronu blizi k hodnote 1 tym viac dany prispevok pojednava o tejto téme.
Naopak ak chceme extrahovat’ kIicové slova pre dané témy tak na vrstve Hidden 2
nastavime hodnotu neurénu pre danti tému na hodnotu 1 a hodnoty ostatnych neurénov
na hodnotu 0 anasledne sledujeme aktivacie neurénov (slov) na vystupnej vrstve.
Taktiez je mozné z tohto modelu extrahovat’ aj kI'icové slova pre vstupné obrazky
z prispevkov a to tak, ze hodnoty textového vstupu nastavime na hodnotu 0 a sledujeme
aktivacie vystupu len pre obrazok na vstupe.

Aby sme dosiahli distribuciu tém pre jednotlivé prispevky ako pri klasickych metodach
modelovania tém upravili sme chybu ucenia na skrytej vrstve Hidden 2 pridanim
penalizacie pre témy:

Jeopic () = 1 () + 2(1) @)

@) = a X KL(pllp) + BEELKL(slls) + v Xy KL(ollo}) @

kde J(t) predstavuje povodna chybovi funkciu (v nasom pripade ,binary cross-
entrophy*) a (2(t) pfedstavuje penalizaciu pre témy, KL predstavuje Kullback-Leibler
divergenciu [6]. a, 8, y predstavuju vahu jednotlivych Gasti funkcie na vysledna chybu,
p ¢ o su parametre pre penalizaciu tém (konstanty blizke nule, napr. 0,05. Pricom musi
platit’ ¢ < p), p; je priemerna aktivacia skrytych neurénov pre i-ty trénovaci priklad, qli
je median aktivacie skrytych neurénov pre i-ty trénovaci priklad, a’i je priemerna
aktivacia skrytych neurénov nad celou trénovacou mnozinou.

3 Experimenty

Navrhnuty model sme testovali z pohl'adu kvality extrahovanych klI'icovych slov pre
prispevky, ktoré obsahuji len obrazky bez textu, kde sme najskor model naucili na
mnozine 100 prispevkov, ktora obsahovala 50 prispevkov o futbale a 50 prispevkov
0 tenise. Nasledne sme skusali extrahovat’ klucové slova pre nové prispevky
s obrazkami. Vysledok pre jeden prispevok je zobrazeny na Obr.2.

['match’, 'world’, 'number’, 'open’, 'second’, 'playing’, ‘champion’, 'three’, 'australian’, 'seed’]

Obr. 2 Extrahované klI'ai¢ové slova pre obrazok o tenise
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Ako je mozné vidiet’ tak nauceny model bol schopny extrahovat’ zmysluplné kl'ucové
slova pre dany obrazok.

4 Zaver

V praci bol prezentovany model, zalozeny na hlbokom uceni, urceny na extrakciu tém
z multimodalneho obsahu. Ako bolo z experimentov mozné vidiet, tak tento model bol
schopny extrahovat’” zmysluplné klacové slova pre nové, doposial eSte nevidené
obrazky. Avsak v budicnosti je potrebné dany model otestovat’ najmé z pohladu
kvality extrakcie tém pre vstupné prispevky.

Pod’akovanie: Tento prispevok vznikol spodporou projektov APVV-17-0267,
APVV-16-0213 a VEGA ¢&. 1/0493/16.
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Abstract. In this paper we investigate the possibility of identifying users based
on the way of keyboard writing and mouse movement dynamics. This method
can enhance or replace the traditional login-and-password approach when
attempting to gain access to a system. In our experimental setup, we use the
standard mouse and keyboard to gather the user data. When performing the
experiments, we extract the appropriate behavioral features from the user actions.
The resulting user model should be able to identify users with higher accuracy
when performing a single web site login attempt.

Key words: user identification, keyboard and mouse dynamics, biometrics

1 Introduction and Related Work

Computers frequently process and store sensitive data such as payments, private emails
or social networks accounts. The theft of device or user account can have serious
consequences. Even the basic authentication mechanism (e.g. strong password) can be
enhanced by behavioral biometrics with the possibility of background authentication
without additional user experience degradation or privacy concerns that might be
perceived by more complex biometric authentication methods.

Biometric characteristics such as dynamics of keyboard writing, mouse movement
dynamics, activities performed in computer system are characteristic for each user.
We can use these features when modeling user for identification, recognition of
emotional status, detection of computer experiences [7].

Computer mouse is a valuable source of data, generating events such as mouse
movement, mouse-down (button press), mouse-up (button release) and wheel scrolling.
We collectively refer to events as raw data. Each event is associated with coordinates
of the cursor and the time of occurrence of the event. Afterwards the collected data is
preprocessed and the events are grouped and associated with corresponding actions
performed by the user. Various universal metrics can be calculated from the mouse
actions, such as curvature or velocity. Each metric is further processed to compute a
single value called feature. A vector of features computed from metrics is referred to as
instance and is added to a biometric profile of the user [2].

P. Butka, F. Babic, J. Paralic (eds.)
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Our research focus on the area of building profiles with computer system for
identification and increased accuracy of user profiles for different types of users.
Naturally, in a web-based environment, users work with the computer mouse much
more than with the keyboard [5]. User modeling heavily depends on information
provided by the user. The simplest way of building a user model is explicit user
modeling, when the user is asked to provide relevant information directly. However, a
big challenge of research is to minimize obtrusion and therefore implicit user modeling
is trending. This approach relies on feedback from the user in form of actions [5].

A number of studies have been devoted to user authentication using standard input
devices [9, 10].

Like all biometric authentication systems, mouse dynamics authentication (MDA)
systems involve an enrollment phase and a verification phase. There is still a reasonable
potential in increasing the accuracy, speed and cost of biometric authentication in web
environment that have become the primary focus of our research.

MDA systems can be classified according to their mode of verification [10].

1.  Static approach - collect and verify a user’s mouse data at specific times (e.g.
at login time). Features computed from the user’s movement between each pair of dots
comprise the enrollment signature. Authenticating involves the same series of dot-to-
dot movements, which are compared against the enrollment signature. Mouse
movements can be recorded through JavaScript embedded in the web page and sent to
a server for processing.

2. Continuous approach - collect and verify the user’s mouse data repeatedly
throughout the entire session. Mouse events are aggregated as higher-level actions such
as point-and-clicks or drag-and-drops, characterized by action type, distance, duration
and direction. Consecutive actions over some time frame are grouped into sessions.

Behavioral biometrics can provide user authentication directly while using the
computer or device. Each person uses their device differently, whether they interact
with a mobile device or a computer. Based on this theory and user's unique behavior,
we are able to determine whether it is an authorized person and to detect the
unauthorized access by an imposter or attacker [3]. Recent research [1] focused on the
application of deep learning on datasets of the keystroke dynamics by using
convolutional neural networks (CNN) and Gaussian data augmentation technique
managed to achieve 10% higher accuracy and 7.3% lower equal error rate (EER) than
existing methods. Results were achieved on three publicly available datasets collected
from 83 web users entering the same phrase at various sessions and several additional
users in controlled environment.

2 User Model for Identification

We propose a user model adapted for static behavioral biometric identification. The
proposed solution presented in this paper is a further development of previous research
introduced in [4].
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We can describe a user model as a reference representation of a user built in the
system or application. The process of model creation of user identification or further
authentication consists of logging the raw data from input devices, pre-processing of
data (e.g. normalization), relevant features extraction and the comparison of user model
with collected samples [5]. In our work we examine the setup of training and testing
modules in order to simplify the logging system implementation as an effective research
tool.

Our project utilizes a functional logger for events from a computer mouse and also
for events from a mobile device. This data is stored in a database on the server. It
provides data pre-processing and performs a simple classification.

3 Evaluation of Proposed User Model

In order to fully verify the updated user model, several experiments will need to be
conducted. In our conditions up to 30 participants can be considered as a sufficient
sample.

Once the samples are extracted from the data, we perform the classification (user
identification) for each type of event separately. Since the number of samples can vary
greatly across users, it can be temporarily reduced also up to 30 for each type.

This paper presents a detection method, which consists of tracking cursor movement
and scrolling, extracting features from data and activity type classification.

The experimental results for user identification are shown in Figure 1.

3.1 Datasets and logged data processing

Experimental dataset may contain selected mouse events for a particular session for
each user performing the defined tasks on a website.

Tab. 1. Mouse event dataset structure sample

time_in_millis X_hscr 'y vscr eventtype x _hwin y vwin element_bellow

1463658305989 928 756  mousemove 600 671 img
1463658306013 927 757  mousemove 600 672 img
1463658306134 927 757  mousemove 600 672 img
1463658306212 927 757  mousemove 600 672 img
1463658306212 927 672  click 600 672 img

Machine learning module is responsible for data preprocessing, feature extraction and
user authentication. It is written in Python 3 language, using the following libraries:
sklearn, pandas, numpy and bokeh. Machine learning module can also provide data
visualization functionality.

Once the most important features from the dataset are chosen, they can be used to
train the user model. Model for particular user contains the samples that belongs to him
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or her. The user model distances can be clustered into two groups: samples from a user
and samples from attackers.

Normally the samples from the user have on average shorter distance to model that
samples from attackers. In addition the attacker samples are more diverse. Correct limit
definition is fundamental, as low limit would cause higher False Rejection Rate (FRR)
and high limit could classify the attacker as legitimate user and thus resulting in higher
False Acceptance Rate (FAR).

17.5 - B user samples
attacker samples
15.0 4

high limit

12.5 1

mediumllimit

low limit

10.0 4

7.5 4

5.0 §

2.5 7

1
1
0.0 1

T T T T T T T L T T T T T T T T T T
00 02 04 06 08 10 1.2 14 16 1.8 20 2.2 24 2.6 2.8 3.0 32 34 36 38

Figure 1. Graph of sample distances from the user model (low limit — high FRR, users are
incorrectly classified; high limit — high FAR, attackers remain undetected)

3.2 Source code sample for mouse event data gathering

In order to gather user data from mouse actions on a particular web site a JavaScript
can be called in index.html body and defined payload can be sent to the logging server.

getMouseEventData (event) {
const rawData = {
eventType: enumEvents[event.type],
time: event.timeStamp,
payload: {
positionX: event.screenX,
positionY: event.screeny,
mouseButton: this.getButton (event),
by
bi

if (event.type === 'wheel') {
rawData.payload['scrollDeltaX'] = event.deltaX;
rawData.payload['scrollDeltaY'] = event.deltayY;
}

return rawData;
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getButton (event) {
if (event.type === 'mousedown' || event.type ===
'mouseup’') {
return enumButtonsClick[event.button];

}

Latest version of the complete script and documentation can be found on:
https://gitlab.com/tp-fastar/logger-web/blob/develop/src/mouse-logger.js.

4 Conclusions and Future Work

In this paper we introduced and partially elaborated a user model for biometric
identification based on standard input devices such as mouse and keyboard applicable
in general use web environments. In comparison with existing user identification or
authentication approaches the current state of our proposed approach to user
identification should be scaled to more users in order to confirm the experimental
results.

Future work will include improving the identification accuracy and speed by
selecting the most relevant and least redundant individual features rather than
considering entire groups of features or choosing their most commonly used subset.
Dynamic user identification should be also included.
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Abstrakt. Modely hlbokych neurénovych sieti su vo vieobecnosti povazované
za Cierne skrinky, ktorym chyba transparentnost’, ¢o brani ich prijatiu v mnohych
oblastiach. Byt si isty, Ze na§ model sa sprava tak ako by mal je pri takychto
modeloch vel'mi cenné. Preto sa metddy, ktoré poskytuju vysvetlenia rozhodnuti
modelov stavaju velmi popularne. V praci navrhujeme novi metédu na
vysvetlovanie individualnych rozhodnuti neurénovych sieti za pouzitia
atribuéného pristupu zalozenom na naru$eni, ktory vie pri praci zohladnit
interakcie v datach. Tato metddu overujeme pomocou novych pristupov, ktoré si
vedia lepSie poradit’ s tazkostou overovania atribuénych metdd. Navrh
aoverenic metody je realizovany nad textovymi datami s vektorovou
reprezentaciou.

Kluacové slova: neurénové siete, interpretovatel’nost, vysvetlenie rozhodnuti

1 Uvod

Hlboké neurénové siete si vo vSeobecnosti jednym z najpresnejSich modelov
strojového ucenia. Aj ked’ sa v tedrii javia ako modely pouzitel'né na kazdu ulohu, ich
pouzitiu v praxi bréni to, ze su vnimané ako Cierne skrinky, ktoré nemozno dobre
vysvetlit’.

Vysvetlitelnost modelov je déleZita [1]. Klast' doraz iba na to ako sa modelu dari na
danom probléme moze byt zavadzajuce. Ked'ze data ktoré pouzivame na trénovanie
a taktiez trénovaci proces su pripravené 'ud’'mi, 'ahko sa méze stat’, Ze problémy v nich
st prehliadnuté, alebo dokonca netimyselne do nich zavedené [1]. Takéto problémy
nasledne vedi k nespravnemu modelu, ktory ma tendenciu robit’” chyby, ktoré su
neakceptovatelné hlavne v doménach s vysokou cenou za chybu. Iba pomocou
vysvetl'ovania rozhodnuti je mozné modely kontrolovat’. Vysvetlenie rozhodnuti nam
pomaha lepsie pochopit’ model, doverovat’ mu, alebo ho upravit’ tak aby sa spraval tak
ako ma.

V nasej praci navrhujeme novu atribu¢ni metoédu na vysvetl'ovanie individualnych
rozhodnuti neurénovych sieti, ktord vie zobrat do tuvahy interakcie v datach.
Vysvetlenia st reprezentované vo forme dolezitosti jednotlivych vstupnych atributov
pre dané rozhodnutie. Vpraci sa zaoberame textovymi datami s
vektorovou reprezentaciou.

P. Butka, F. Babi¢, J. Parali¢ (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 49-53.
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2 Suvisiace prace

Problém vysvetlitelnosti neurénovych sieti sa riesi uz od 80. rokov, kedy typickym
pristupom bola extrakcia pravidiel [2, 3]. So zvySovanim poctu neurénov a skrytych
vrstiev a nastupom hlbokych architektir sa tento problém este zvyraznil a v sti¢asnosti
sa Standardne vyuzivaja pristupy pouZitia zdstupného modelu, alebo atribucné metddy.

Pri extrakcii pravidiel sa pomocou spravania natrénovanej neurénovej siete
vytvoria jednoduché pravidla, ktoré jej spravanie popisuju. Vyznamnym
reprezentantom tohto pristupu je DeepRED [4], ktory je uréeny na pouzitie nad
hlbokymi neurénovymi sietami, s ktorymi si iné pristupy extrakcia pravidiel nevedia
dobre poradit. Tento pristup rozklada neurénova siet’ na pravidla pre rozhodovaci
strom postupne po vrstvach. Vysledny model vel'mi blizko aproximuje spravanie siete.
Aj napriek pouzitiu roznych orezavani je vysledny strom velmi mohutny a teda nie
vel'mi interpretovatelny.

Pri pouziti zdstupného modelu sa natrénuje jednoduchs$i model, vdcSinou na
obmedzenej podmnozine pozorovani, ktory je I'ahSie interpretovatelny a vysvetlenie
pre tento jednoduchy model sa pouzije na vysvetlenie povodného modelu. Jednym
reprezentantom tohto pristupu je metéda nazvana Locally Interpretable Model-agnostic
Explanations (LIME) [5]. Pri tomto pristupe sa vysvetluju individudlne rozhodnutia
pre pozorovania tak, Ze sa preskiima okolie daného pozorovania a zZ neho sa vygeneruju
nové pozorovania. Tieto pozorovania sa ovahuji na zaklade vzdialenosti od pévodného
pozorovania a nasledne sa pouziji na natrénovanie jednoduchsiecho modelu, ktorym je
Castokrat linearny model, alebo rozhodovaci strom. Vysvetlenia pre tento model sa
nasledne vyuZziju na vysvetlenie pévodného rozhodnutia. Tento proces je potrebné
zopakovat pre kazdé pozorovanie zvlast o zapriCiiuje vyrazné spomalenie
vysvetl'ovania vicsieho poctu rozhodnuti.

Pri atribucnych metodach sa kazdému vstupnému atributu priradi skére, ktoré
vyjadruje jeho dolezitost’ pre dané rozhodnutie. Jednym reprezentantom takychto
metdd je Layer-wise Relevance Propagation (LRP) [6]. V tomto pristupe sa najprv na
vystupnej vrstve definuje skore. Toto skore je nasledne Sirenie naprie¢ sietou na
vstupnu vrstvu za pomoci posielania sprav, ktoré blizko koreSponduje s ovahovanymi
prepojeniami v sieti. Ked’Ze tento pristup vyuziva gradient chyby v sieti, radi sa medzi
gradientové metdody, ktoré st zavislé na architekture. Druhym typom st pristupy
zalozené na naruseni, ktoré rataju skore priamo, zavedenim narusenia do vstupu
a pozorovanim zmeny vo vystupe. Pouzitie tohto pristupu na obrazky za pomoci
posuvného okna predstavil Zintgraf a ini [7]. Hoci st pristupy zalozené na naruseni
nezavislé od architektury, pri velkom mnozstve atributov mdze vysvetlenie jedného
rozhodnutia trvat’ aj niekol’ko hodin a nevedia sa dobre vysporiadat’ s interakciami
v datach.

3 NaruSenie vstupu so zohPadnenim interakcii
V nasej praci navrhujeme novu atribu¢ni metdédu zalozend na naruSeni vstupu, ktord

dokdze zobrat do tvahy interakcie v datach a tak vytvarat' presnejSie vysvetlenia.
Kazdému vstupnému atributu priradime skore, ktoré vyjadruje dolezitost tohto atributu
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pre dané konkrétne rozhodnutie. Vysvetlenie jedného rozhodnutia prebicha tak, ze toto
skore sa uréi pre kazdy vstupny atribut daného pozorovania a tym sa urci, ktoré atributy
boli najdodlezitejSie pre dané rozhodnutie. Tymto pristupom vieme identifikovat’ tie
atributy, ktoré podporuju, alebo potlacaji rozhodnutie. Predpokladame, Ze vstupné
textové data st vo vektorovej reprezentacii. To nam zarucuje zachovanie informacie
oporadi slov atym aj jednotlivé interakcie, priCom ich vieme jednoducho
identifikovat.

Vysvetlenie jedného rozhodnutia prebieha v nasledujtcich 4 krokoch. V prvom
kroku vytvorime referencény vystup s ktorym sa budeme porovnavat. Ten vytvorime
tak, ze predikujeme vystup pre dané pozorovanie pomocou natrénovanej neuronovej
siete a zoberieme pravdepodobnost’ najpravdepodobnejsej triedy ako nasu referenciu.

V d’al$om kroku urc¢ime pre kazdé vstupné slovo ich interakcie. Tie je mozné ur¢it’
3 roznymi pristupmi. Prvd mozZnost je jednoducho zobrat pevny pocet
predchadzajicich a nasledujucich slov. Tym dostavame mnoZzinu interagujucich slov
vzdy srovnakou velkostou, avSak pre niektoré slova moéze byt ich dolezitost
precenena. Druhou moznostou je vyratat’ podobnost’ (napriklad kosinovil) medzi prave
vySetrovanym slovom a vSetkymi ostatnymi slovami a vsetky s podobnost'ou vyssou
ako urcity prah zobrat’ ako korelované. Tento pristup produkuje presnejsie vysledky za
cenu rychlosti a rozdielnej velkosti mnozin slov, s ktorou sa treba neskdr vysporiadat’.
Poslednou moznost'ou je zobrat' kombinaciu predchadzajtcich dvoch pristupov.

Po identifikovani interakcii sa do pozorovania zavedie naruSenie, konkrétne sa
narusi vySetrované slovo spolu so slovami s ktorymi interaguje. NaruSenie ktoré
vyuZzivame je iplne odstranenie danych slov zo vstupu tym, Ze sa namiesto nich pouZije
$pecialny nulovy vektor, ktory reprezentuje absenciu signalu.

Ked’ uz mame takto naruseny vstup, mézeme ho pouzit’ na urcenie findlneho skore.
Pre takto naruSeny vstup sa urci vystup siete, zoberie sa pravdepodobnost’ triedy urcene;j
v prvom kroku a porovna sa s naSou referenciou. Hodnotu finalneho skore pre atribut
urCujeme za pomoci nasledujiceho principu: ak nastal vyrazny pokles
pravdepodobnosti po zavedeni narusenia, mozeme povedat’ Ze dané slovo bolo ddlezité
pre podporu rozhodnutia. Na druht stranu ak sa pravdepodobnost’ zvysila tak ide
0 dolezité slovo, ktoré vSak rozhodnutie potlaca. Ak nedoslo k ziadnej zmene, alebo iba
k minimalnej, i8lo o slovo bez vyznamu pre dané rozhodnutie. Na vypocet preto
pouzivame jednoduchy rozdiel. Tento rozdiel je normalizovany po¢tom odstranenych
slov a pripo¢itany k dolezitosti kazdého odstraneného atributu. Po prejdeni vietkych
atributov sa este jednotlivé dolezitosti normalizuji poctom tychto pripocitani.

4 Experiment: porovnanie s inymi atribu¢nymi metodami

Najlepsim sposobom ako overit’ nasu atribuénti metédu je porovnat jej vysledky
s vysledkami inych atribuénych metod. Na uskutocnenie tohto porovnania vSak
potrebujeme nejaky spdsob ako povedat, ktory vysledok je lepsi, nejaky zlaty Standard
voci ktorému sa porovnat’. Ten vSak neexistuje. Prvou ¢ast'ou tohto experimentu je teda
vytvorit’ takyto zlaty Standard s vyuzitim spétnej vézby od l'udi.

Na vytvorenie tohto zlatého Standardu, a aj nasledné porovnanie medzi atribu¢nymi
metédami, sme vyuzili problém analyzy sentimentu nad textovymi hodnoteniami
filmov z IMDB. Tento problém sme si vybrali preto, lebo je vel'mi intuitivny pre udi
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ajeho vysledkom je mnozina doélezitych slov podporujucich a potlacajucich
rozhodnutie. Vytvorenie zlatého Standardu teda prebicha tak, ze sa kazdému
pouzivatel'ovi zobrazi niekol’ko hodnoteni, ktoré sa medzi roznymi l'ud’'mi aj opakuji,
a su poziadani aby vyznadili slova, ktoré pre nich vyjadruju pozitivny a negativny
sentiment, priCom pocet moznych vyznacenych slov neobmedzujeme. Takto
dostavame mnozinu délezitych slov od l'udi, voci ktorej je mozné sa porovnat’.

Druhou c¢astou experimentu je uz priamo porovnanie s atribuénymi metédami,
konkrétne s metédami LIME [3] a LRP [4] opisanymi v kapitole 2. Kazda z tychto
metdéd dokaze ako vysledok vratit usporiadany zoznam slov, extrahovanych
z vysvetlovanej neurénovej siete pre jedno konkrétne pozorovanie, spolu
s dolezitost'ou tychto slov. Aby sme overili spravanie v rdznych nastaveniach, dolezité
slova z metod urCujeme na zaklade variabilného percentilu dolezitosti, pricom
nadobuda hodnotu medzi 1 a 25. Ak teda mame percentil s hodnotou 5, z jednotlivych
metod pouzivame prvych 5% najdolezitejSich slov s pozitivanym a negativnym
sentimentom zvlast. Na urcenie interakcii v nasej metdode pouzivame kombinaciu
kosinovej podobnosti s hranicou podobnosti 70% a pevného poctu 2 predchadzajtcich
a nasledujtcich slov.

Urcené slova z jednotlivych metéd porovnavame so zlatym Standardom pomocou
percentudlneho prekryvu, pricom porovnavame zvlast slova s pozitivnym
a negativnym sentimentom. Vysledky nasledne porovnavame naprie¢ metodami.

Vysledky tohto porovnania mozno vidiet na obrazku 1. Vidime, Ze pri pouziti
vécsieho mnozstva dolezitych slov dosahuje nasa metoda lepsie vysledky ako zvy$né
dve, o znadi, ze dokaze lepsie identifikovat' vdc¢§ie mnozZstvo slov ddlezitych pre
rozhodnutie, ktoré by inak boli skryté kvoli interakciam. Avsak pri malom pocte slov
dava horsie vysledky ¢o znaci, ze nedokaze dobre identifikovat maly pocet tych
najdolezitejSich slov kvoli sposobu ako funguje.

Wywvao] prekrywu napriec réznymi hodnotami percentilov
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Obr. 1. Vysledky porovnanie nasej metddy a metod LIME a LRP. Na uréenie interakcii
pouZivame kombinaciu kosinovej podobnosti s hranicou 70% a 2 prechadzajuce a nasledujuce
slova.
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5 Zaver

V naSej praci sme navrhli novi atribuénti metédu zalozenu na naruseni vstupu, ktora
berie do uvahy interakcie v datach, ¢im dokaze zlepsit’ uspe$nost. Tato metddu je
mozné pouzit na vysvetlovanie individudlnych rozhodnuti neurénovych sieti.

Metodu sme overovali pomocou porovnania sinymi atribuénymi metodami
S vyuzitim spétnej vdzby od I'udi na vytvorenie zlatého Standardu. Vysledky indikuju,
ze nasa metoda dokaze lepsie identifikovat’ dolezité slova skryté kvoli interakciam
v datach, avSak nedokaze dobre identifikovat’ maly pocet tych najdolezitejSich slov.
Tento problém sa da wvyriesit sofistikovanejsim urCovanim interakcii, alebo
kombinaciou nasej metédy s metddou v ktorej nie st zahrnuté interakcie, co bude
vykonané v d’alSej praci.

Pod’akovanie: Tato publikacia vznikla vd’aka ¢iastocnej podpore projektov APVV-17-
0267, APVV-15-0508 a VG 1/0725/19.
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Abstrakt. Tato praca sa zaobera odporacanim zalozenym na ¢asovych aspektoch
v doméne socialnych sieti zalozenych na bodoch zaujmu. Takymito sietami st
napriklad Yelp alebo Foursquare. Navrhujeme metodu, ktora odporuca body
zaujmu na zaklade sezonnosti. AvSak, na rozdiel od existujicich metdd,
modelujeme tieto temporalne aspekty Specidlne pre jednotlivé geografické
oblasti, nie globalne. Vysledky ukazuju, Ze zohl'adnenie lokalnej sezoénnosti je
ucinnejsie ako jej globalna alternativa.
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1 Uvod

Odporucacie systémy st ddlezitou sucastou webovych sluzieb a ich popularita je na
vzostupe. Zohl'adnenie kontextu sa ukazalo ako prospesné pre zvySenie Uispesnosti vo
viacerych scenaroch. V pripade temporalneho kontextu, odporticanie méze zohladnit’
cyklické vzory spravania l'udi. Ako priklad cyklickych vzorov si mézeme predstavit
sezonnost’ v pripade nédkupu obleCenia — $portovo orientovany ¢lovek si nakupi v
obchode $portové oblecCenie pocas celého roka, ale iné prvky uprednostni cez leto (napr.
kratke turistické nohavice) a in€ pocas zimy (napr. lyziarsku bundu). Pritom tieto vzory
st Casto podobné naprie¢ spolo¢nost’ou — viac§ina populacie rano uprednostni navstevu
kaviarne a naopak bar vo vecernych hodinach.

My sa zameriavame prave na doménu na lokalite zaloZzenych socialnych sieti (angl.
Location Based Social Networks - LBSN), ktoré umozituji pouZivatelom vyhl'adat’ a
ohodnotit’ body zaujmu (angl. Points of Interests - POI). Na uspesnost’ tychto sieti ma
odportcanie velky vplyv. Odporacaji pouzivatelom, ktory obchod, restauraciu atd’.
navstivit. Je to zaroven doména, kde geograficky a temporalny kontext zohrava
signifikantn®i ulohu. Sustredime sa primarne na temporalny kontext v odporucani.
Viaceré prace v minulosti sa tempordlnym kontextom v tejto doméne zaoberali, ale
zvycajne len na globalnej Grovni. Takéto prace teda nezohl'adnuju lokalnu $pecifickost’
(teda Specifickli sezénnost’ pre konkrétne oblasti). Prave tento otvoreny problém sa
snazime rie$it, primarne pritom skiimajiuc rozdielne ¢asové vplyvy v oblastiach s
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velkymi vykyvmi pocasia na zaklade rocnych obdobi a oblasti, kde su tieto vykyvy
miernejSie. Vyuzivame pritom pred-filtrovanie a modelovanie s maticovou
faktorizaciou, ktora zohl'adiiuje temporalne aspekty v odportac¢ani POI. Pre spresnenie
vysledkov sa vykonava aj geografické po-filtrovanie.

Nas hlavny prinos pozostava z vyskumu vplyvov temporalnych aspektov lokality,
priCom sme zistili, Ze pri vyuZziti sezonnosti je skutocne vhodnejSie zohladnovat
lokalne trendy, najma ked’ sa jedna o oblasti, kde je premenlivost’ pocasia po¢as roka
vyrazna.

2 Kontextualne odporicanie

V ramci klasickych odporacacich technik nie je zvykom brat’ kontext v ivahu. Avsak,
v mnohych pripadoch je zahrnutie relevantné — napr. pouzivatelia pozeraji iné filmy
pocas Vianoc nez pocas zvySku roka [1]. NajcastejSie zohl'adnené aspekty kontextu
byvaji Cas, geografické prvky a pritomnost’ inych oséb. V takomto pripade je
odporucanie obohatené o d’alsi vstup (Rovnica 1, U pouzivatelia, I polozky, C kontext).

R: U x I xC — Hodnotenie poloZiek 1)
Zahrnutie kontextu méze byt vykonané ako [2, 3]:

— Pred-filtrovanie — data st rozdelené na zaklade kontextu na segmenty (napr. polozka
na viacero instancii), nad ktorymi sa nasledne odporuca takmer samostatne.

— Po-filtrovanie — vykona sa odportcanie bez kontextu, vysledky sa preusporiadaji na
zaklade kontextu.

— Modelovanie — kontext vstupuje do samostatného procesu odporucania.

Temporalne aspekty pouzivatelov a poloziek moézu byt zalozené na aktudlnosti
(nedavne transakcie maji vacsiu vahu ako starSie) alebo cyklickosti (napr. sezonnost’,
cykly pocas dna) [3, 5].

2.1  Odporucanie POI na zaklade ¢asovych aspektov

Castou doménou, v ktorej sa kontextualne odportiéanie uplatiiuje, si na lokalite
zalozené socialne siete (LBSN) [4], akymi s Foursquare ¢i Yelp. Zakladnym prvkom
tychto socialnych sieti je bod zaujmu (POI). Transakciami v tychto systémoch su tzv.
prihlasenia [7] alebo recenzie pouzivatel'ov [6] na POIL. Rozdiel je v charaktere recenzii
ako zvyCajne jednorazovych aktivit, zatial ¢o pouzivatel ma spravidla viacero
prihlaseni aj na tom istom POI.

Kontext sa v LBSN vyuziva na odporacanie POI v dosahu pouzivatela
(geograficky aspekt) a v momente, kedy sa dany POI zhoduje so zaujmy pouzivatela
(Casovy aspekt) [7]. Z pristupov je najcastejSie vyuzivané kolaborativne filtrovanie,
ked’ze zaujmy pouzivatelov sa zvyknu opakovat’ v spolocnosti — napriklad véacsina
zvykne navstivit' kino vo vecernych hodindch. Ked'Ze zapojenie kontextu v datach sa
Casto prejavi na naslednej riedkosti dat [7], metody odhal'ujuce latentné Crty sa stali
popularnymi. Jednou z najpopularnejsich je maticova faktorizacia [8].
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3 Navrh metédy

Navrhli sme metodu, ktora sa zaobera sezonnostou kategorii POI na zaklade ich
geografickej lokality (Obrazok 1). Na rozdiel od pribuznych metod, odporu¢ame prva
navstevu zatial' nenavstiveného POI (nepouzivame prihlasenia, ale recenzie). Ako
zékladny cyklus sezénnosti sme si vybrali rok, pricom samotnymi ,,sezonami® su
jednotlivé mesiace. Metdoda kombinuje temporalne pred-filtrovanie, modelovanie
¢asovych aspektov a geografické po-filtrovanie.
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Obr. 1. Pocet recenzii v meste so slabymi (Las Vegas) / silnymi (Toronto) zimami rozdelenymi
podl'a mesiacov

Zakladna odporucacia metoda je zalozena na kombinacii kolaborativneho filtrovania
(matica pouzivatelia x polozky) a maticovej faktorizacii. Zadané hodnotenia (vramci
recenzii) su normalizované pre kazdého pouzivatela ako neutralne (0 — nenavstivené
polozky pouzivatel'om), negativne (-1 - najnizsi kvantil hodnoteni daného pouzivatel'a)
a pozitivne (zvy$ok).

Prvym krokom je pre-filtrovanie, kedy sa transakcie kazdého POI rozdelia podl'a
mesiacov a vytvori sa tak novych 12 instancii POI (jedna pre kazdy mesiac, kazda
inStancia s transakciami z daného mesiaca).

Nasledne je vykonané modelovanie (vd’aka odportiéaniu zalozenom na obsahu
a kolaborativnom filtrovani) s maticovou faktorizaciou. Vektory ¢ft pre polozky sliizia
na zachytenie kontextudlnych informacii. Ako crty slizia informacie o aktudlnom
mesiaci (cyklicka hodnota alebo ¢islo), oblasti (zakodovany s§tat vyuzitim techniky one-
hot encoded), kategéria (zakodovana technikou one-hot encoded alebo ako skoére
kategérie v danom mesiaci).

Pritom skore kategorie sa rata ako pomer jej priemerného po¢tu transakcii v danom
mesiaci ku priemernému poctu jej transakcii pocas roka. Ak POI podlieha viacerym
kategoriam, skore vznika ako vazeny priemer vietkych kategérii. Cim viac podnikov
podlieha tejto kategorii, tym je vplyv jej skore mensi. Tento pristup bol zvoleny, aby sa
oslabil vplyv generickych kategérii (napr. jedlo) a dal doraz na Specifickejsie kategorie
POI (napr. indicka kuchyna).

Na zaver sa uprednostnia odporucania, ktorti st v blizkosti uz navstivenych
poloZiek pouzivatelom (geograficky po-filter).
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4 Vyhodnotenie experimentu

Na extrahovanie pouzitych datovych sad sme vyuzili datova sadu Yelp. Na trénovanie
sme pouzili dve datové sady — jednu so silnym vyskytom sezénnosti, druhu s jej
minimalnymi prejavmi. Overenie prebiehalo na obdobne vybranych dvoch datovych
sadach a ich kombinacii. Kazda z datovych sad obsahovala priblizne 3 200 POI, 39 000
recenzii a 3 000 pouzivatel'ov.

Ako najuzitocnejsie Crty sa prejavili mesiac ako cyklicka hodnota, zakddovany Stat
(len v pripade lokalnej sezonnosti) a skore kategérie. Skore sme vytvarali pre lokalny
a globalny pristup zvlast. Lokalne skore na zéklade hodnoteni kategorii POI v danej
oblasti v danej Casti roka) a globalne ako spolo¢ne pre vSetky oblasti.

Najlepsie vysledky dosahovalo modelovanie v kombinacii s pred-filtrovanim.
Vysledky v Tabulke 1 ukazuji, Ze sezonnost’ Specificka pre dant lokalitu dosiahla
vyrazne lepsie vysledky ako globalna. Najma pre mesta, kde sa pocasie v priebehu roka
sa vyrazne lisi. Pre kombinaciu vSetkych miest, aj tych bez vyrazne cyklickosti pocas
roka, ma lokalna sezénnost’ tiez lepSie vysledky, ale zaostiva za zakladnym
odportcanim bez sezéonnych vplyvov. Toto je spdsobené mestami, ktoré nepodliehaju
cyklickosti pocasia pocas roka, teda maji stabilnejsiu klimu. Sezénnost’ nad tymito
datami davala extrémne nizke hodnoty.

Tab. 1. Porovnanie odporuéania bez temporalnych aspektov, so zohl'adnenim globalnej
sezonnosti a so zohl'adnenim lokalnej sezonnosti (zvyraznené hodnoty kurzivou st lepsie ako
odporucanie bez temporalnych vplyvov, hodnoty zvyraznené hrubkou st najlepsie vysledky zo
vsetkych troch moznosti)

Zakladna MF Lokalne temporalne érty  Globalne temporalne ¢rty
k  Presnost’ Pokrytie  Presnost’ Pokrytie Presnost’ Pokrytie
Datova sada miest s réznou intenzitou vykyvov pocasia v priebehu roka

1 1,01 0,52 1,11 0,83 1,32 11
3 15 1,41 1,22 1,22 1,15 1,15
5 2,11 2,07 1,22 1,22 1,15 1,15
10 2,36 2,36 1,31 1,31 1,15 1,15
Datova sada miest s vyraznymi vykyvmi pocasie v priebehu roka
1 1,78 0,41 3,29 2,41 2,42 1,77
3 112 0,84 2,82 2,82 2,41 2,41
5 13 1,23 2,82 2,82 2,5 2,5
10 1,79 1,78 2,82 2,82 2,68 2,68

Zistili sme, Ze sezonnost funguje lepSie pre pouzivatelov s vys§im poctom
predchadzajtcich transakcii, zatial’ ¢o vykon pre zacinajucich pouzivatel'ov je podobny
odporucaniu zalozenému na popularite.

Z tychto vysledkov mozeme vyvodit’ zaver, ze sezdénnost’ Specificka pre danti
lokalitu méze skuto¢ne dosahovat’ lepSiu vykonnost’ ako globalna sezénnost. Toto
zistenie sa vSak nemusi pozitivne odrazit’ vo vsetkych pripadoch. Ako sa da ocakéavat’,
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doslo k vyznamnému zlepSeniu pre lokality a kategérie s vyraznymi sezénnymi
vykyvmi pocasia. Preto odporu¢ame sezénnost’ Specificku pre danu lokalitu pouzivat
vyluéne pre pripad lokalit a kategérii so znaénym sezénnym charakterom a naopak
ignorovat’ ju pri zvysku.

Nase vysledky sme porovnali s pracou Zhang et al. [9], ktorych metdda
nazvana GeoSoCa vyuziva geograficky kontext, spoloCenské korelacie medzi
pouzivate'mi a vplyv kategoérii. Ich dataset obsahoval udaje z datasetu Yelp, z mesta
Pheonix, Arizona, USA. Dosiahli presnost@k 1% a pokrytie@k 1,5% (k = 10), ktoré
su vyrazne nizsie ako nase vysledky 3,29 %, resp. 2,41.

5 Zaver

Zatial ¢o casovy kontext je Siroko analyzovany v oblasti odportcania POI,
neidentifikovali sme Ziadnu pracu, ktora by sa pokusila explicitne modelovat’ casové
aspekty Specifické pre dant lokalitu. Preto sme navrhli a experimentalne overili systém
odporucania, ktory explicitne modeluje sezonnost’ pre danu lokalitu a porovnavat’ ich s
ich globalnymi verziami. MéZeme potvrdit’ pozitivny vplyv tohto pristupu, najma pri
oblastiach s vykyvmi pocasia pocas roka tento pristup umoziiuje vyuZzit’ plny potencial
sezonnosti Specifickej pre dant lokalitu.

Zistenia poskytuju prilezitosti pre budici vyskum. Bolo by zaujimavé
experimentovat’ s roznymi jednotkami lokality (regionmi, krajinami) a sezénnosti
(mesiac, tyzden, den). Napomocnou metdédou by mohlo byt’ zhlukovanie lokalit podl'a
sezonnosti.

Navyse, ked’ze navrhovana metoda nie je v zavislosti od konkrétnej domény, moze
byt’ pouzita aj v inom prostredi nez LBSN.

Pod’akovanie: Tento prispevok vznikol vd’aka ¢iastoénej podpore v ramci projektov ¢.
APVV-15-0508, VG 1/0725/19 a KEGA 028STU-4/2017.
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Abstract. Nowadays, data analytics plays a crucial role in the sports industry
today. It can be used for different purposes like a draft selection, game-day
decision making, or player evaluation. In our work, we aim to understand the data
about the National Hockey League and to generate the best possible model for
salaries prediction. The whole analytical process we managed by the most widely
used methodology, called CRISP-DM. In the data preparation phase, we dealt
with a feature selection to find the most influencing attributes from the initial
dataset. Next, we used the stepwise regression to find the best combination of
these attributes. Finally, we generated the expected models within Polynomial
regression. In the case of goalies, the best model’s precision exceeds 95%.

On the other hand, the models for forwards and defenseman’s together have the
precision just over 50%. In this case, we derived new data samples based on the
contract type (RFA, UFA, Rookie). This operation helped us to achieve higher
precision, such as 92.46% for defenseman Rookie or 82.92% for forward UFA.
The final set of models can be used as a simple decision support system for
players, managers, agents, team owners, or general managers.

Keywords: hockey statistics, regression, feature selection

1 Introduction

Data analytics is revolutionizing the world of sports. The teams use suitable analytical
methods and approaches for different purposes from an analysis of sensor
measurements placed on players during training, to predicting their opponents’ strategy,
or even their own best strategy. Data analytics has been applied to other major sports
with some successes, but minimal research activities were performed within ice hockey
statistics. Some authors argue that it is complicated to divide the hockey match into a
sequence of separate plays.

The website of the National Hockey League (NHL) keeps detailed player
statistics dating back to 1997, and appends these basic statistical categories with penalty
minutes, power-play goals, shorthanded goals, game-winning goals, game-tying goals,
overtime goals, shots, shooting percentage, time on ice, shifts per game, and face-off
win percentage.
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One group of people involved in the management of the ice hockey team that
can benefit from the stats analytics are the team executives. For example, they can
propose a trade for a player which is undervalued in the other team. Also, they can use
the models for salaries prediction to plan the team’s budget per year and in the short-
term future.

The paper is organized as follows: a short introduction with brief state-of-the-
art and used methodology. Next, the whole analytical process is described step by step
with the conclusion.

1.1  Related work

We briefly describe selected works of application of selected analytical methods in
various sports. Wang and Wang [1] used the Apriori algorithm to determine association
rules between different types of technical movements in soccer. Chai [2] applied data
mining techniques to the serial data to decide what chains of possession between
players often happened, incorporating both teams with specific players into each
pattern. Nunes and Sousa [3] applied different data mining and data visualization
techniques to available data relating to the European championship soccer matches over
the history of the tournaments. Hipp and Mazlack [4] investigated the situation of
mining ice hockey data based on existing work and appropriate methods. McDonald
[5] generated models to predict goal using variables like faceoffs, hits, and other
statistics as predictor variables in addition to goals, shots, missed shots, and blocked
shots. Buttrey et al. [6] proposed a model to estimate the rates at which NHL teams
score and yield goals. In low-scoring sports such as ice hockey, the first goal is critically
essential to the game outcome. Jones [7] investigated the home advantage for the
scoring of a first goal and its effect for both teams. Chuckers [8] used historical data
available when players were eligible to be selected in the National Hockey League
(NHL) Player Entry Draft to build a statistical prediction model for their performance
in the NHL. Weisshock et al. [9] combined traditional statistics, such as goals for and
against, and performance metrics such as possession and luck, to build a classification
model.

1.2 CRISP-DM

The Cross-Industry Standard Process for Data Mining methodology includes
descriptions of the typical phases of a project, the tasks involved with each step, and an
explanation of the relationships between these tasks [10], [11]. The life cycle model
consists of six phases, with arrows indicating the most important and frequent
dependencies between steps.

The first phase deals with a specification of business goal and its transformation to
the data mining context. The second phase focus on detailed data understanding through
various graphical and statistical methods. Data preparation is usually the most complex
and most time-consuming phase, including data aggregation, cleaning, reduction, or
transformation. In modeling, different machine learning algorithms are applied to the
preprocessed datasets. Traditionally, this dataset is divided into training and testing
sample, or analysts use 10-cross validation. The obtained results are evaluated by
traditional metrics like accuracy, ROC, precision, or recall. Also, the analysts verify the
accomplish of the specified business goals. The last phase is devoted to the deployment
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of the best results into practice and identification of the best or worst practices for the
next analytical processes.

2 Analytical Process

The whole analytical process was performed through the two most popular
programming languages in the domain of data analytics: R and Python.

2.1 Business Understanding

From a business perspective, it is essential to understand the data about each player as
best as possible and to predict their future salary as accurately as possible. The
analytical point of view covers an application of suitable feature selection and
regression methods to generate the prediction model.

2.2 Data Understanding and Preparation

The input data sample contains 6 908 records of which 6 266 were player records,
and the remaining 642 were goalies. We analyzed seven seasons from 2011. This
decision meant that we had a different number of variables per season. Most of the
attributes were numeric.

We divided the goalie's stats into ten and player's stats into twelve categories by the
same characteristics. In the beginning, the number of attributes was high (79 for goalies,
216 for the players) and therefore, depending on the correlation between them, we
started their reduction. For example, the pairs of attributes like iFOW — Fow.Up, G.Tip
— G.Wrap, iPent — iPENT or Misc — G.Misc represents a situation that one of them is
calculated from the value of the second. We also used the Bayesian information
criterion (BIC) to remove less-important categories and keep only relevant data [12].

Other preprocessing operations represented synchronization the attributes names
and measuring units; deletion of all players and goalies that have played nine or fewer
matches, creation of new twelve attributes based on existing data, such as goals per
game played, assists per game played, shorthanded goals, etc.

Next, we calculated the importance of numerical attributes relative to the target
attribute (CapHit) in both data samples (players, goalies) by the univariate attribute
selection [13]:

e Top 5 goalies attributes: Wt (weight), HT (height), PPSA (power play shots

against), GAA (goals-against average), SHSA (shorthanded shot against).

e Top 5 players attributes: WR (weight), HT (height), TOI / G (time on ice per

game), Shift / G (shifts per game), TOI (time on ice).

Also, we applied the Sequential Forward Selection [14] to identify the most
important attributes. Sequential Feature Selector algorithms belong to a family of
greedy search algorithms adding or removing one attribute at the time based on the
classifier performance until a variables subset of the desired size is reached:
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e Top 16 goalies attributes: GS, OT, GR, MIN, SO, StMIN, StSV%, StGAA, QS,
ReMIN, SHSV%, PPSV%, SOW, SOL, SSA and, SGA (the prediction accuracy
only 54%, but the best from the all related experiments).

e Top 8 players attributes: HT, Wt, TOI/G, A/G, PIM/G, Shifts/G, Diff/G and
BI/G (the prediction accuracy 67%).

The results of the second algorithm better covered the target task.

Finally, we divided the data into nine tables by type of contract and by the player's
position. Goalies data was split into three small subfiles by contract type to RFA
(restricted free agents), UFA (unrestricted free agents) and rookie categories with salary
less than 1 million. Player attributes were initially divided by position, namely to the
defenders and the forwards. Then again by contract type to UFA, RFA and rookie with
salary less than 1 million. Overall, we have 9 data files. The goalie's samples contained
47 columns and 62-261 rows, the players' data 59 attributes and 308-1423 rows
(players).

2.3 Modeling and Evaluation

We used the preprocessed data as an input to generate the models within the polynomial
regression methods (Table 1).

Table 1. Precision and RMSE (Root Mean Square Error) for all tables at polynomial
regression (precision is 100*score, R-RFA, U-UFA, N-Rookie)

Table Precision RMSE Table Precision RMSE
GoaliesN 84.80 0.04689  ForwardN 41.50 0.13733
GoaliesU 79.73 0.89543  ForwardU 82.92 0.84808
GoaliesR 84.78 0.49851  ForwardR 71.46 0.82824
DefensemanN 54.30 0.12428  Goalies 95.47 0.45397
DefensemanU 53.99 1.11923  Forward 54.34 1.36579
DefensemanR 92.46 0.43649

As we can see from the table, all three goalie subcategories were less accurate than
the whole set. The situation was the opposite for the players; the subgroups had higher
precision than the entire sample. Figure 1 visualises the result for defenseman
(unrestricted free agents)

2.4  Deployment

The final stage of the whole analytical process represents a deployment of the best
models or extracted knowledge into practice. In our case, we were able only to simulate
this procedure, i.e., to design and implement a decision support systems offering
selected experimental steps in a simple, understandable form.
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Fig. 1. Visualization of DefensemanU (UFA) with precision of 53,995%

3 Conclusion

The use of appropriate data analytic methods in sports statistics has enormous potential.
It is essential to respect the unique characteristics of each sport before we decide which
task we want to solve. In our case, we started with a more in-depth investigation of the
state-of-the-art. Our motivation was to prevent potentially unsuccessful procedures and
got inspiration on how to understand the data about NHL players.

The final model is not perfect. It is essential to continue in this direction, to improve
the data sample quality, to try different methods or their combinations.

Acknowledgements. The work was partially supported by the Slovak Grant Agency of
the Ministry of Education and Academy of Science of the Slovak Republic under grant
no. 1/0493/16 and The Slovak Research and Development Agency under grant no.
APVV-16-0213.

References

1. Wang, B., Wang, L.: Research of Association Rules in Analyzing Technique of Football
Match. Second International Conference on Power Electronics and Intelligent
Transportation Systems, 178-180 (2009).

2. Chai, B.: Time Series Data Mining Implemented on Football Match. Applied Mechanics and
Materials, vol. 26-28, 98-103 (2010).

64



10.

11.

12.

13.

14.

Aplikacny prispevok

Nunes, S., Sousa, M.: Applying Data Mining Techniques to Football Data from European
Championships. Conferéncia de Metodologias de Investigagdo Cientifica (CoMIC'06), 4-16
(2006).

Hipp, A., Mazlack, L.: Mining ice hockey: Continuous data flow analysis. In: IMMM 2011,
The First International Conference on Advances in Information Mining and Management,
31-36 (2011).

MacDonald, B.: An expected goals model for evaluating NHL teams and players. In:
Proceedings of the 2012 MIT Sloan Sports Analytics Conference (2012).

Buttrey, S.E., Washburn, A.R., Price, W.L.: Estimating NHL scoring rates. Journal
Quantitative Analysis in Sports 7 (2011).

Jones, M.B.: Responses to scoring or conceding the first goal in the NHL. Journal of
Quantitative Analysis in Sports 7(3), 15 (2011).

Schuckers, M., Statistical Sports Consulting, L. L. C.: Draft by Numbers: Using Data and
Analytics to Improve National Hockey League (NHL) Player Selection. MIT Sloan Sports
Analytics Conference (2016).

Weissbock, J., Viktor, H., Inkpen, D.: Use of Performance Metrics to Forecast Success in
the National Hockey League. Proceedings of the 2nd Workshop on Machine Learning and
Data Mining for Sports Analytics co-located with 2013 European Conference on Machine
Learning and Principles and Practice of Knowledge Discovery in Databases (ECML PKDD
2013), 39-48 (2013).

Chapman, P., Clinton, J., Kerber, R., Khabaza, T., Reinartz, T., Shearer, C., Wirth, R.:
CRISP-DM 1.0 Step-by-Step Data Mining Guide (2000).

Shearer, C.: The CRISP-DM Model: The New Blueprint for Data Mining. Journal of Data
Ware-housing 5(4), 13-22 (2000).

Schwarz, G.: Estimating the Dimension of a Model. The Annals of Statistics 6(2), 461-464
(1978)

Jovic, A., Brki¢, K., Bogunovi¢, N.: A review of feature selection methods with applications.
Proceedings of 38™ IEEE International Convention on Information and Communication
Technology, Electronics and Microelectronics (MIPRO), Opatija, Croatia (2015)

Phuong, T. M., Lin, Z., Altman, R. B.: Choosing SNPs using feature selection. Proceedings
IEEE Computational Systems Bioinformatics Conference, 301-309 (2005)

65



Detekce anomalii v otevirenych datech o zneciSténi
ovzdusi polétavym prachem

Ondiej Podsztavek®, Jaroslav Kuchai*

Fakulta informacnich technologii, Ceské vysoké uéeni technické v Praze
Thakurova 9, 16000 Praha 6
{podszond, jaroslav.kuchar}@fit.cvut.cz

Abstrakt. Senzoricka sit’ vefejného osvétleni na prazském Karlinském namésti
poskytuje méfeni znecisténi ovzdusi polétavym prachem PMio jako oteviena
data. V této praci v nich detekujeme anomalie pomoci algoritmi strojového uceni
pro predikci ¢asovych fad a prahovani. Chceme, aby se algoritmus strojového
uceni naucil pravidelnosti v datech a pokud se stane néco neocekavaného, tak to
prahovanim odhalime. Experimentovali jsme s linearni regresi a LSTM
rekurentni neuronovou siti, které jsme mezi sebou porovnavali stfedni
kvadratickou chybou. Ukéazalo se, Ze linearni regrese, kterd predikuje z
poslednich dvou méteni, dosahuje lepsich vysledkt. Anomalie jsme detekovali z
rozdilt predikovanych a skute¢nych hodnot. Prah pro detekovani anomalii jsme
vypocitali z histogramu rozdili predikci a skute¢né nametenych hodnot.
Testovani ukazalo, Ze takto navrzena metoda dokaze odhalit nékteré anomalie v
méfenich polétavého prachu PMio, ale mnoho anomalii (napfiklad postupné
nabihajicich) nedetekuje.

Kli¢ova slova: anomalie, oteviena data, znecisténi ovzdusi, strojové uéeni

1 Oteviena data o zneciSténi ovzdusi

Oteviena data pfinasi velky prostor pro statistickou datovou analyzu, ktera mize slouzit
ke zlepSeni kvality Zivotniho prostfedi. V této praci na oteviena data aplikujeme
metody strojového uceni. Zabyvame se detekei anomalii [1, 2] v méFenich polétavého
prachu z chytrych lamp, které jsou poskytovany hlavnim méstem Praha jako oteviena
data.

Prazska datova platforma Golemio poskytuje data z pilotniho provozu Senzorické
sité vefejného osvétleni, v ramci kterého bylo nainstalovano 92 chytrych pouli¢nich
LED lamp v blizkosti Karlinského namésti na Praze 8. Nékteré z téchto lamp maji
senzory pro méfeni a sbér dat o hluku, prasnosti (PMzs a PMzo) a mnozstvi dalSich
polutanti (O3, NO2 a SO3). Pevné &astice (nebo polétavy prach, angl. particulate
matter, PM) jsou tuhé nebo kapalné ¢astice v ovzdusi o velikosti v rozsahu 1 nm az
100 um. PMyg jsou ¢astice mens$i nez 10 pum a PMys Castice mensi nez 2,5 um. PMys
je tedy podmnozina méfeni PMyo, a proto hleddme anomalie pouze v PMyo.

Nasim cilem je prozkoumat detekci anomalii predikci ¢asové fady néasledovanou
prahovnanim. Chceme, aby se model strojového uceni naucil pravidelnosti v datech a
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pokud se stane néco neocekavaného, abychom to pomoci prahovani dokazali odhalit.
Jako algoritmy strojového uéeni jsme vyzkouseli linearni regresi a LSTM rekurentni
neuronovou sit’ [3]. Vyhodnoceni na validacni mnozin¢ ukazalo, Ze linearni regrese
dosahuje v naSem ptipad¢ lepsich vysledki.!
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Obr. 1. Detekované anomalie (oznacené Cervenymi body) v testovacich datech.

2 Predzpracovani dat

Nas datovy set obsahuje pét riznych piiznaki (mé&feni PM2s a PM1g, O3, NO2 a SO»),
a protoZe v této praci pracujeme s ¢asovou fadou, zachovame datum a ¢as méfeni. Pro
potiebu verifikace natrénovanych modeld jsme rozdélili data na trénovaci a testovaci
mnozinu podle roku méfeni. Data z druhého pololeti roku 2018 s 32872 zaznamy (72,1
%) jsme pouzili jako trénovaci mnozinu a 12709 zaznamu z prvni poloviny roku 2019
(27,9 %) jako mnozinu testovaci.

Puvodni data ale obsahuji problémy, které by mohly zamezit spravnému
natrénovani algoritml strojového uceni. Data nejsou odecitana v rovnomérnych
intervalech, a proto je v ramci pfedzpracovani presamplujeme kazdych 15 minut. Déle
musime data ptetransformovat do podoby vhodné pro predpovidani ¢asovych fad,
abychom potom mohli detekovat anomalie, takze z ptiznaki méfeni v ¢ase t se budeme
snazit predpovédét hodnotu PMiy v Case t+ 1. Nakonec pouZijeme standardni
Skalovani, takze primér pfiznakl je nula a standardni odchylka jednotkova. Takto
predzpracovana data umozni spravnou selekci priznaktl linedrni regresi s Ll
regularizaci.

1 K6d analyzy s podrobné&jsimi vystupy a dalsimi vizualizacemi je dostupny na webové sluzbé
GitHub: https://github.com/podondra/lampy.

67



Detekce anomalii v otevirenych datech o znecisténi ovzdusi polétavym prachem

2.1  Selekce priznaki

Pro snizeni komunikacni zatéze pii napiiklad online monitorovani mize byt pfinosna
selekce podmnoziny priznakd, kdy neni potieba skrz API dotazovat vSechny ptiznaky.
Vhodné priznaky pro linearni modely miizeme vybrat natrénovanim linearni regrese s
L1 regularizaci (tzv. lasso), ktera koeficienty u nevhodnych pfiznaki drzi blizko nule,
pro rizné hodnoty regularizacniho parametru. Pro méfeni UspéSnosti predikce je
vhodna odmocnina ze stfedni kvadratické chyby (anglicky root mean squared error
neboli RMSE), kterou zvoleny model minimalizuje.

Z vyse zminénych duvodu jsme zkusili natrénovat 1asso pro 23 rtznych hodnot
regulariza¢niho parametru alpha na logaritmické $kale mezi 107 a 10. Ukézalo se, Ze
dulezity je pouze piiznak PM1o. Hodnota koeficientu PM1o byla zhruba 0,9, pokud byla
RMSE nizka (0.6387), zatimco koeficienty ostatnich ptiznaki byly stale blizké nule, t;.
v intervalu —0,02 az 0,02.

3 Predikce a detekce anomalii

V této praci detekujeme anomalie pomoci predikce Casové fady, a to stejné jako
Vv ¢lanku [5]. Pii detekovani anomalii v casovych fadach se pouziva metoda, kdy je dana
fada modelem predikovana dopiedu a nasledné je porovnéna se skuteCnym méfeni. Z
tohoto porovnani jsou uréeny anomalie. Jako vhodné modely jsme zvolili nasledujici:

o zakladni model (popsany nize, anglicky baseline),
e linearni regresni model
o arekurentni neuronovou sit’ (konkrétné dnes nejpopularnéjsi LSTM).

Tab. 1. Porovnani RMSE pro pouZité metody na validaéni mnoZing.

Metoda RMSE
Zéakladni model 0,6492
Linearni regrese 0,6402

Linearni regrese se dvéma méfenimi z historie  0,6380
LSTM 1,0588

3.1 Zakladni model

Zakladni model predikuje vzdy pfedchozi naméfenou hodnotu, a tak poskytuje
odrazovy mistek, ke kterému budeme moci vztahovat vysledky ostatnich modeld.
Navic je jednoduchy na implementaci a dosahuje relativné dobrého RMSE: 0,6492.
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3.2 Linearni regrese

Druhym modelem je linearni regrese bez regularizace, protoze selekce ptiznakl
ukazala, ze staéi priznak PMyo. Linearni regrese je jednoduchy model, ktery bohuzel
nedokaze zachytit nelinearni vztahy a nemtize pouzivat informace z libovolné dlouhé
historie (v porovnani s LSTM). Pfesto mize byt vhodnym kandidatem pro predikci
¢asové fady znecisténi ovzdusi, protoze a priori nezname jejich povahu.

Nase pokusy ukazaly, Ze pokud linearni regrese predpovida pouze z bezprostiedné
predchazejici hodnoty, jeji ispésnost v RMSE je 0,6402. Lepsi je nechat linearni regresi
predpovidat ze dvou piedchazejicich méfeni, kdy je RMSE rovna 0,6380. Vétsi
velikosti historie uz vyhodné nejsou, protoze jejich RMSE je vzdy vyssi nez 0,7
(experimentovali jsme s velikosti historie 2 az 100).

2.5 —— trénovaci ztratova funkce
validaéni ztratova funkce
2.0 A
1.5 A
w
w
=
1.0
0.5 1
0.0 ) T T T T T T
0 10 20 30 40 50
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Obr. 2. LSTM byla trénovana 50 epoch, kdy jiz doslo ke konvergenci ztratové funkce. Rozdil
mezi trénovaci a valida¢ni hodnotou ztratové funkce nemusi v ptipadé tohoto regresniho
problému znamenat pieuceni, ale muze ukazovat, ze ve validacnich datech jsou vétsi anomalie.

3.3  Long Short-Term Memory

Nejpokroctilej$im prediktivnim modelem, ktery jsme na data aplikovali, je LSTM [3].
Rekurentni sité se ukazaly byt velice efektivni i v aproximovani nelinearnich vztahd
dat, proto nyni zachovame vsech pét ptiznaki jako vstup rekurentni sit€. LSTM by méla
byt vhodna pro predikci ¢asové fady, protoZe je navrzena tak, aby byla schopna si
zapamatovat zavislosti z libovoln¢ vzdalené historie. Jako konkrétni architekturu jsme
zvolili jednovrstvou LSTM s dimenzi skrytého vektoru 64. Vystupem LSTM musi byt
pouze jedno cislo, které predikuje méteni PMyo, a proto je na vlastni buiice LSTM jesté
linearni vrstva, kterd produkuje predikci PM1o v nasledujicim case.
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Takto navrzenou LSTM jsme trénovali v soucasnosti nejpouzivanéjSim
optimalizatorem Adam [4] a MSE ztratovou funkci, kterd je bé€zna pro trénovani
rekurentnich siti na regresnich problémech, na vstupnich sekvencich délky 100 po
celkem 50 epoch, kdy jiz doslo ke konvergenci ztratové funkce (viz Obr. 2). Vysledné
RMSE na valida¢ni mnoziné (polovina trénovaci mnoziny) je 1,0588.
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Obr. 3. Nahodny vybér 9 z celkem 113 detekovanych anomalii v testovacich datech. (Ostatni
anomalie nejsou v grafech zobrazeny.)

3.4  Detekce anomalii

Nejlepsich vysledkt dosahuje linearni regresni model, ktery ma na vstupu dvé méteni
z historie, a proto tento model pouZzijeme pro detekci anomalii. Nyni po vybéru
vhodného prediktivniho modelu detekujeme anomalie postupem stejnym jako

v ¢lanku [5]:

1. linearni regresni model s oknem 2 predikuje dal§i méfeni PMyoq,

2. predikovanou hodnotu §; porovname se skuteéné naméfenou hodnotou y;
(vypod&itame rozdil v absolutni hodnotg: |9; — y;|)

3. a pomoci prahovani ur¢ime, jestli se jednd o anomalii.

V méfeni uspéSnosti detekce anomalii je problém absence oznaceni anomalii v
datech. Detekce tedy musi byt kontrolovany nejlépe doménovym expertem, ktery
dokaze urcit také spravny prah. Protoze takového experta nemame k dispozici, zvolili
jsme jako hodnotu pro prahovani hodnotu okraje prvniho binu z histogramu s deseti
biny: 3,9617. Takto zvoleny préh odhalil ve validacnich datech celkem 9 anomalii a
Vv trénovacich datech celkem 113 anomalii.

Obr. 1 ukazuje 113 detekovanych anomalii v testovacich datech a Obr. 3 ndhodné
zobrazuje 9 z nich. Veskeré abnormalné vysoké $picky byly detekovany spravné. Také
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je vidét, Ze nékteré Spicky detekovany nebyly, to muze byt tim, ze nartst je tak
pozvolny a za dlouhy ¢asovy okamzik, proto by ziejmé bylo vhodnéjsi detekovat
skupinové anomalie.

4 Diskuze

Ackoliv nami popsany pristup dokdze detekovat nékteré anomalie, neni pro vyuziti
v praxi dostateén¢ robustni. Na§ pristup neni schopen detekovat anomalie, které
nastavaji pozvoln¢, a pii pouziti historie pouze z posledni ptil hodiny jsme se mohli stat
lehce objeti Sumu (nase metoda nerozlisi anomalii od chyby v datech). Pro vylepseni
nasi metody by bylo vhodné pfidat dalsi atributy (napfiklad den v tydnu, Ccas,
meteorologické informace, predpovéd’ pocasi apod.) a ziskat vétsi mnozstvi dat,
protoze nemame méfeni pro vSechny roc¢ni obdobi, a to mize mit vyrazny vliv na
presnost predikce. Uzavirame, ze smysluplngjsi se urcité jevi hledani skupinovych
anomalii.

5 Zavér

V této praci jsme se zabyvali detekci anomalii v otevienych datech z chytrych lamp o
polétavém prachu PMio. Jako nejlepsi se ukazalo predpovidat ¢asovou fadu pomoci
linearni regrese (LSTM bylo horsi), ktera na vstup dostane dvé posledni méfeni.
Nasledné jsme predpovédénou hodnotu porovnali se skute¢nou a prahovanim urcili,
jestli hodnota je z hlediska modelu normalni nebo ne. Na testovacich datech se ukazalo,
ze tento postup je schopen detekovat nékteré anomalie, ale zdaleka ne vSechny.
Napiiklad neni schopen detekovat anomalie, které nastavaji postupné malymi pfirdstky
nebo Casto nedokaze rozlisit Sum v datech od anomalie. Proto by bylo vhodné do
budoucna sesbirat vice dat, rozsitit mnozinu pfiznak (napi. informace o ¢asu nebo
pocasi) a detekovat anomalie skupinové.

Podékovani: Tento piispévek vznikl s podporou Fakulty informaénich technologii,
Ceského vysokého uéeni technického v Praze.
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Abstrakt. V tomto ¢lanku st v kratkosti opisané vystupy projektu aplikovaného
vyskumu APVV-15-0517 zamerané¢ho na navrh a vyvoj pilotného systému na
automatické titulkovanie audiovizualneho obsahu z oblasti televizneho (ale aj
rozhlasového) spravodajstva. Jednym z hlavnych ciel'ov projektu bola eliminécia
bariér spésobenych nedostatkom informacii U 0s6b so sluchovym postihnutim
a navysenie celkového podielu zivych spravodajskych relacii sprevadzanych
skrytymi titulkami pomocou modernych recovych technologii. V zavislosti od
hlasovych charakteristik hovoriaceho, §tylu re¢ového prehovoru a prostredia,
v ktorom sa hovoriaci nachadza, navrhnuté rieSenie na automatické titulkovanie
dosahuje mieru chybovosti rozpoznanych slov v rozmedzi 8,33 az 13,13%.

Kracové slova: audiovizudlny obsah, automatické titulkovanie, Casové
zarovnavanie textu, rozpoznavanie plynulej reci

1 Uvod

V sucasnosti sme obklopeni mnohymi recovymi aplikaciami, ktoré nam ulahcuju
pozivanie technologii, ako st napr. rézne diktovacie systémy, dialogové systémy na
vyhladavanie informacii, aplikdcie ovladané hlasom, a i. Pomocou jednoduchého
hlasového prikazu vieme ovladat’ napr. chytré (smart) telefony, televizory a pod.
Recové technologie si nasli cestu aj k sofistikovanejsim aplikaciam. Zijeme v Gase,
kedy zakladom tispechu st rozne zdroje informacii a rychly pristup k nim. Medzi takéto
zdroje informacii patria aj audiovizualne (AV) nahravky, obsahujice napr. zaznamy
akademickych prednasok, rozhlasovych a televiznych rozhovorov, diskusnych relacii,
parlamentnych debat, pracovnych stretnuti, rokovani zastupitel'stiev a pod. Efektivne
a rychle vyhl'adavanie a prezentovanie informacii v AV obsahu nie je trividlna loha.
Zakladom rieSenia ulohy je schopnost’ rychlo a ¢o najpresnejsie ziskat’ informaciu vo
forme textového prepisu. So zvySujlicou sa presnost'ou su¢asnych re¢ovych technologii
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modzeme nahradit’ alebo zefektivnit manualny prepis a vytvorit’ plne automatizovany
pisomny zaznam, ¢i indexovat’ AV zaznamy v rozsiahlych archivoch.

Jednou zo zaujimavych aplikécii re¢ovych technologii je automatizovana tvorba
titulkov pre osoby so sluchovym postihnutim, ¢im sa tato technologia stava atraktivnou
pre TV vysielanie. Napr. vysledky projektu FP7 SAVAS poskytuju takéto riesenie pre
majoritné jazyky EU, ako je angliétina, franclizitina, nem¢ina, talian¢ina, $panieléina,
¢i portugal¢ina [1]. Ked’Ze jadrom tychto systémov st akustické a jazykové modely,
ktoré mozno ziskat’ len u¢enim na rozsiahlych anotovanych databazach, vysledky tohto
projektu nemozno aplikovat’ na minoritné jazyky, akym je slovenc¢ina. Z toho dévodu
sme pristapili k navrhu vlastného systému na automatické titulkovanie AV obsahu.

Predchadzajica verzia systému na automaticky prepis mitingovych audiozaznamov
[7] umoziiovala spracovanie viackanalového audiovizualneho zaznamu s automatickou
segmentaciou re¢i, rozpoznavanim pohlavia hovoriacich a paralelnym rozpoznavanim
reci S viacerymi akustickymi modelmi, ktoré sa adaptuju na vstupné charakteristiky
hovoriaceho. Na zlepSenie presnosti rozpoznavania re¢i sa vyuzivala kombinacia
vystupnych hypotéz z viacerych dekodérov, pracujucich suc¢asne na vysokovykonnom
serveri. Nedostatkom tejto verzie systému bolo, Ze priddvanim novych komponentov
sa systém staval stale komplexnej$im, sucasne ale vykazoval nizku efektivitu prepisu.
Navrhli sme preto novil verziu systému s distribuovanou architektirou, modernym
jadrom na automatické rozpoznavanie reéi a inovovanym pouzivatel’skym rozhranim.

V nasledujucej Casti opiSeme zakladnu architektiru pilotnej verzie systému na
automatické titulkovanie spravodajskych relacii navrhnutej pre slovensky jazyk, jej tri
hlavné moduly, jednotlivé komponenty a predstavime aj nové pouZzivatel'ské rozhranie.

2 Automatické titulkovanie spravodajskych relacii

Zauzivané delenie TV vysielania v spravodajstve je na Zivé vysielanie a vysielanie zo
zaznamu. V ramci rieSenia projektu sme predpokladali aj s d’al§im typom AV obsahu,
ktory je sice vysielany nazivo, no existuje k nemu Uplny textovy prepis. Ide napr.
0 scenare k seridlom, divadelnym hram, ale aj texty ¢itané z &itacky — telepromptera.
Vysledkom riesenia projektu bolo preto navrhnut’ a vytvorit’ systém na automaticky
prepis spravodajskych relacii vysielanych naZivo a zo zaznamu [2] a systém na ¢asové
zarovnavanie AV obsahu s existujicim textovym prepisom.

2.1  Automatické titulkovanie spravodajskych relacii vysielanych zo zaznamu

Vyhodou offline titulkovania je moznost’ vykonat’ dokladnu analyzu vstupného AV
obsahu a na jej zaklade zostavit’ o najpresnejsi systém na automaticky prepis reci do
textu a tvorbu titulkov. Z dévodu vysokej narocnosti procesov veducich ku koneénému
vysledku bolo najvhodnej$im rieSenim navrhntt’ a vytvorit’ serverovo-zalozeny systém
a poskytovat’ jeho funkcie v podobe sluzieb. Pouzivatel’ svoj AV obsah spristupiiuje
systému cez grafické rozhranie, ten je automaticky spracovany a vysledok sa vracia
pouzivatel'ovi vo forme titulkov. Bol vytvoreny celistvy systém zlozeny z troch Casti:
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1. Ulohovy server na styk s pouzivatePom: Hlavnou funkciou servera je poskytovat’
interakciu pouzivatela so systtmom na spracovanie uloh pomocou stkromnej
databazy uloziska siborov. Systém umoznuje pouzivatel'ovi vytvorit’ novu tlohu,
nahrat’ AV obsah a dopytovat’ sa na stav a vysledky spracovania ulohy. Server
obsahuje tzv. ,,priechradkovy systém® na zaradenie vybranych uloh do skupin, pricom
umoziuje zdiel’at tieto priehradky medzi opravnenymi pouzivate'mi. Administrator
systému ma k dispozicii pristup k sprave pouzivatelov. Ulohou systému je potom
zarad’'ovat’ jednotlivé ulohy do fronty na ich spracovanie. S pouzivatelom server
komunikuje pomocou rozhrania REST, ktoré umoziuje pripadny vyvoj d’al§ich
aplikacii, resp. moze poskytovat’ svoje sluzby aj inym aplikaciam.

2. Vykonavacie servery: Serverové aplikacie bezia nezavisle na vysokovykonnom
serveri a ich tlohou je vyberat’ z fronty jednotlivé lohy a vykonavat’ spracovanie
AV obsahu. Ide o jednoduché a univerzalne aplikacie, ktoré na svoj vykon pouzivaji
externt aplikaciu naprogramovanti v 'ubovolnom jazyku. Program na spracovanie
je tvoreny pomocou skriptu, ¢im je zabezpecena jednoducha aprava a rozsiriteInost’
vybranych funkcii. Tento koncept zabezpecCuje jednoducht Skalovatelnost’ systému,
kde pocet aplikécii beziacich paralelne ovplyvituje vykon webovej sluzby a mozno
ho prispdsobit’ momentalnemu vytazeniu pouzivatel'mi.

3. Pouzivatel’ské rozhranie: Pouzivatel'ské rozhranie je tvorené¢ webovou aplikaciou,
ktora sa napaja na rozhranie REST s ulohovym serverom. Pre administratora
poskytuje pristup k sprave pouzivatel'ov a pre pouzivatel'ov pristup k jednotlivym
uloham spracovania AV obsahu. Grafické rozhranie obsahuje aj jednoduchy editor
titulkov (pozri Obr. 1), ktoré boli systémom vopred vytvorené.
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Obr. 1. Vstavany editor titulkov

Automatické spracovanie AV obsahu potom mozno rozdelit’ do nasledujtcich tuloh,
ktoré st spracované samostatnymi vykonavacimi serverami:

e automaticka segmentacia reci na baze analyzy hlavnych komponentov (PCA) [8];
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o diarizacia hovoriacich na baze modelov Gaussovych zmesi (GMM) [5] a i-vektorov;

e automatické rozpoznavanie plynulej reci na baze hlbokych neurénovych sieti (DNN)
[3,4] s pokrocilou adaptaciou akustickych a jazykovych modelov [3,6];

® postspracovanie textu po rozpoznani;

e tvorba titulkov.

Miera chybovosti takto navrhnutého systému na offline titulkovanie spravodajskych
relacii sa pohybovala v rozmedzi 8,33 az 13,13% WER (word error rate). Hodnotenie
bolo vykonavané na dvoch rozdielnych mnoZinach reéovych nahravok z vecernych
televiznych novin. Prvd mnozina obsahovala hodinové zdznamy televiznych novin
s oznaGenim hovoriacich v jednotlivych re¢ovych segmentoch o celkovej dizke 12 hod.
a druha 10 ndhodne vybranych redakénych prispevkov bez oznacenia hovoriacich
Vv jednotlivych segmentoch a bez moznosti adaptacie systému na hlas hovoriaceho.

2.2  Automatické titulkovanie spravodajskych relacii vysielanych naZivo

Ciel'om titulkovania zivého prenosu je poskytnut’ titulky s ¢o najmensim oneskorenim.
Pouzitie offline titulkovania by bolo z dovodu vysokého oneskorenia nemyslitelné.
Rozpoznavanie plynulej reci je preto prisposobené behu nazivo. Vstupom je zivy zvuk
zaznamenany mikrofonom. Dekddovanie prebieha sucasne s prichadzajucim obsahom.
V kazdom cCasovom okamihu je dostupna predbezna hypotéza toho, ¢o bolo realne
vyslovené (resp. rozpoznané). Pocas online titulkovania st vykonavané tieto kroky:

e automatickd segmentacia reci a rozpoznavanie plynulej re¢i so sledovanim pauzy
V definovanom ¢asovom useku;

o adaptacia akustickych modelov na baze i-vektorov (bez adaptacie modelu jazyka);

e postspracovanie textu po rozpoznani;

e tvorba titulkov.

Miera chybovosti systému online titulkovania dosahuje tGroven priblizne 20% WER.
Problémovymi su najmé segmenty obsahujuce mnozstvo mimoslovnikovych slov.

2.3  Casové zarovnavanie (synchronizacia) titulkov s audiovizualnym obsahom

Tak ako v pripade online prepisu, aj v tomto pripade ide o rozpoznavanie reci nazivo.
Rozpoznavacia siet’ je ale limitovana obsahom textu v titulkoch, ktory je uZz vopred
znamy. Vysledkom je zniZenie vypoétovych narokov, zlepSenie presnosti prepisu a
rychlejsia odozva systému (titulky sa zobrazuji so zaciatkom rec¢ového prehovoru). Na
riadenie dalsich krokov sa vyuziva sledovanie aktualnej hypotézy z rozpoznavania:

o tvorba rozpoznavacej siete z predspracovanych titulkov;
e automaticka segmentacia reci sledovanim vystupnych hypotéz;
o adaptacia akustickych modelov na baze i-vektorov.

Presnost’ ¢asového zarovnévania v zavislosti od typu AV obsahu, kvality reCového
prehovoru v danom re¢ovom segmente a dlzky segmentov dosahuje uroven az 98%.
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2.4  Pouzivatel’ska aplikacia

Na prepojenie uvedenych ¢iastkovych rieseni (online a offline titulkovania a ¢asového
zarovnavania textu na zaklade architektury systému zobrazenej na Obr. 2) sme vytvorili
aplikaciu (na Obr. 3), ktorda moze byt’ prinosna hlavne pre poskytovatel'ov AV obsahu,
¢i uz ide o zivé vysielanie alebo zo zaznamu. Aplikacia pozostava z rozhrania, ktoré je
mozné pouzit’ na vytvorenie scenara televizneho vysielania spravodajstva. Dochadza
tu k automatickému prepinaniu navrhnutej trojice systémov. Vysledkom je potom
neprerusené vysielanie s titulkami zobrazenymi v polopriehl'adnom okne. Pripravenost’
scenarov a konfiguracii je indikovana farebne. Jednotlivé scenare je mozné presuvat
potiahnutim, pri¢om sa automaticky meni aj ¢asovanie scenara. Aplikacia demonstruje,
¢o je mozné s vytvorenymi re¢ovymi technoldgiami v sucasnosti dosiahnut’ a mozno ju
prispdsobit’ poziadavkam pouzivatela, prip. zabudovat’ do uz existujucich systémov.

l:\i/a:ah;al sabory
N— Sa—
ikAC Ulohovy server | AMQP 2 i AMQP
s ! "
AMQP

rozhranie) REST rozhranie

PuZivatelska

Vykonavacl server

Offline titulky
Pouzivatelska
Text na online aplikacia Z ie ti
. A ' ! . obrazovanie titulkov
na titulkovanie
vysielania
Online oo
rozpoznavanie ! Tvorba scenara
reci

Obr. 2. Architekttra systému na automatické titulkovanie spravodajskych relacii

= Ten pohlad bol GUchvatny, naozaj fantasticky.
- Této terasa stoji nad priepastou,

Obr. 3. Pouzivatel'skd demonstra¢na aplikacia na prepojenie offline a online titulkovania
a ¢asového zarovnavania textu s audiovizualnym obsahom na tvorbu scenara TV spravodajstva
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3 Zaver

Vytvorili sme tri pilotné vezie systému na automaticky prepis spravodajskych relacii,
ktoré d’al$im vyvojom mo6zu dospiet’ k jednoduchej aplikacii na kazdodenné pouZzivanie
redaktormi v TV vysielani, publikujicimi na webovych portaloch, ¢i réznymi inymi
pouzivatel'mi, ktori vytvaraju napr. vlastné video blogy. Prva verzia je zamerana na
prepis spravodajskych prispevkov, ktoré si vytvorené s dostatoénym predstihom pred
vysielanim redaktormi pracujucimi v teréne. Tieto su prepisané offline systémom na
rozpoznavanie reci V ¢o najlepsej kvalite, pricom redaktor ich ma moznost’ upravit’
a prisposobit’ vysielaniu pomocou vytvorenej webovej sluzby, ktora obsahuje vstavany
editor titulkov. Druha verzia uvazuje so zivymi vstupmi redaktorov v TV vysielani.
Vytvorili sme rychly online rozpoznavaci systém s logikou prerozdel'ovania a zobrazo-
vania titulkov s ¢o najmensim oneskorenim. Tretia verzia systému umoziiuje zivé
zarovnavanie textu S AV obsahom a zobrazovanim titulkov v ¢asovom predstihu.
Pouzivatel'ska aplikacia prepaja cCiastkové riesenia vo forme scenara TV vysielania.

Pod’akovanie: Tento vyskum bol realizovany vd’aka podpore Vedeckej grantovej
agentiry MSVVa$S SR a SAV realiziciou projektu VEGA 1/0511/17 a vd’aka podpore
Agentiry na podporu vyskumu a vyvoja realizaciou projektu aplikovaného vyskumu
APVV-15-0517 a projektu bilateralnej medzinarodnej spoluprace SK-TW-2017-0005.

Literatara

1. Alvarez, A., Mendes, C., Raffaclli, M., Luis, T., Paulo, S., Piccinini, N., Arzelus, H., Neto,
J., Aliprandi, C., Del Pozo, A.: Automating live and batch subtitling of multimedia contents
for several European languages. Multimedia Tools and Appl. 75 (2016), 10823-10853.

2. Lojka, M., Viszlay, P., Stas, J., Hladek, D., Juhar, J.: Slovak broadcast news speech
recognition and transcription system. In: Proc. of NBiS, Bratislava, Slovakia (2019).

3. Peddinti, V., Povey, D., Khudanpur, S.: A time delay neural network architecture for
efficient modeling of long temporal contexts. In: Proceedings of INTERSPEECH, Dresden,
Germany (2015), 3214-3218.

4. Povey, D., Ghoshal, A., Boulianne, G., Burget, L., Glembek, O., Goel, N., Hannemann, M.,
Motlicek, P., Qian, Y., Schwarz, P., Silovsky, J., Stemmer, G., Vesely, K.: The Kaldi speech
recognition toolkit. In: Proc. of ASRU, Waikoloa, Hawaii, USA (2011).

5. Rouvier, M., Dupuy, G., Gay, P., Khoury, E., Merlin, T., Meignier, S.: An open-source state-
of-the-art toolbox for broadcast news diarization. In: Proceedings of INTERSPEECH, Lyon,
France (2013), 1477-1481.

6. Stas, J., Hladek, D., Lojka, M., Juhr, J.: Dual-space re-ranking model for efficient document
retrieval, user modeling and adaptation. In: Proc. of Elmar, Zadar, Croatia (2018), 203-206.

7. Stas, J., Viszlay, P., Lojka, M., Koctur, T., Hladek, D., Juhar, J.: Automatic transcription
and subtitling of Slovak multi-genre audiovisual recordings, In: Vetulani, Z., Mariani, J.,
Kubis, M. (eds): Human Language Technologies: Challenge for Computer Science and
Linguistics, LNCS 10930, Springer, Cham (2018), 42-56.

8. Vavrek, I., Viszlay, P., Kiktova, E., Lojka, M., Juhar, J., Cizmar, A.: Query-by-example
retrieval via fast sequential dynamic time warping algorithm. In: Proc. of TSP, Berlin,
Germany (2014), 469-473.

77



Vyuzitie nositeP’nych zariadeni na rehabilitaciu pacientov
trpiacich symptomom zmrazenia chodze

Pavol Satalal, Vladimir Hai?, Petra Levicka®, Peter Butka!

IKatedra kybernetiky a umelej inteligencie, FEI TU v Kosiciach
Letna 9, 042 00 KoSice
{pavol.satala, peter.butka}@tuke.sk
2Neurologicka klinika, Lekarska fakulta, Univerzita Pavla Jozefa Safarika v Kosiciach
vladimir.han@upjs.sk
3 ekarska fakulta, Univerzita Pavla Jozefa Safarika v Kogiciach
petra.levicka@student.upjs.sk

Abstrakt. V tejto praci sa zaoberame vyuZitim a uéinnostou nositelnych
zariadeni pri rehabilitacii pacientov trpiacich Parkinsonovou chorobou. Pomocou
nositelnych zariadeni vytvarame pomocky, ktoré ul'ahcuju pacientom prekonat’
epizddy zmrazenia chodze. V praci prinasame prvé vysledky dosiahnuté pocas
testovani tychto pomocok. Vysledky preukazuji ich ti¢innost’.

KPacové slova: nositel'né zariadenia, Parkinsonova choroba, zmrazenie chddze

1 Uvod

Zmrazenie chodze patri medzi typické motorické symptomy Parkinsonovej
choroby. Ide 0 nahlu neschopnost’ pokra¢ovat’ v chédzi bez zjavnej vonkajsej priciny
[1]. Prejavuje sa predovsetkym pri prechode zizenymi miestami, otockach, zaciatkoch
chodze pripadne pri zmene povrchu, po ktorom pacient kraca [2]. Pacient pocas
zmrazenia nestoji nehybne. Jeho nohy sa poktsaji urobit’ d’alsi krok, avsak vyzeraja
ako prilepené k zemi. Na prekonanie tejto udalosti lekarska veda navrhla niekol’ko
kognitivnych pomocok: vizualne (kolmé Ciary na zemi, pohybujuci sa svetelny bod,
alebo lopti¢ka, ktord ma pacient nasledovat’), akustické (rytmické zvuky, hudba),
vibra¢né (rytmické vibraéné impulzy).

V tejto praci sme sa rozhodli spominané pomdcky implementovat’ do nositel'nych
zariadeni a nasledne otestovat’ ich u¢innost’.

2 Implementacia

Pomdcky boli implementované ako Android aplikacia pre inteligentné telefony s OS
Android. Komunikacia prebiehala pomocou Bluetooth komunikécia, kde z pohl'adu
ISO/OSI modelu islo o vymenu balicku na vrstve TCP/IP. Aplikéciu ovladal zaskoleny
medicinsky pracovnik. Na pacienta boli umiestnené¢ inteligentné hodinky, ktoré
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poskytovali vibraéné impulzy a sluchadla, ktoré zabezpeCovali akustické pomdcky.
Schéma fungovania aplikacie je viditelna na Obr. 1.

‘ Aplikacia
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Obr. 1. Schéma vyuzitia aplikacie

3 Experiment

Utinnost’ nasho rieSenia bola testovana po¢as merani na Neurologickej klinike
univerzitnej nemocnice Vv Kosiciach. Testovacia trasa bola tvorena dvoma
miestnostami. Ulohou pacienta bolo postavit sa zo stoli¢ky v prvej miestnosti, prejst’
4m, prejst’ cez zuzeny priestor, ktory bol tvoreny dverami a pokracovat do druhej
miestnosti. V druhej miestnosti pacient znova po 4m urobil otocku o 180 stupiiov
a vratil sa naspdt’ po rovnakej trase. Tato trasa bola navrhnutd tak, aby sa na ¢o
najkratSej vzdialenosti vyskytovalo ¢o najviac kritickych miest. Konkrétne islo
0 zaciatok chodze, dvere, otocka a dvere na ceste naspdt. Cely priebeh sledoval
zdravotnicky pracovnik, ktory znacil Casy, vyskyty zmrazenia ako aj celkovu kvalitu
chodze.

4 Vyhodnotenie

Ziskané idaje sme vyhodnocovali v dvoch ukazovatel'och. Prvym ukazovatel'om bolo
skratenie ¢asu chddze. Pri zachovani rovnakej trasy s konstantnou dizkou znamena
znizenie ¢asu chddze zvySenie jej rychlosti. Druhym ukazovatelom bolo zniZzenie
pocetnosti vyskytu FoG. Ked’ze namerané udaje boli pre kazdého pacienta vyrazne
odlisné a vysledné data mali vel'mi vel’ky rozptyl pre Statistické spracovanie sme
vypocitali percentudlne zlepSenie parametrov pre jednotlivych pacientov pomocou
nasledujuceho vzorca:

_ (tk - tp)
7%
kde x nam udava, kol’ko percent z ¢asu chodze pocas kontrolnej chodze tvori ¢as o ktory
sa nam podarilo skratit’ chodzu pacienta. Premenna t« nam udéava dlzku kontrolnej

chddze a t, dizku chodze s pomdckou. Rovnaky spdsob je pouzity aj na vypodet
percentudlneho znizenia vyskytu pripadov zmrazenia chddze.
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Testovanie prebehlo na vzorke 11 pacientov. Sedem pacientov bolo muzského
pohlavia a $tyri zenského. Priemerny vek pacientov bol 66,44 + 4.59 rokov. Priemerné
trvanie chddze pocas kontrolnej chodze bolo 42.43 + 19.43s. Podrobny prehlad
vysledkov uvadza tabul’ka ¢. 1 a 2. Pri interpretacii vysledkov treba poukazat’ na maly

pocet merani pri vibracnej pomdocke s frekvenciou 2p.

Tabulka ¢&. 1: Absolttne hodnoty parametrov nameranych pocas experimentu

Dosiahnuty ¢as Vyskyt FOG
Typ merania Pocet merani

Hodnota SD H;ant SD
kontrolna 11 42,43 19,43 1,95 1,27
akusticka 60BPM 5 28,03 8,61 0,31 0,64
akusticka 90BPM 7 31,89 13,16 0,20 0,35
akusticka 120BPM 6 25,27 7,26 0,33 0,40
vibra¢na p/2 5 35,21 15,40 0,45 0,93
vibra¢na p 5 34,12 15,34 0,18 0,40
vibra¢na 2p 2 26,23 9,93 0,00 0,00

Tabulka €. 2: Priemerné relativne vyjadrenia zlepSeni pre jednotlivé typy pomdcok

oproti kontrolnym meraniam bez pomdcok

Typ merania Pocet ’ Zlepsenie ¢as V% Zlepsenie FoG %

merant hodnota SD hodnota SD
akusticka 60BPM 5 9,29 15,81 64,28 41,64
akusticka 90BPM 7 22,16 9,89 71,87 36,44
akusticka 120BPM 6 23,02 9,92 58,33 37,63
vibraéna p/2 5 2,45 15,50 30,00 57,00
vibraéna p 5 5,88 7,03 60,00 0,41
vibra¢na 2p 2 11,10 13,80 100,0 0,00

Nasledne sme pre d’alSie Statistické testovanie formulovali hypotézy:
e HO: Akustické pomdcky nemaju vplyv na rychlost’ chddze pacienta trpiaceho

FoG,
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e HI: Akustické pomocky maju vplyv na rychlost’ chddze pacienta trpiaceho
FoG.

Na testovanie sme vybrali mnozinu udajov nameranych s akustickou poméckou s o
frekvencii 90BPM z dovodu najvicsieho rozsahu vzoriek. Pred samotnym testovanim
hypotézy sme pomocou Shapiro-Wilkonovho testu overili, Ze vyberovy stibor pochadza
z normalneho rozdelenia. Nasledne sme vykonali t-test strednej hodnoty na potvrdenie,
alebo vyvratenie stanovenych hypotéz. Vykonane T testy potvrdili, ze akustické
pomdcky maji Statisticky vyznamny vplyv na rychlost’ chddze (p = 0.001). Priemerne
zlepSenie pri nami testovanej akustickej pomocke o frekvencii 90BPM bolo 22%.
Rovnako pozitivny vysledok sa preukazal aj pri testovani znizenia poctu vyskytov FoG
(p=0.002) s priemernym znizenim o 62,5%.

Z vibraénych pomocok sme pre testovanie vybrali pomdcku s poloviénou
frekvenciou beznej frekvencie krokov. Pri tej sa nam na stanovenej hladine
vyznamnosti a dosiahnutom rozsahu merani nepodarilo jednoznacne Statisticky
potvrdit’ zvysenie rychlosti (p = 0.1348). Priemerne zrychlenie dosahuje 6%. ZniZzenie
vyskytu FoG sa v8ak na hladine vyznamnosti 0.05 statisticky potvrdilo (p = 0.016).
Priemerne znizenie vyskytu FoG dosahuje az 80%.

5 Zaver

Ako ukazal nas experiment pomocky vytvorené pomocou inteligentnych zariadeni
si funkéné a porovnatel'né s bezne lekarmi odporic¢anymi poméockami. Rovnako vsak
experiment ukazal, Ze u¢innost pomodcky je vyrazne individudlna a pre kazdého
pacienta moze byt najvyhodnejsi iny typ pomdcky. To otvara dvere pre d’aliu pracu
a vyvoj algoritmu, ktory bude schopny prispdsobit’ pouziti pomocku individualne pre
kazdého pacienta.

Pod’akovanie: Tato praca bola podporena Agenttrou na podporu vyskumu a vyvoja v
ramci grantu ¢. APVV-16-0213 a APVV-17-0550. Taktiez tento prispevok vznikol s
podporou VEGA 1/0493/16.
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Abstract. In this paper, we report on two user studies aimed at evaluating
comprehensibility of several frequently used visualizations of models generated
by non-hierarchical clustering algorithms. The first user study was performed on
numerical data from the telco domain and the second study was performed on
textual data from the news domain (disinformation tweets). Survey methodology
was adopted from study of comprehensibility of decision trees by Piltaver et al,
2016, and included classify, explain and validate tasks and three measures
(correct answers, subjective comprehensibility, and time required). The
visualizations investigated in the first case study were cluster centroids (shown
as bar charts), Z-scores (shown as bar charts and heatmaps) and decision trees
learnt to predict cluster membership. Based on responses from 55 participants,
decision trees were found to be most effective for numerical data. The
visualizations investigated in the second case study were word clouds computed
from TF-IDF frequencies, word clouds from TF-IDF Z-scores, and Z-scores
shown as bar charts. For this study, we pre-registered our hypotheses, procedure,
and planned analyses prior to data collection at osf.io and participants were
recruited via crowdsourcing. Based on responses from 188 participants, word
clouds generated from z-scores were found to produce most effective
visualizations of clusters generated from textual data.

Keywords: topic modeling, clustering, explainability, machine learning
crowdsourcing, disinformation, fake news

1 Introduction

There are numerous ways for presenting results of clustering and topic modeling
algorithms, including word (tag) clouds, decision trees, and z-scores visualized as
heatmaps. So far, there has been little empirical research on understanding the strengths
and weaknesses of the individual visualizations. In this paper, we report on two user
studies investigating which visualizations are most interpretable depending on type of
data (textual or numerical) and the task at hand.
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This paper is organized as follows. The methodology used for measuring
comprehensibility of clustering visualizations is covered in Section 2. Section 3 briefly
describes the visualizations, which were subject to the analysis. Section 4 reports on
the user studies. The conclusions summarize the results.

2 Measuring comprehensibility of clustering

There is a paucity of prior work on measuring comprehensibility of clustering through
human-subject experiments. The closest applicable study that we identified was
performed by Piltaver et al., 2016 on comprehensibility of decision trees. Their
methodology is composed of the four types of tasks, which are participants required to
complete, along with corresponding metrics, such as answer correctness or time
required to work out the answers. We adapted three of these tasks for the evaluation of
comprehensibility of clustering:

e classify —assign a new instance to a cluster or a topic,
o explain — identify cluster, which is the best match for a given question,
e validate — answer a closed question based on the presented clustering.

The measures used to gauge participants’ performance was also adapted from Piltaver
etal., 2016:

e percentage of correct answers,
e time taken to complete the questionnaire,
e subjective comprehensibility stated by the participants.

Note that Piltaver et al., 2016 also included a fourth task, discover, which asked
participants to determine which property is unusual for a given task. We did not
transpose the discover task into our methodology, as we found it difficult to translate
to the unsupervised learning context.

3 Visualizations of clustering algorithms

The clustering visualizations, which were subject of our research, were initially
selected based on Linoff, 2004 and Tsiptsis and Chorianopolous, 2010. In the
following, we provide their brief description.

3.1  Numerical datasets

We consider the following visualizations: (1) Bar charts with centroids. There is one
bar chart for each attribute displaying its average values for all clusters. The bar chart
also shows whether the value for the given cluster is above or below the average in the
complete dataset. (2) Z-score bar chart visualization with one bar chart per cluster.
The bar for an individual attribute is the higher the more the average of attribute values
computed from instances in the cluster differs from the average computed from the
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complete data set. (3) Heat map of Z-scores is presented as a matrix with clusters on
the horizontal axis and attributes on the vertical axis. The higher the Z-score for an
attribute-cluster combination, the darker the value of the corresponding cell. (4)
Decision tree trained to predict cluster labels with leaf nodes depicting the per cluster
probability distribution.

3.2  Textual data

From the visualizations described above, we did not consider decision trees to be
suitable for textual data. The remaining visualizations were adapted for textual data as
follows: (1) Word clouds of average values. Average TF-IDF values for individual
words for instances within cluster. There was one cloud per cluster with size of words
increasing with the average. (2) Z-score bar charts as outlined above. Only attributes
with five highest and five lowest Z-score values within each cluster were shown. (3)
Word clouds generated from Z-scores.

4 Research questions

The primary goal of our research was to identify visualizations that are most suitable
for individual tasks (classify, explain, validate) in combination with the type of data
analysed (numerical, textual).

Additionally, we wanted to empirically validate the following two hypotheses:
1. Correctness of answers rises with increasing levels of perceived subjective
comprehensibility.
2. Time needed to complete the survey decreases with increasing levels of
perceived subjective comprehensibility.

5 Case studies

To validate the research questions, we analysed data from two user studies, which
primarily differed in the type of attributes in the input data (only numerical or only
textual). A case with mixed attribute value types was left for future work.

5.1  Telco case study - only numerical attributes

The input dataset was retrieved from the online platform BigML (BigML.com,
2013). It contains information about customer behavior of a telecommunication
company, such as the number and duration of phone calls by time of day (evening, day,
night, ...). This data set was used to train a clustering model. Experimentation with
several algorithms and their parameters led to the choice of the k-means algorithm with
k=5. We then performed a user study assessing the four visualizations listed in section
3.1 in which 55 students from the University of Economics participated.
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Results and discussion. As we expected, the percentage of correct answers for the
classify task was the highest for the decision tree visualization, which had also overall
most correct answers across all three tasks.  Participants working with decision trees
also took on average the shortest time to complete all tasks, this was most pronounced
for the classify task, where they were the fastest overall.

For the two additional hypotheses, we found a statistically significant correlation
between correctness of answers and subjective comprehensibility for all visualizations
independently (p < 0,05). The second hypothesis was not confirmed, as time to
complete rose with increasing subjective comprehensibility (r = 0,318, p = 0,018).
More detailed discussion of results can be found in Gensky, 2018.

5.2 Twitter case study - textual dataset

The second case study used Twitter data for document clustering. The data set used
contained approximately three million tweets known as “Russian troll tweets”, which
were posted during the U.S. Presidential Election campaign in 2016 (U.S. House of
Representatives, 2017). As in the previous case study, after experimentation with
several algorithms and settings, the dataset was clustered with k-means (k=6). We
sought to make our research transparent by pre-registering our hypotheses, procedure,
and planned analyses prior to data collection with the Open Science Foundation at
osf.io.

We then performed a user study assessing the three visualizations listed in section
3.3 in which 188 respondents recruited via the Prolific Academic crowdsourcing
platform participated. Pre-screening of participants assured that only respondents with
higher education (BA, MSc or PhD) and living in English-speaking countries (Ireland,
US and UK) were eligible. Additional filtering was performed by three simple
validation questions about U.S. Presidential Election campaign in 2016.

Results and discussion. We confirmed our assumption that Word cloud generated
from Z-scores outperforms other two visualizations in terms of the ratio of correct
answers (83 % vs. 70 % and 64 %). The largest difference was observed for the validate
and classify tasks, the explain task had similar ratio for all visualizations. The type of
visualization affects the correctness of answers (p < 0,01) and the type of visualization
plays a statistically significant role in the time taken to complete the questionnaire too
(p < 0,05). Participants working with Word cloud generated from Z-scores took on
average the shortest time to complete the questionnaire (12,91 minutes) but participants
with basic Word cloud took a similar time (13,04 minutes). On the contrary,
participants presented with Z-score charts took on average the longest time (15,3
minutes).

For the two supplementary hypotheses, we found a statistically significant
correlation between correctness of answers and subjective comprehensibility for all
visualizations independently (r = 0,227, p < 0,01). The second hypothesis was also
confirmed. Time needed to complete the survey was found to decrease with increasing
levels of perceived subjective comprehensibility (r = 0,25, p < 0,01).
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6 Conclusion

We conducted two human-subject experiments to find the most suitable visualization
techniques for presenting results of non-hierarchical clustering algorithms. Our
findings indicate that for numerical datasets, decision tree provides the best option. For
textual data, our results lead us to recommend word clouds computed from z-scores. In
future work, we plan to extend this preliminary report with a more detailed account of
the user studies and their results.

Acknowledgment: This paper was supported by grant IGA 33/2017.
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Abstract. In spite of the unquestioned importance of business process modeling
in both the information systems development and the enterprise development, the
methodology standards in this field are still insufficient. One of the most
important aspects that the process models have to cover is the essential unity of
object oriented and process oriented views of a business system. In this paper, we
introduce so-called Process Normalization technique, a part of the MMABP
methodology, as a particular way of methodical covering of this essential unity.
This technique is freely inspired with the famous ‘ancient' Normalization of Data
Structures technique, which we regard as relevant right because of the essential
unity of objects and processes in the business system.

Keywords: business process model, normalization, structured programming,
object orientation, process orientation.

1 Introduction

The ideas expressed in this paper come from the Methodology for Modeling and
Analysis of Business Processes — MMABP [1]. Its Principle of Modeling expresses the
presumption that every organization as an implementation of some business system
(business idea) must be based on the model of the relevant part of the Real World.
MMABP also distinguishes between the Real World: structure (object view) and
behavior in the Real World (process view). In both dimensions, there are two basic
types of model: global (system) view on the system as a whole and detailed (particular)
view on just one element of the system. Sufficient business system modeling
methodology thus has to support both types of models (global and detailed) in both
dimensions (structural and behavioral) and allow working with both dimensions in their
mutual interconnections. At the same time, the methodology has to integrate also both
essential components of a business system: its managerial and technology contents.
Proposed Process Normalization technique tries to cover all those aspects offering a
certain way of integration of the global process map with the process details, intentional
processes with conceptual objects, and the process
structure with their managerial meaning.

To understand the 'business essence' of the collaboration of processes in terms of
ideas of process-driven management [4], one primarily has to differentiate between two
basic functional types of processes. Key processes are those processes in the
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organization that are linked directly to the customer, covering the whole business cycle
from expression of the customer need to its satisfaction with the product / service.
Support processes are linked to the customer indirectly - by means of key processes,
which they are supporting with particular products / services. This way, every process
is ultimately connected to the value for the customer either directly (key process) or
through its services for other processes. Key processes thus represent a specific
enterprise's way of satisfying the customer needs while support processes represent
rather standard functionality often connected with some technology. Consequently, key
processes are very dynamic, often changing, permanently developing, every instance is
an original. Support processes are mostly static, stable, offering standardized and
multiply usable services. Therefore, the main effort in the process of creating the
conception of the system of processes must be establishing the equilibrium of needed
dynamics of key processes on one hand and the necessary stability of the system ensured
with its maximally standard support processes. The proposed technique for process
normalization contributes to the keeping of the above-mentioned equilibrium. It forces
the modeler to respect the essential relationships among particular types of process
structures and corresponding structures of business objects, what is explained in more
detail in the following sections.

2 Process normalization technique

Normalization of processes is a technique freely inspired with the Normalization of
Data Structures technique firstly introduced by E.F.Codd in [2], then elaborated in
further detail with R.F.Boyce in [3] and comprehensively explained in [9]. Although
the original Codd's intention was mainly technical in terms of a database system design,
this technique started uncovering the essential Principle of Modeling in the field of
information systems development that has been later defined by P.Chen in [5]. As this
principle is essential also in terms of its validity in all dimensions of the Real World
models, it has to be valid even for process descriptions. Regarding this fact together
with the aforementioned essential unity of objects and processes in the business system
as it is defined in MMABP [1], the goals of the Normalization of Processes are:
(a) To reduce redundancy of process activities. (b) To ensure that all activities and non-
initial events are dependent on the initial event. (c) To eliminate unnecessary hidden
dependency relationships within a process.

Redundancy of process activities means unnecessary repeating of activities with
essentially the same content and meaning in different processes. Unrecognized
redundant occurrence of activities with the same contents in different processes is one
of typical consequences of hierarchical organization mentioned by Hammer in [4] as a
'symptom of broken processes'. The goal (b): unconditional clear dependency of all
activities on the initial event is a certain way to ensuring the relationship to the
customer-oriented value of the performance of the company. This goal, together with
the goal (c): no hidden dependencies support mainly the principle of key processes as
centerlines of the final meaning of all activities in the organizations. Using the Process
Normalization technique the key processes are relieved of all activities, which signalize
the existence of possible process goals, other than the primary process goal, expressed
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with the dependency on the initial event. These supportive process sub-goals usually
signalize the existence of other, more general, sub-processes, which are focused on
some specific goal and are hidden in the body of the normalized process. These
processes represent the set of supporting actions with more general meaning that are
necessary as a step on the way to the final process target. Their general meaning is then
the reason for their removal from the body of the normalized process and establishing
them as standalone support processes. This way the normalized process is freed of all
non-essential activities that are removed to more general support processes and the
necessary relationships between the original process and the new ones are uncovered
in terms of the meaning of support activities in the context of the goal of the normalized
process.

3 The procedure of process normalization

The procedure of process normalization is a simple sequence of steps by particular
normal forms. The input assumptions for the normalizing procedure are:

(i) the logical process represents a part of the Real World consisting of natural process
chains and their relationships.

(ii) Each activity in the process represents an activity from some natural process chain
or relationship among process chains.

(iii) Each event in the process represents an activity of some external actor or related
(collaborating) process chain.

(iv) Each natural process chain hidden in the logical process can be uniquely identified
by some event or by a logical structure of events. Such event (structure of events)
we call "initial event'.

The initial condition for each step is that the process is in the previous normal form (i.e.
fulfills its required characteristics).

1st Normal Form (iterative generalizable structures free). The process is in the 1st
Normal Form if the bodies of all its repeating non-elementary structural parts
(iterations) have been removed to standalone processes and replaced with process
states.

2nd Normal Form (alternative generalizable structures free).The process is in the
2nd Normal Form if it is in the 1st Normal Form and the bodies of all its mutually
alternative non-elementary structural parts (selections) have been removed to
standalone processes and replaced with process states.

3rd Normal Form (parallel generalizable structures free). The process is in the 3rd
Normal Form if it is in the 2nd Normal Form and the bodies of all its mutually parallel
non-elementary structural parts (simultaneities) have been removed to standalone
processes and replaced with process states.
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4th Normal Form (hidden generalizable sub-structures free). The process is in the
4th Normal Form if it is in the 3rd Normal Form and the bodies of all its non-elementary
structural parts (sequences) which are not fully specific to the starting event of the
process have been removed to standalone processes and replaced with process states.

Figure 1. Example of the unnormalized process.

After removal from the original process, the removed part of the process always
represents some business system object. Its starting event is the request from the
original process, and its product represents the requested service together with the
corresponding return event. This way the original single process transforms to the
system of mutually collaborating processes where the rest of the original (source)
process plays the role of the key process and other processes, removed parts of the
source process, are its supporting processes. All processes in the system are mutually
tied with the services, what is the consequence of the fact that originally they all came
from the same single process. The example of source, not yet normalized process at
Figure 1 shows the identified repeating parts of the process in red circles.

Figure 2 shows the process transformed to the 1st normal form. Repeating parts have
been removed and replaced with the process states. Each state represents the waiting
for the service from the newly created supporting process. Example also shows that
each removed part of the process corresponds with some business object (Order,
Production, Payment).
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Figure 2 Example of the process in the 1st normal form.

Figure 3 shows the resulting process system after the full normalization of the source
process. Firstly removed parts are represented by support processes Order Step
Management, Production Step Management and Payment Management. Other support
processes have been created during the transformation to higher normal forms either
from the source process or from newly created support processes.
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Figure 3 Resulting process system

4 Conclusions

From the point of view of the process system, the Process Normalization is as a way of
uncovering the natural supporting processes, hidden in the body of the given process.
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The ordering of the steps is important; to be able to correctly interpret alternative sub-
structures (branches) in the process one has to remove all repeated structures of
activities first (1st to 2nd Normal Form) as the decision about the repetition (end of the
loop) might be incorrectly interpreted as a fork signalizing mutually alternative sub-
structures. Seeking for parallel structures does not make sense between different
alternative structures so the structure has to be in the 2nd normal form before it can be
transformed to the 3rd normal form. Similarly, identified sub-structure cannot overstep
the border between alternative nor parallel branches of the process. These rules
generally follow from the theory of structured thinking most comprehensively
described in [6] and [7]. More information about the process normalization technique
together with the example and deeper discussion of its essential consequences can be
found in [8].
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Abstrakt. V piispévku jsou popsany cile a souCasny stav feSeni Ceské Casti
mezinarodniho projektu, ktery sdruzuje zemé podunajského regionu. Za podpory
Evropské unie a jejiho programu pro regionalni rozvoj Interreg ma projekt za
ukol zdokonalit podminky pro inovace. Na zdklad¢ zmapovani soucasného stavu
vyuzivani prav dusevniho vlastnictvi (IPR), zejména z primyslové oblasti, klade
si projekt za cil vytvorit nadstavbu k souasnym bazim dat, kterymi disponuji
patentové Ufady, univerzitni knihovny, technické Casopisy a obdobné datové
zdroje ziCastnénych zemi. Tato nadstavba propoji jednotlivé databaze a umozni
ziskavat informace o technickych feSenich uzivatelsky ptijemnéj$im zptisobem a
v komplexngjsi formé.

Klicova slova: dusevni vlastnictvi, pfenos technologii, patenty, primyslové
vzory

1 Uvod

Cilem projektu je zlepseni ramcovych podminek inovacnich procesti v zemich patiicich
do povodi Dunaje. Projekt je soucasti mezinarodniho programu INTERREG
DANUBE, jehoz programové tizemi pokryva ¢trnact zemi stfedni a jihovychodni
Evropy od jizniho Némecka po Bulharsko. Konkrétné se jedna o cast programu
»lnnovative and socially responsible Danube region®, kterd ma rozpocet téméf
76 000 000 €. Nazev projektu KnowING IPR je akronymem pro ,, Fostering Innovation
in the Danube Region through Knowledge Engineering and Intelectual Property Rights
(IPR) Management*. Projekt je disledkem pfiznani vyznamu IPR pro ekonomicky
rozvoj, prezentovany napt. v [2], [4] nebo [5].

KnowING IPR poskytne platformu voln¢ ptistupnych prostiedkti pro analyzu
IPR a navody pro zlepSeni a harmonizaci IPR podminek v regionu Dunaj. Zajisti
bohatsi informacni zdroje o stavajicich inovacich, vysledcich vyzkumu, patentech a
IPR znalostech a zlepsi podminky pro komercionalizaci vysledkd vyzkumu a transfer
technologii (TT). Jednd se o pionyrsky pocin: vyuziti pokrocilych technologii
znalostniho inzenyrstvi v oblasti IPR. Umozni se tim sdilené vyuzivani existujicich
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inovaci a zlepSeni ptilezitosti pro spolupraci zalozenou na IPR (piedavani a prebirani
znalosti a licenci). Projekt otevie dosud priskrceny trh IPR a podniti investice do
inovaci. Véfime, Ze také vytvori konkurenéni vyhodu pro mensi podniky, vysoké skoly
a vyzkumné instituce dunajského regionu. Koneénym produktem projektu bude volné
pristupny ,,znalostni hub®, sdruzujici jednotlivé databaze, umoznujici jejich simultanni
dotazovani a poskytujici pokrocilé analytické funkce. Tento znalostni systém bude
pracovat v on-line rezimu a bude umét zodpovédét dotazy typu ,,Kolik stoji patentova
prihlaska v Rumunsku?”, , Kdy vyprsi platnost patentu X v Mad’arsku?* apod.

2 Zpisob feSeni

Do projektu se zapojilo celkem Sestnact partnerd z univerzit, vyzkumnych instituci a
vladnich Gfadil ze tiinacti riznych zemi. ReSeni bylo zahdjeno 1. 7. 2018 a bude
probihat do 30. 6. 2021 s rozpoétem 2 149 800 €, z ndhoz 270 000 € ptipadne na ZCU
v Plzni.
2019. Tato ¢ast ma za ikol popsat v jednotlivych zemich aktualni stav IPR, TT, zejména
pak datové kolekce a jejich soucasnou i potencialni pouzitelnost v projektu. Obdobnym
zpusobem je provadéno ohodnoceni mezindrodnich databazi a vyznamnych databazi
instituci z tfetich zemi, jako je napt. PATSTAT (European Patent Office), PatentScope
(World Intellectual Property Organization), ¢i USPTO (United States Patent and
Trademark Office). Za relevantni jsou povazovany i védecké a firemni databaze, jako
jsou ACM Digital Library, CiteSeer, DBLP, Google Scholar, Microsoft Academic
Graph, PubMed, Scopus, SemanticScholar, Web of Science, apod.

Po etapé€ vyhodnocujici vhodnost a dosazitelnost dat, nasleduje jejich akvizice.
Touto ¢innosti je povéiena ¢ast nazvana Data Acquisition Module (DAM). Data jsou
ke stazeni z webovych stranek v ruznych formatech, nejcastéji ve formatu XML a
JSON, ale také HTML, CSV, XSL, TXT, ZIP nebo PDF. Je proto nutné pied ukladanim
provést jejich konverzi a parsing do formatu JSON importovatelného do nerelacni DB
(viz nize). Vyznamné patentové databaze ptitom maji rozsah dat i pres 100 GB.

Dalsi funkei souvisejici se stazenim a ulozenim dat je jejich aktualizace.
Administraéni modul musi v pravidelnych intervalech kontrolovat URL stahovanych
dat, pomoci ¢asovych razitek rozpoznat, zda neobsahuji nova data a ptipadné rovnou
provést jejich stazeni, ¢i upozornit na potiebu manudlniho stazeni administratora
systému.

Vyvoj a struktura akviziéniho modulu jsou vyznamné ovlivnény zvolenym
databazovym systémem (DBMS), ktery obhospodatuje hlavni, tzv. zdrojovou databazi
s udaji o patentech a ¢lancich. Po zvazeni prednosti i nedostatkii tradi¢nich relacnich
versus NoSQL databazi byl jako primarni DBMS vybran MongoDB, ktery se jiz dfive
osveédcil pti zpracovani nestrukturovanych dat ve znalostnich aplikacich [1]. Zdrojova
databaze, modelovana v nerelacni architektufe MongoDB bude obsahovat dva typy
kolekei: pro publikace a pro patenty.

Kazdéa z kolekci bude ukladat dokumenty z odlisnych datovych zdroji, jejichz
struktura se sice bude liSit, ale Casti jako osoby, firmy apod. budou soucasti obou.
Jelikoz MongoDB je dokumentografickd databaze, jejimi zdkladnimi prvky jsou
dokumenty, které mohou mit riznou strukturu. Stazena a extrahovana data, pripadné
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prevedena do JSON formatu, jsou ¢aste¢né restrukturovana pted uloZzenim do cilové
databaze systému MongoDB. DAM provadi také kontrolu a odstranéni duplicit
v zaznamech a uréeni klicovych slov pro kazdy zaznam.

Dva zakladni typy kolekci znamenaji také dva zpisoby feseni cilové databaze:

e Separatni MongoDB kolekce pro publikace a pro patenty pro kazdy datovy zdroj.
¢ Jedinou spolecnou cilovou kolekei pro kazdy typ dat.

Zvolen byl druhy zpisob, pro jednodussi vkladani i dotazovani, pracujici pouze se
dvéma globalnimi kolekcemi: patents a publications.

S daty uloZenymi ve zdrojové databazi nadale pracuje Data Analysis and
Processing Module (DAPM). Oproti databazové orientovanému DAM, je DAPM
povéfen znalostnimi funkcemi. Vyhodnocuje a zpracovava IPR dotazy uzivateli a
uklada odezvy na dotazy uzivateld prostiednictvim Report Generation Module (RGM)
a Core Communication Controller (CCC) do znalostni databaze (Knowledge Database
- KD). KD je SQL databéze realizovana na bazi systému MariaDB. DAMP, RGM a
CCC tvoii tzv. Knowledge Generation Core (KGC).

Po zadani dotazu uzivatelem pies webovou aplikaci probihaji nasledujici aktivity:
4. Predani dotazu do KGC, jeho lemmatizace a extrakce klicovych slov.
5. DAPM ov¢éti, zda dotaz byl jiz zadan v minulosti.
6. Pokud byl, vybere se odpovéd’ z KD a je pfedana uZivateli.
7. Pokud nebyl, je dotazana zdrojova (NoSQL) databaze a pfipadné web. Ze seznamu
navracenych vysledkd je vytvorena odpovéd’ v JSON formé a je zaslana tazateli.
8. Nove ziskana odpovéd’ se spolu s dotazem zaznamena do KD (viz Obr. 1).

PATSTAT

Data Acquisition
Sources Module
DB ¢\[

Knowledge Report Generation Web
DB Module Application

I
I
]
1
1
1
1

Obr. 1: Blokovy diagram se schématem projektovych modull a databazi
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3 Soucasny stav projektu

Regitelé projektu byli pomé&mé piesné instruovani, jak postupovat p¥i analyze situace
IPR v jednotlivych zemich. Instrukce zahrnovaly anketni otazky, na které odpovidali
experti z akademické, pramyslové i politické sféry. Pro vyhodnoceni anketni ¢asti byl
usporadan workshop s Gcasti expertil, ktery formuloval zavéry hodnoceni stavu IPR
v CR a jeho vliv na vyzkum a vyvoj. Provedend SWOT analyza vénovala zvlastni
pozornost tém slabym strankdm vyuziti IPR, které jsou ovlivnitelné realizaci projektu
KnowlING IPR. Jedna se zejména o:

nedokonalé resersni patentové sluzby,
nakladné pravni poradenstvi,
rozmanitost informacnich zdroju a jejich obtiznou pristupnost.

Z téchto divodi bylo rozhodnuto v akvizicni fazi stdhnout data z narodnich
patentovych databazi alesponi z ¢asti dostupnych v anglickém jazyce. Na této Gloze se
podili kazdy z narodnich tymii. My jsme se zaméfili na ziskani a propojeni dat z eské
a evropské databaze patent.

4 Zavér

Propojeni databazi je pouze prvym krokem k vytvoreni znalostniho systému, jenz
dataminingové komunité zptistupni velké mnozstvi heterogennich dat z oblasti patentt.
Baze dokumentti i znalosti se vSak musi prubézné dopliiovat a meénit. Vytvoreni
dynamického znalostniho systému, ktery bude obdobné jako v [3] pracovat v rezimu
»Never Ending Learning™ je proto nasim dal$im cilem.

Podékovani: Tento piispévek vznikl s podporou programu Interreg Danube, projektu
,, KnowING IPR: Fostering Innovation in the Danube Region Through Knowledge
Engineering and IPR Management* (&islo projektu DTP2-076-1.1).
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Abstrakt. Sirenie medicinskych dezinformécii predstavuje jeden z typov
antisocialneho spravania, ktory ma vazny presah do fyzického sveta (napr. l'udia
moézu pod vplyvom falo$ne interpretovanych informacii odmietnut’ konkrétny
typ lie¢by). Hoci v doméne sprav a politickych dezinformacii boli dosiahnuté
prvé vysledky v ich automatickom odhal'ovani, vyskum falo$nych informacii v
doméne mediciny je stale len na zaciatku. V prispevku predstavujeme nas pristup
k tomuto problému, na ktory sa zameriavame v ramci prebiehajuceho projektu
MISDEED. Vyuzivame pritom overené¢ medicinske tvrdenia, ktoré sa snazime
mapovat’ na ¢lanky zo spolahlivych, ale predov§etkym nespolahlivych zdrojov.
V préci sa zameriavame aj na zapojenie odbornikov (lekarov) do procesu ucenia
datovo-zalozenych metod, ako aj na stratégie argumentacie cielené na laicka
verejnost’.

Kricové slova: projekt MISDEED, medicinske dezinformacie, antisocialne
spravanie, medicinske tvrdenia, detekcia, argumentacné stratégie

1 Falo$né informacie v medicine

Antisocialne spravanie a konkrétne Sirenie faloSnych informacii je aktualny
spolocensky, ako aj vyskumny problém, o com sved¢i aj pocet prehladovych ¢lankov
vydanych v poslednych dvoch az troch rokoch [2, 4, 6, 7]. Va&§ina pozornosti sa pritom
zameriava na doménu falo$nych (politickych) sprav a menej na doménu mediciny,
ktora ma vsak priamy dopad na zdravie a zivot l'udi.

AvSak aj vtejto doméne existuji prvé prace zamerané predovSetkym na
charakterizaciu faloSnych medicinskych informacii a ¢iastocne aj na ich automaticka
detekciu. Dhoju, Rony a Hassan analyzovali rozdiely medzi medicinskymi ¢lankami zo
spolahlivych a nespolahlivych zdrojov [1], ¢o predstavuje dobry zadklad pre
identifikdciu vhodnych ¢t pre automaticka detekciu faloSnych (nespolahlivych)
informacii v medicine. Ghenai a Mejova sa zamerali na identifikdciu nespolahlivych
(nepotvrdenych) medicinskych sprdv na socialnej sieti, ako aj na identifikaciu
pouzivatelov, ktori ich $iria [3]. Zaujimavym vystupom ich prace je predovsetkym

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 97-101.
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slovnik nepotvrdenych sposobov liec¢by rakoviny, ktory pouzili pri identifikacii sprav
na socialnej sietil. Vplyv falo$nych a nespolahlivych medicinskych informacii pri
vyhl'adavani na tvorbu nazorov pouzivatel'ov o efektivnosti roznych spdsobov lie¢by
bol skiimany v [5], priGom sa potvrdil ich vplyv, ked’ze l'udia maju tendenciu
doverovat’ tomu, ¢o ndjdu na webe (a je to vysoko vo vysledkoch vyhl'adavania).

Na falo$né a nespol'ahlivé informacie v doméne mediciny sa zameriavame aj v
bilateralnom projekte MISDEED (Detekcia falosnych informacii a dezinformacii v
doméne zdravotnictva)?, ktory rieSime v spolupraci s Univerzitou Bar-1lan v Tel Avive
V Izraeli. Na zaklade analyzy su¢asného stavu poznania sme si v projekte zadefinovali
nasledovné ciele:

1. Vyvinut' metody detekcie medicinskych falosnych a nespolahlivych informacii
a sposobov ich vyvracania — dali sme si za ciel’ zlepSit automaticku detekciu
medicinskych falo$nych informacii s vyuzitim informacii v podobe dynamiky ich
Sirenia, zdrojov, z ktorych sa §iria a pod. Zameriavame sa tieZ na vyuZitie overenych
medicinskych tvrdeni, ktoré moézu pomdct’ pri detekcii. V ramci tohto ciela
planujeme vytvorit' rozsiahlu datovii mnozinu medicinskych ¢lankov a knim
prisluchajucich overenych medicinskych tvrdeni.

2. Preskumat’ moznosti spoluprdce medzi ludskymi expertmi (lekdarmi) a ddtovo-
orientovanymi metodami — zameriame sa predovSetkym na vyskum aktivneho
ucenia. Aby sme podnietili interakciu a zdielanie znalosti medzi datovo-
orientovanymi metodami a expertnymi, ako aj laickymi pouzivate'mi, planujeme
vyvinit” komunitna platformu otdzok a odpovedi (CQA - Community Question
Answering).

3. Zmiernit dopad falosnych medicinskych informdcii — planujeme skiimat’ spésoby
prezentovania overenych medicinskych tvrdeni a dalSich argumentov laickej
verejnosti s vyuzitim optimalnych (a potencialne personalizovanych) stratégii
argumentacie.

Vo zvysku ¢lanku prezentujeme nas aktualny pokrok na projekte po zhruba polroku
jeho riesenia, ako aj najblizsie planované d’alsie kroky.

2 Detekcia s vyuZitim overenych medicinskych tvrdeni

Kedze doména medicinskych informacii ma viaceré Specifika (vyplyvajuce napr.
z Castého preberania tych istych informacii viacerymi zdrojmi aich opakovanym
vyskytom v Case, tazkostami pri automatickom overovani pravdivosti medicinskych
tvrdeni, ale aj z pritomnosti autoritativnych zdrojov), vytvorili sme v prvom kroku
konceptualny model medicinskych (dez)informdcii, ktory zahfia nasledovné koncepty:

— Medicinske tvrdenie. Ide o opakujici sa lekarmi a vyskumom podporovany alebo
nepodporovany medicinsky vyrok (napr. ,,Vakcinacia spdsobuje autizmus.®).

! https://cs.uwaterloo.ca/~aghenai/data.html
2 https://misdeed.fiit.stuba.sk/
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Tvrdenie moze byt definované striktne v podobe vyroku, ale aj vol'nejSie pomocou
klucovych slov (resp. dopytu).

— Relevantny dokument. Je to dokument, ktory obsahuje dany vyrok, pricom k nemu
moéze zaujimat’ rozne stanovisko (pozitivne, t. j. podporné, neutralne alebo
negativne, t. j. odmietavé). Moze ist’ pritom bud’ o dokumenty overujtce fakty® alebo
o vyskumné ¢lanky z domény mediciny, ktoré st dostupné napr. v databaze
PubMed*, alebo o ¢lanky z réznych zdrojov, pri¢om ciel'om je overit’ich pravdivost’.

— Zdroj. Ide o portal, na ktorom bol ¢lanok uverejneny. Modzeme modelovat
doveryhodnost’ zdroja, pricom nam moézu posluzit zoznamy nedéveryhodnych
zdrojovs.

V nadvéznosti na navrhnuty konceptudlny model sme identifikovali ¢iastkové ulohy,
ktoré st potrebné pri verifikacii pravdivosti ¢lanku, resp. detekcii (klasifikécii)
falo$nych informacii. Z nich s pre nas relevantné najmi klasifikdacia (ohodnotenie)
relevantnosti dokumentov — urcenie, ¢i je dany dokument relevantny pre zvolené
medicinske tvrdenie, t. j. ¢i dokument obsahuje zvolené tvrdenie (resp. ¢i zodpoveda
dopytu, ktorym je reprezentované zvolené tvrdenie) a klasifikacia (identifikdcia)
stanoviska, kedy je ciel'om rozlisit,, aké stanovisko (pozitivne, t. j. podporné, neutralne
alebo negativne, t. j. odmietavé) dokument relevantny pre zvolené tvrdenie zaujima k
tomuto tvrdeniu. Ak dokument podporuje nepravdivé (resp. neoverené,
nepodporované) tvrdenie, moézeme o clanku prehlasit, ze je nepravdivy (resp.
neddveryhodny).

Aby sme naplnili navrhnuty model, identifikovali sme zoznam 45 nespol’ahlivych
zdrojov medicinskych informacii prevazne v anglickom jazyku (napr. siet’ stranok
Natural news alebo Health impact news), ako aj zoznam asi 24 spol’ahlivych zdrojov
(napr. NY Times, World Health Organization alebo Health Advocate). Clanky z tychto
zdrojov stahujeme pomocou platformy Monant [8] vyvinutej na FIIT STU v Bratislave.
Aktualne (september 2019) mame stiahnutych vyse 135 000 ¢lankov zo spol’ahlivych
a nespolahlivych zdrojov, pri¢om tento pocet v ¢ase neustale narasta. Okrem toho sme
identifikovali vySe 10 fakty overujucich portalov (angl. fact-checking sites, napr.
Snopes alebo Metafact), z ktorych sme stiahli viac ako 1200 overenych tvrdeni z oblasti
mediciny.

Dal§im krokom je mapovanie tychto tvrdeni na jednotlivé &lanky, kde v prvom
kroku vychadzame zprace [9]. Vychadzajic ztejto prace sme navrhli metédu
identifikacie pritomnosti tvrdenia v ¢lanku. Kazdé medicinske tvrdenie ziskané z fakty
overujucich portilov je spracované do podoby dopytu, pri¢om vyuZivame
transformaciu tvrdenia na N-gramy a dopyt rozsirujeme o synonyma (resp. suvisiace
slova) ziskané pomocou vektorovej reprezentacie slov s vyuZzitim kniznice fastTexts.
Vsetky dokumenty (¢lanky), ktoré zodpovedaji (nad zvolent prahovu hodnotu skore)
takto ziskanému dopytu (dopytom), oznacujeme ako obsahujuce vyhl'adavané tvrdenie.

Krok identifikacie pritomnosti tvrdeni v ¢lankoch (t. j. mapovanie tvrdeni na
¢lanky) nam umoziuje identifikovat, aka je frekvencia vyskytu jednotlivych tvrdeni,

3 Napr. https://www.snopes.com/

4 https://www.nchi.nlm.nih.gov/pubmed/
5 https://www.konspiratori.sk/

6 https:/fasttext.cc/
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ale mozeme d’'alej skiimat’ aj dynamiku Sirenia tvrdeni (v ¢ase, medzi strankami a pod.).
Ziskavame tak tieZ vyznamnt ¢rtu pre automaticku detekciu falosnych medicinskych
informacii a tieZ informaciu pouZzitelnu pre argumentaciu, preco je dana informacia
oznacena ako falosna alebo minimalne nespolahliva.

3 DalSia praca

Dalsia praca vyplyva zcielov projektu. Planujeme overit navrhnuti metodu
mapovania ziskanych tvrdeni na mnozinu stiahnutych c¢lankov, pricom aktualne
pracujeme na ziskani expertne oznackovanej datovej vzorky. Dalsim krokom bude
urCenie stanoviska c¢lankov k danému tvrdeniu. Takto oznackované clanky (na
pritomnost’ tvrdenia a postoj ¢lanku k nemu) nam budu sluzit’ ako trénovacia vzorka
pre ucenie metdd automatickej detekcie falosnych medicinskych informacii.

Dalej sa zameriame na metddy aktivneho udenia, aby sme vyuzili znalosti expertov
(lekarov). Na projekte spolupracujeme s lekarom z Lovcov $arlatanov’, ktorého by sme
chceli zapojit’ do znackovania pravdivosti ¢lankov, ¢i uz vo faze pripravy trénovacich
dat, resp. verifikdcie namapovanych tvrdeni na jednotlivé Elanky alebo vo faze
trénovania (t. j. v procese aktivneho ucenia). Predpokladame vsak aj zapojenie d’al$ich
expertov, pripadne aj laickych pouzivatel'ov v ramci vyuzitia mudrosti davu.

V ramci zmiernovania dopadu falo$nych medicinskych sprav planujeme preskamat’
rozne stratégie argumentacie, preco je dany Clanok oznaCeny za falo$ny alebo
nespol’ahlivy. Dolezitym aspektom je pritom vysvetlitelnost pouzitych metod
strojového ucenia, ¢o je tiez jeden z vyskumnych problémov, na ktoré sa zameriavame
V ramci projektu.

Pod’akovanie: Tento prispevok vznikol vd’aka Ciastocnej podpore Agentury na
podporu vyskumu a vyvoja v ramci projektu ¢. APVV SK-1L-RD-18-0004.
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Abstrakt. Vyskum v oblasti detekcie, charakterizacie a mitigacie antisocialneho
spravania sprevadza mnozstvo otvorenych problémov a vyskumnych vyziev.
Najvicsie z nich suvisia s nedostatkom dat, absenciou platformy pre nasadenie
navrhnutych metéd, ako aj nedostatoéné porozumenie, ako pouzivatelia
interaguju a konzumuju antisocidlny obsah. V prispevku predstavujeme tri
vyskumné smerovania, v ktorych adresujeme tieto otvorené problémy v ramci
prebiechajuceho projektu  REBELION. Pre ziskanie vacsich a atributovo
bohatsich datovych sad predstavujeme experimentalnu platformu Monant. Déta
zozbierané touto platformou nasledne umoziujii vykonavat' vyskum novych
typov metéd pre charakterizaciu a detekciu antisocidlneho spravania.
V neposlednom rade sme vykonali §tudie spravania pouZzivatel'ov pri interakcii
a konzumacii antisocialneho obsahu.

KPicové slova: projekt REBELION, antisocialne spravanie, platforma Monant,
charakterizacia a detekcia antisocialneho spravania, strojové ucenie, mitigacia
nasledkov prejavov a nasledkov antisocialneho spravania

1 Uvod

Antisocialne spravanie V online prostredi (Sirenie dezinformacii, trolovanie, hejtovanie,
kybersikana, atd’.) sa vzhladom na kriticky dopad pre spolo¢nost’ stalo predmetom
multidisciplinarneho vyskumu, ktory prirodzene zahffia aj oblast informacnych
technoldgii a psycholégie. Velké mnozstvo vyskumu v tejto oblasti dokumentuje
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viacero nedavnych prehl'adovych ¢lankov [1,2,5,6]. V ramci existujucich vyskumnych
publikacii je mozné identifikovat’ tri hlavné vyskumné ulohy:

— Charakterizéicia. Ulohou prvej skupiny pristupov je charakterizovat’ antisocialne
spravanie analyzovanim jeho prejavov a opisovanim jeho zakladnych charakteristik.
Primarnym predmetom skumania je obsah a pouZzivatelia, ktori ho vytvaraju.
V mensej miere sa skiima aj kontext (napr. zdroje alebo Sirenie falosnych sprav).

— Detekcia. Druha najvicsia skupina pristupov sa zameriava na automaticka alebo
semi-automatickt detekciu antisocialneho spravania. Vyuzivaji sa tu vo velkej
miere techniky umelej inteligencie (predovsetkym strojového uéenia a spracovania
prirodzeného jazyka).

— Mitigdcia. Ulohou mitigaénych pristupov je regulovat’ alebo eliminovat’ vyskyt
antisocialneho spravania ajeho negativnych do6sledkov. Doterajsi vyskum
mitigaénych pristupov je len v pociatkoch a poskytuje Siroky potencial pre d’alsie
vyskumné aktivity.

Charakterizacia, detekcia a mitigacia antisocialneho spravania je predmetom skiimania
aj vnaSom projekte REBELION (Automatizované rozpozndvanie antisocialneho
spravania v online komunitach)*. Projekt sa zameriava na vyskum novych modelov a
metod pre automatizované rozpoznavanie antisocialneho spravania v online prostredi.
Ciele azameranie projektu REBELION sme detailnejSie  predstavili
Vv predchadzajucom prispevku [4].

2 Vyskumné smerovanie a prvotné vysledky

Na zaklade existujicich publikacii, otvorenych problémov a vyskumnych vyziev sme
identifikovali ako klu¢ové pre dal§i rozvoj vyskumu charakterizicie, detekcie
a mitigacie antisocialneho spravania tri vyskumné smery:

— Adresovanie velkého mnozstva neoznackovanych a dynamickych dat. Vicsina
existujucich metodd vyzaduje oznackované data a vyuziva najmé strojové ucenie s
ucitel'om. Existujice oznackované datové sady vsak nedosahuji potrebnt velkost’,
prip. st anotované automaticky s vyuzitim vel'mi zjednodusenej heuristiky (napr.
spravy st oznackované ako falosné len na zaklade domény, na ktorej boli
publikované). Tieto datové sady su navySe statické a nereflektuji vysoka
dynamickost’ antisocialneho spravania. Rovnako v sucasnosti absentuje platforma,
v ramci ktorej by bolo mozné vytvorené metddy detekcie aplikovat'.

— Sirsie vyuzitie ddt o obsahu, pouzivateloch a kontexte. V suasnosti existujice
metody charakterizacie a detekcie antisocialneho spravania vyuzivaju len mala ¢ast
dostupnych dat o obsahu, pouzivatel'och a kontexte. Zapojenie takychto dat vSak
prinasa moznost’ vyskumu novych typov metdd, ktoré napr. vyuzivaji data
z viacerych zdrojov, vo viacerych jazykoch, z viacerych modalit (text, obrazky,

! https://rebelion. fiit.stuba.sk/
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video), zo SirSicho kontextu (napr. Sirenie antisocialneho spravania, reakcie
pouzivatelov).

— Hladanie novych pristupov k mitigacii. Popri charakterizacii a detekcii, hl'adanie
novych pristupov k mitigacii antisocialneho spravania predstavuje d’alSie dolezité
vyskumné smerovanie. Priestor pre vyskum predstavuje napr. systém pre skoré
varovanie pred vyskytom antisocialneho spravania alebo edukacné nastroje pre
trénovanie pouzivatel'ov v jeho rozpoznavani.

V ramci prvého roku rieSenia projektu REBELION sme v kazdom tomto vyskumnom
smere priniesli prvé vysledky, ktoré predstavujeme v nasledujticich podkapitolach.

2.1 Monant: Platforma pre vyskum antisocialneho spravania

Problém nedostatku dostatoéne velkych a atributovo bohatych datovych sad sme sa
rozhodli vyrieSit' navrhom a implementaciou experimentalnej platformy nazvanej
Monant. Platforma Monant dokaZze priebezne zbierat’ data z médii na webe (novinové
portaly, diskusie, socidlne siete, atd’.) anasledne ich ukladat’ v jednotnej podobe.
Nasledne umoziiuje priamo zaintegrovat’ Siroké spektrum metod pre charakterizaciu
a detekciu antisocidlneho spravania v zozbieranych datach. V neposlednom rade
poskytuje moznost rozsirenia o viacero typov pouZzivatel'skych aplikacii.

Architektara platformy Monant sa sklada z piatich modulov (jednotlivé moduly st
detailnejSie opisané v prispevku [8]): 1) centrdlne uloZisko 2) monitoring webu, 3)
Metody umelej inteligencie, 4) manazment platformy, 5) Koncové pouZivatel'ské
aplikacie.

Vyvinuty prototyp platformy Monant obsahuje prvi verziu implementacie prvych
Styroch vyssie uvedenych modulov. Pri zbere dat sme sa zamerali $pecificky na
dezinformacie, ktoré vramci antisocialneho spravania predstavuju pravdepodobne
najkritickejsi problém.

Platforma Monant je uz aktualne nasadena v produkénej prevadzke, v ramci ktorej
sa pouziva na monitorovanie dezinformacii v oblasti mediciny. Modul monitoringu
webu bol nakonfigurovany pre ziskavanie c¢lankov a diskusii zo 69 zdrojov -
novinovych a blogovacich portalov poskytujucich obsah v anglickom jazyku (medzi
zdrojmi su zastiipené portaly Siriace ako pravdivy, tak aj nepravdivy obsah). Aktualne
(september 2019) obsahuje platforma 135 226 ¢lankov a 455 836 k nim naviazanych
diskusnych prispevkov. Platforma kontinualne jednotlivé zdroje monitoruje, a tak sa
datova sada neustale rozsiruje a poskytuje neustale aktualne data, ¢im sa nam podarilo
vyriesit’ problém dynamicky meniacich sa a pribudajtcich dat.

Vramci platformy Monant adresujeme aj problém neoznackovanych dat.
Analogicky ako je mozné monitorovat’ novinové ¢lanky a blogy, dokdZeme
monitorovat’ aj ¢lanky overujice fakty (angl. fact-checking articles) z portalov ako je
napr. Snopes?. V ramci tychto portalov skupina expertov overuje konkrétne tvrdenia
a poskytuje knim hodnotenie ich pravdivosti aj s prislusnym zdévodnenim.
V aktualnej verzii platformy Monant sme zozbierali viac ako 1 200 takychto ¢lankov
z medicinskej domény a Vv nich verifikovanych tvrdeni. Aktudlne vyvijame sadu metdd,

2 https://www.snopes.com/
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ktoré automaticky vyhodnotia pritomnost’ tvrdenia v ¢lanku (t. j. ¢i sa tvrdenie v ¢lanku
nachadza, nachadza len okrajovo alebo nenachadza vobec) a postoj ¢lanku k tomuto
tvrdeniu (t. j. ¢i ¢lanok tvrdenie podporuje, oponuje mu alebo ho len neutralne
diskutuje). Pre natrénovanie tychto metdd aktudlne prebieha ru¢na anotacia Casti
vsetkych moznych mapovani. Nasledne planujeme vsetky zozbierané ¢lanky oanotovat’
na zaklade vytvorenych metéd a automaticky ziskanych znadiek pre pritomnost
a postoj k tvrdeniu (t. j. ak ¢lanok podporuje nepravdivé tvrdenia alebo oponuje
pravdivym tvrdeniam, bude povazovany za nepravdivy a naopak). Takto vytvorené
znac¢ky budi moct’ byt nasledné pouzité vramci metdd charakterizicie a detekcie
Sirenia dezinformacii.

2.2 Metédy charakterizacie a detekcie antisocialneho spravania

Pocas prvého roku rieSenia projektu REBELION sme navyse navrhli aj prvé verzie
metéd pre charakterizaciu a detekciu falo$nych sprav atrolovania. V ramci
charakterizacie sme napr. poukazali na rozdiel v sentimente, témach alebo Citatel'nosti
textu obsiahnutom v pravdivych a faloSnych spravach. V ramci detekcie falosnych
sprav sme skumali napr. moznosti vyuzitia SirSieho kontextu (konkrétne vytvorenie
novych ¢t odvodenych zo sprav srovnakym obsahom S$irenych na dalSich
doveryhodnych/neddveryhodnych strankach).

Venovali sme sa tiez detekcii trolov a autorit v diskusnych prispevkoch. Vyvinuli
sme viacero modelov ametod zaloZenych na regresnej analyze a genetickom
programovani [3].

2.3  Studie konzumacie antisocialneho spravania

Pre umoznenie vyskumu inovativnych spdsobov mitigacie antisocidlneho spravania
sme zrealizovali §tddiu, ktorej sa z(castnilo 44 stredoskolskych Studentov.
V simulovanom prostredi pripominajiicom portal socialnej siete mali participanti
moznost prezerat’ kolekciu ako falosnych, tak aj pravdivych sprav. Pocas experimentu
sme zbierali implicitni a explicitni spitnii vdzbu a vyuzili sme aj zariadenia na
sledovanie pohladu. Vysledkom $tadie je niekolko zisteni, ako pouzivatelia
konzumujt falo§né/pravdivé spravy a ako tato konzumacia stivisi s mierou ich zaujmu
0 témy obsiahnuté v poskytnutych spravach (samotny experiment ako aj jednotlivé
zistenia st detailnejSie opisané v prispevku [7]).

Oslovili sme tiez pedagogickych a odbornych zamestnancov $kol a zrealizovali sme
neformalne diskusné stretnutia s cielom ziskania skusenosti s prejavmi antisocialneho
spravania u ziakov: jeho pri¢in, poddb vyskytu a vplyvu na dynamiku vztahov. Na
zaklade tychto zisteni mozeme stanovit’ konkrétnejSie ciele pri sledovani implicitnych
motivov a dosledkov takéhoto spravania (predovsetkym prejavov trolovania, flamingu,
kybersikany) u populacie deti a dospievajucich, ktoré patria v tomto kontexte medzi
najviac ohrozené skupiny.
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3 DalSia praca

Dalsia praca na projekte REBELION bude zamerana na rozsirovanie vysledkov v troch
uvedenych vyskumnych smeroch. V ramci platformy Monant planujeme rozsirenie
platformy o modul koncovych aplikacii. Pojde predovsetkym o aplikacie sliziace
Sirokej verejnosti ako sprievodca a pomocnik pri rozliSovani dezinformacii na webe.
V ramci tychto aplikacii planujeme preskiimat’ moznost’ vyuzitia tzv. chatbotov ako
Vv procese detekcie pre komunikaciu medzi metédami strojového ucenia a expertmi
(tzv. aktivne ucenie, angl. active learning) ako aj pre komunikaciu s laickou
verejnostou.

UZ zozbierané data ndm poskytuji moznost pokracovat vo vyskume metdd
charakterizacie a detekcie antisocialneho spravania. Specificky sa planujeme zamerat’
na skimanie multilingvalnej detekcie, detekcie nazorov, analyzy sentimentu a d’al$ich
pokrocilych technik spracovania prirodzeného jazyka. V ramci mitigacie nadviazeme
na vykonané S§tadie, ktoré planujeme rozsirit o experimenty S expertnymi
participantmi, ktori sa profesiondlne venuji detekcii antisocidlneho spravania
(predovsetkym dezinformacii). Dosiahnuté zistenia nasledne zohl'adnime pri navrhu
roéznych argumentaénych stratégii, ako informovat’ pouzivatelov webu o moznom
vyskyte dezinformécii v obsahu, sktorym prave interaguju. V neposlednom rade,
d’al$iu uz rozbehnutt aktivitu tvori priprava prehl'adového ¢lanku zaoberajuceho sa
prehl’adom vyskumu antisocialneho spravania z pohl'adu informatiky.

Pod’akovanie: Tento prispevok vznikol vd’aka Ciastocnej podpore Agentiury na
podporu vyskumu a vyvoja v ramci projektu ¢. APVV-17-0267.
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Abstrakt. Cilem tohoto ptispévku je seznameni ¢tenafe s ulohami, kterymi se
zabyva nase vyzkumna skupina v ramei projektu ,,Vyzkum a vyvoj inteligentnich
komponent pokrocilych technologii pro plzeiiskou metropolitni oblast
(InteCom)“ a jejich $irSim kontextem. Jedna se predevsim o sémantickou analyzu
textu a jeji vyuziti v navaznych tlohach v oblasti zpracovani pfirozeného jazyka
(NLP). V ramci ¢lanku budou rovnéz predstaveny relevantni problémy v dané
oblasti a moznosti aplikaci vysledkll vyzkumu. Déle bude ¢tenai seznamen s cili
a vystupy, které jsou naplanovany v ramci tohoto projektu. Na zavér popiSeme
vysledky, které byly dosazeny béhem prvniho roku a pul feseni projektu.

Klicova slova: InteCom, sémanticka analyza, zpracovani pfirozeného jazyka

1 Predstaveni projektu

Cilem vyzkumného zadméru Inteligentni komponenty pokro¢ilych technologii je
vyvinout IT technologie Skalovatelné cenou a vykonovymi parametry, které prevedou
stavajici teorie, poznatky, principy, metody a algoritmy z oblasti automatizace,
robotiky, umélé inteligence, monitorovani, diagnostiky a zpracovani signalti do formy,
ktera vyznamné urychli a zviditelni moznost jejich uplatnéni v praxi. Zamér se sklada
ze i1 vyzkumnych témat:

— robotické a fidici technologie,
— diagnostické a rozhodovaci technologie,
— monitorovaci technologie.

Vysledky projektu jsou orientovany k aplikacim ve vyrobé, doprave, energetice,
zdravotnictvi, vefejné sprave, telekomunikacich a dalSich oblastech lidské cinnosti.
Jejich uspésné uplatnéni v produktech a procesech konkrétnich podnikd a instituci
vyznamné posili a rozsiii spolupraci vyzkumného centra NTIS s aplikacni sférou.

P. Butka, F. Babic, J. Paralic (eds.)
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Projekt je financovany Ministerstvem $kolstvi, mladeze a t€lovychovy z operacniho
programu EU Vyzkum, vyvoj a vzdélavani v ramci vyzvy Predaplikacni vyzkum pro
ITI plzenské metropolitni oblasti.

Zpracovani prirozeného jazyka se fesi v ramci druhého vyzkumného tématu,
diagnostické a rozhodovaci technologie.

2 Zpracovani prirozeného jazyka

Kli¢ovou oblasti, kterou se budeme zabyvat v ramci feSeni tohoto projektu, je
sémantickd analyza textu [10,7] a jeji vyuziti v ndvaznych ulohach zpracovani
pfirozeného jazyka (NLP). Sémantickd analyza se zabyva zplisoby reprezentace
vyznamu piirozeného jazyka a lepsi reprezentace vyznamné prispéje ke zlepSeni
vysledk fady dals§ich NLP 1loh napi. klasifikace dokumentl, rozpoznavani
pojmenovanych entit, analyza polarity textu, automaticka sumarizace, strojovy pieklad
a dalsi.

Sémanticka analyza (porozuméni) jednotlivych slov v textu a zaroven strojové uceni
s u¢itelem dnes dosahuji velmi dobrych vysledku. Tyto metody bohuzel maji své limity:
sémanticka analyza jednotlivych izolovanych slov neuvazuje kontext, ktery je ale pro
vyznam a pochopeni textu kliovy. Strojové uceni s ucitelem vyzaduje rucni tvorbu
trénovacich dat a dalSich jazykovych prostiedki, coz je Casové i finanéné€ velmi
nakladné. V obou ptipadech nastava problém pii zméné cilového jazyka nebo i pfi
adaptaci na jinou doménu. Vyse uvedené limity je mozno piekonat pomoci metod bez
ucitele [11] (nebo s jeho ¢asteCnou pomoci) a s vyuzitim modeld schopnych analyzovat
vice jazyki [6]), které jsou zaroven jazykove / doménove témer nezavislé. Vybornych
vysledku Ize také dosahnout s vyuzitim (hlubokych) neuronovych siti [3].

3 Relevantni problémy

Vétsina pristupll v oblasti analyzy textu (v€. automatické klasifikace dokumentt,
prifazeni kli¢ovych slov, detekce pojmenovanych entit, apod.) vyuziva sémantickou
informaci pouze ve velmi omezené mire. Tyto metody zpravidla neberou v uvahu
kontext

a jeho strukturu (vztahy mezi slovy a jejich slovosled) a sémantiku textu ¢asto vnimaji
jen jako bag-of-words.

Tyto pfistupy jsou zpravidla zalozené na pravidlech nebo na strojovém uceni
s ulitelem, protoze oboji ma v soucasné dobé dostate¢ny aplikacni potencial.
Nedostatkem téchto metod analyzy pfirozeného jazyka je proto ale jejich jazykova /
aplikacni zavislost.

Dalsim dulezitym problémem je analyza specifickych texti. Jedna se zejména o
komentate v socialnich mediich, které jsou zpravidla velmi kratké, obsahuji velké
mnozstvi pieklepd a nespisovnych slovnich spojeni. V piipadé ceStiny casto chybi
diakritika a spravna kapitalizace. Dale sem patfi analyza textu z obrazového (zpravidla
PDF) formatu, kde je tieba pfed samotnou analyzou rozpoznat text. Pievod do textu
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mize byt problematicky v piipadé nizké kvality naskenovanych stranek nebo v piipadé
velkého mnozstvi obrazki a tabulek.

4 Aplikaéni potencial

S rostoucim mnozstvim textovych dat (na Internetu, ale i v internich systémech) je stale
vice dulezité jejich inteligentni zpracovani. Enormni mnozstvi textu generované
uzivateli skryva velmi hodnotné informace, které analyza texti mtze odhalit. Mnoho
aplikaci dnes pouziva fulltextové vyhledavani, detekci spamu, filtrovani obsahu
webovych stranek, strojovy pieklad do jinych jazykt, detekei polarity textu recenzi atd.
Analyza velkych textl je stale vice popularni kvili velkému potencialu jak v privatnim
tak ve vefejném sektoru. Firmy se potiebuji vyznat v obrovském mnozstvi internich dat
(asto v podobné PDF), potiebuji také chapat potfeby svych zakaznikd, ktefi je pisi
online, aby Iépe cilily své marketingové kampané a vytvarely lepsi produkty. Vladni
organizace musi monitorovat globalni problémy spole¢nosti (napf. uprchlické krize).
Reseni si navic musi poradit s riiznymi jazyky. Analyza textu je také ,,core business“
hlavnich internetovych spolecnosti, napi. Facebook, Google, Twitter, Baidu, Yahoo.
Sémanticka analyza textu vyrazné prispéje ke zlepSeni vysledkii ve vSech vyse
uvedenych aplikacnich oblastech.

5 Cile a vystupy

V ramci projektu se zaméfime na piekonani potieby vytvaret a trénovat jazykoveé
zavislé modely, zaméfime se na sémantickou cross-lingudlni analyzu delSich texta
(slovnich spojeni, vét, odstavcil, apod.) pomoci metod uceni bez ucitele (pfip. s jeho
¢astenou pomoci) nebo s vyuzitim neuronovych siti. Vystupem budou metody, které
v experimentech prokazi schopnost zpracovavat vice jazykti a~zaroven se snizi potieba
vytvaret oznacena trénovaci data. Zvysi se tak potencial pro nasazeni nasich aktualnich
metod do praxe. Pouzitelnost vyvinutych metod v praxi bude ovéfena na datech
z realného prostiedi, viz napt. nasledujici usecase.

Rada IT subjektt v soucasné dobé intenzivné fesi digitalizaci dokumentii (tisténych,
ale i ruéné psanych) s naslednym ukladanim do databaze. Dalsi skupina organizaci jiz
dokumenty v databazi ulozené ma. V obou piipadech ale zpravidla chybi jejich
jednoduché zptistupnéni uzivatelim (rychlé nalezeni dokumentu dle riznych kritérii,
tzv. inteligentni vyhledavani). Nasim cilem je vyvinout metody pro rozpoznani textu z
naskenovanych dokumentd, jejich analyzu, zaindexovani do fulltextové databaze
a umoznéni rozsifeného inteligentniho vyhledavani nad jejich obsahem v¢. metadat.
Zamétime se nejen na tisténé dokumenty, ale i na dokumenty ruéné psané, u kterych
predpokladame vyuziti zejména hlubokych neuronovych siti. V ramci analyzy obsahu
dokumentii bude automaticky provedena kategorizace dokumentd, ptifazena klicova
slova, uréeny pojmenované entity (jako napf. osoby, instituce, data, apod.), vytvoren
automaticky souhrn obsahu dokumentu a v ptipadech, kde to je relevantni, bude urcen
sentiment dokumentu. Pfi zpracovani textu (tj. napfi¢ vSemi pouZzitymi metodami
analyzy dokumenttl) bude provedeno sémantické zpracovani obsahu dokumentd, kde
budou vyuzity nejnovejsi poznatky z metod strojového uceni a vypocetni lingvistiky.
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6 DosazZené vysledky

Nejprve jsme navrhli novou metodu pro reprezentaci textu, kterd rozsituje stavajici
metody reprezentace slov o globalni informaci z Wikipedie [9]. Piekonali jsme tak
state-of-the-art v oblasti mapovani slov na vektory realnych ¢isel. V oblasti vicejazy¢né
(cross-lingualni) sémantické analyzy jsme vymysleli metodu transformace, ktera
dopliiuje nejlepsi transformacéni metody o vazeni [1]. Nas pristup piekonava ostatni
metody v tloze sémantické podobnosti vét na nékolika souborech dat v rtznych
jazycich. Nové metody byly uspésné vyuzity ve dvou NLP ulohach a to pro automatické
rozpoznavani dialogovych akti [5] a pro vicejazyéné slovni analogie [2].

Dale jsme navrhli a implementovali zakladni metody pro segmentaci
a rozpoznavani tisténych textd (OCR) zalozené na hlubokych neuronovych sitich typu
CNN a LSTM [4]. V soucasné dob& probiha ovéfovani funkénosti téchto metod na
realnych historickych datech. Zaroven jsme vytvorili systém pro predikci emoci
v kratkych textech, ktery rovnéz vyuziva neuronové sité typu LSTM. Funkcénost
systému byla ovéfena na realnych datech, tj. kratkych zpravach (tweetech) ze socialni
sité Twitter [8].

7 Zavér

V ramci tohoto ¢lanku jsme seznamili Ctenafe s Ulohami, kterymi se zabyva nase
vyzkumna skupina v ramci projektu InteCom a jejich Sir§im kontextem. Zaroven byly
predstaveny relevantni problémy v dané oblasti a moznosti aplikaci vysledkd vyzkumu.
Dale byl ¢tenai seznamen s cili a vystupy, které byly naplanovany v ramci tohoto
projektu. Na zavér jsme popsali vysledky, které byly dosazeny béhem prvniho roku
a pul feseni projektu.

Podékovani: Tento ¢lanek vznikl za podpory projektu “VaV inteligentnich komponent
pokrocilych technologii pro metropolitni oblast Plzeiiského kraje (InteCom)”
reg. ¢.: CZ.02.1.01/0.0/0.0/17\_048/0007267 finacovaného z EFRR.
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Abstrakt. Pro efektivni indexovani dat RDF, i pro jejich zpfistupfiovani uzivateli
ve srozumitelné podobg, je Casto tieba je prevést do podoby tabulek nebo stromul.
Na podkladé zobecnujiciho modelu se pokousSime predbézné analyzovat nékteré
z konstruktt  OWL, schématového jazyka pro RDF, zhlediska toho, zda
podporuji vznik ,,0strovii pravidelnosti* dobie prevoditelnych do tabulek nebo
stromtl nebo ne. Na tuto Gvodni fazi vyzkumu bude navazovat empiricka analyza
konkrétnich datasettl, i projekti, kde byl takovy pievod pouzit.

Klicova slova: reprezentace dat, RDF, OWL, ontologie, pravidelnost

1 Uvod

Datovy model RDF je (velmi zjednodusené feCeno) zalozen na reprezentaci faktl
pomoci elementarnich trojic ,,subjekt — predikat - objekt“, kde je objekt vZdy hodnotou
predikatu pfifazenou pro dany subjekt. Ptikladem je trojice vyjadfujici, ze pro subjekt
,.Ceska republika“ nabyva predikat (v terminologii RDF nazyvany téz vlastnost) ,,méa
hlavni mésto“ objektu (tj. hodnoty) ,,Praha“. Prvky trojice jsou zpravidla (resp. v
pripadé predikatu vzdy) globalné unikatnimi identifikatory, tzv. IRI, pres které je
mozné jednotlivé trojice (shodujici se v IRI nékterého svého c¢lenu) propojovat do
libovolné rozsahlych grafi.

V poslednich letech je format RDF stale vice vyuzivan k vystavovani propojenych
dat na webu, resp. obecnéji k tvorbé znalostnich grafli. Jeho prednosti oproti tradi¢nim
technologiim jsou vysoka mira flexibility vyjadieni, minimalni naklady na zménu
schématu, a snadnost, s jakou lze nezavisle vzniklé datasety propojovat. Za tuto
flexibilitu a otevienost v§ak platime vysoké naklady ve chvili, kdy je téeba rozsahla
data efektivné indexovat a vyhledavat v nich, ale i pfi vyvoji aplikaci, ktera maji data
zptistupiiovat uzivateli v prehledné vizualni podobg.

V téchto situacich je vhodné opfit se o ,,0strovy pravidelnosti‘! v grafovych datech,
které je mozné indexovat a/nebo vizualizovat tradi¢nimi prostfedky uréenymi pro data
strukturovana tabulkové nebo stromové. Pokud ovSem takové prostfedky pouzijeme na
méné pravidelné ¢asti dat RDF, projevi se to nartistem velikosti datové reprezentace,
z divodu opakovani shodnych dat (redundance). Proto je dulezité umét ,,ostrovy*

! Termin zavadime jen jako metaforicky, bez pfesného formalniho vymezeni.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 113-118.
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detekovat, coz je z praktického hlediska nutné provadét na trovni konkrétnich dat
samotnych. Pfesto se nabizi otazka, do jaké miry je pravidelnost dat ovlivnéna tim, jak
vypada schéma dat — standardné vyjadfené pomoci jazyka OWL [3] nebo jeho
podjazykt — véetné toho, které z konstruktt OWL jsou viibec ve schématu (ontologii)
pouZity.

V tomto piispévku se na realna data RDF prvotné divamé ,,z dalky*, tedy optikou
metamodelu jazyka OWL pouZivaného k tvorbé schémat pro RDF grafy (tzv.
ontologii). Analyzujeme na obecné roving, které z konstrukti jazyka podporuji vznik
,»ostrovll pravidelnosti® a které naopak umoznuji pravidelnost narusovat, coz v pripadé
pfevodu do ,Cistych® stromu a tabulek vede kredundanci, poptipadé ke ztraté
informace.

2 Souvisejici vyzkum

Uloha pievodu struktur RDF do jednodussi, zejména tabulkové podoby byla fesena
v mnoha kontextech. Pro ucely rozpoznani tabulkovych struktur (s ,,emergujicim
schématem*) uvnitt dat RDF, které mohou byt efektivnéji indexovany nez obecné
grafy, vyvinuli pro RDF databadze vzorkovaci techniku Pham a Boncz [4]. Attard a kol.
[1] navrhli sadu nastroja pievadgjicich data RDF do tabulek a stromii primarné pro lep$i
orientaci lidského uZivatele pti vizualizaci; transformace je sice ztratova, ale informace
1ze zpétné dohledat v ptivodnich grafovych datech. Jeden z hlavnich znalostnich grafa,
DBpedia? (vznikla automatickou extrakci z ¢lanka Wikipedie) také umoziiuje vedle
nativniho formatu RDF stazeni dat v podobé tabulek (CSV) a souborti JSON, tzv.
DBpedia as Tables,® aby s nimi mohli pracovat i vyvojafi bez znalosti RDF. Zadny
z uvedenych projekt se ovsem nezaméroval na aparat schématového jazyka OWL.
Pokud jde o transformaci grafu RDF na stromovou strukturu, trivialné se toto déje
napf. pti tzv. serializaci dat do formatu RDF/XML [2]. Jde v8ak o velmi jednoduché
stromy tvorici nosnou vrstvu pro data stale inherentné sitova. Z obsahového hlediska
Ize z objektts RDF vytvofit strom jejich ,,navéSenim® na hierarchickou strukturu tiid
(za predpokladu, Ze je tato sama o sobg Cisté stromova a neobsahuje multihierarchie) a
zanedbanim vSech vztahu téchto objektd mezi sebou. Tato moznost se pii vizualizaci
dat RDF bézné vyuziva. Naopak si nejsme védomi zadného projektu, ktery by se
systematicky vénoval analyze vztahd hierarchického charakteru vyjadienych pomoci
vlastnosti propojujicich objekty charakteru instanci, prestoze se v fadé ontologii
pouzivaji nativné hierarchické vlastnosti (binarni relace) typu ,,partOf“ npod.

3 Abstraktni model tabulkovych a stromovych struktur

Abychom mohli postihnout, které prvky jazyka OWL pouzivané Vv ontologiich (a
nasledn€ v jim odpovidajicich datasetech) podporuji transformaci do tabulkovych a
stromovych struktur, a které nikoliv, potfebujeme vyjadtit pojem tabulky a stromu
V obecné reprezentaci, kterou 1ze namapovat na grafovou reprezentaci RDF. Pro tento

2 https://dbpedia.org/
3 https://wiki.dbpedia.org/services-resources/downloads/dbpedia-tables
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ucel jsme predbézné navrhli jednoduchy datovy model nazvany OARV, umoziujici
popsat vzory datovych struktur sloZzenych ze ¢tyt druhl prvki: objekti, atributit, vztahii
(mezi objekty) a hodnot (kterych nabyvaji atributy).

Na tabulku se v OARV miZeme divat jako na mnozinu trojic spojujicich objekty
bud’ pomoci vztahl sjinymi objekty (trojice (0, r, 0°)), nebo pomoci atributii
s hodnotami (trojice (o0, a, Vv)). Charakteristikou vysoce pravidelné tabulky pak je
existence pravé jednoho objektu 0’ pro kazdou dvojici (0, r) a pravé jedné hodnoty v
pro kazdou dvojici (0, a). Pokud objekt/hodnota chybi, nebo jich je vic, pravidelnost je
narusena.

Strom je v OARV popsan nepatrné slozitéji. Je sloZen z trojic stejného typu jako
tabulka, ovsem vztah r je vyclenéného (,hierarchického®) typu: objekt na prvni pozici
trojice je chapan jako podiazeny objektu na tieti pozici trojice. Z hlediska pravidelnosti
dale u stromu pozadujeme existenci jen jednoho nadfazeného objektu (,,rodice®),
jediného kotfenu, a absenci cykla.*

4 Vstupni analyza metamodelu OWL

Metamodel jazyka OWL definuje mnoho desitek logickych konstruktd. V soucasné
pocatecni fazi vyzkumu jsme se omezili na obecné rozvazovani nad t€mito konstrukty
z hlediska vztahu k tabulkové a stromové reprezentaci, jakou je mozné ziskat bud’
z ontologie pomoci konstrukti vytvorené, nebo z dat (na rovni instanci), ktera jsou
pomoci takové ontologie namodelovana. Nékteré z uvah jsou uvedeny v Tab. 1. Rozbor
vlivu je nutno v tuto chvili chapat jako velmi pfedbézny, a shromazdéné postichy jsou
znacné riznorodé. Presnéjsi urceni a roztiidéni vlivil konstruktii na pravidelnost bude
zavislé na konkrétnich transformacich, které budou rovnéz vyjadteny pomoci modelu
OARV, a na kontextu, vramci kterého bude vliv zkouman (zejména efektivita
strojového zpracovani na jedné strané a ptehlednost zobrazeni pro uzivatele na druhé
stran¢).

Provedenou analyzu budeme pro vétSinu konstruktt z tabulky ilustrovat na
souhrnném prikladé — samoziejmé velmi zjednoduseném oproti realnym, optimalné
modelovanym ontologiim. M&me nasledujici ontologické schéma zapsané ve formé
trojic; prefix v1 identifikuje urcity slovnik (,,vocabulary) navrZeny pro data RDF
urcitého typu — akademické udalosti a publikace s nimi spojené:

v1:Event rdfs:subClassOf owl:Thing .

v1:Document rdfs:subClassOf owl: Thing .

v1:Seminar rdfs:subClassOf v1:Event .

v1:Publication rdfs:subClassOf v1:Document .
v1:PublishedArticle rdfs:subClassOf v1:Publication .
v1:PublishedTextbook rdfs:subClassOf v1:Publication .
v1:partOf rdf:type owl:ObjectProperty .

v1:sessionOf rdf:type owl:ObjectProperty .
v1:yearOfEvent rdf:type owl:DatatypeProperty .
v1:yearOfEvent rdf:type owl:FunctionalProperty .

4 Formalni vyjadfeni téchto podminek je v modelu pfimocaré, pro stru¢nost je zde neuvadime.
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Tab. 2. Vybrané konstrukty OWL a jejich mozny vliv na pravidelnost struktur RDF

Skupina konstruktii

Vliv na tabularni a stromovou pravidelnost

Podttida (rdfs:subClassOf), a
instanciace (rdf:type)

Podvlastnost
(rdfs:subPropertyOf)

Ekvivalence tiid
(owl:equivalentClass)

Identita instanci
(owl:sameAs)

Funkénost vlastnosti
(owl:FunctionalProperty)
Disjunktnost tfid/vlastnosti
(owl:AllIDisjointClasses,
owl:AllDisjointProperties)

Jednotliva pouziti konstruktii definuji strukturu podiazenosti.
Navazanim objekti (instanci) pomoci rdf:type na hierarchicky
usporadané tfidy midZzeme ziskat stromovou  strukturu.
Hierarchické wuspofadani tfid ale muze byt naruSené
multihierarchii, pak nemust jit o strom.

V piipadé pouziti na vlastnosti hierarchického typu mize vztah
podvlastnosti komplikovat jeji stromovou strukturu: stejné
objekty budou spojeny jak podvlastnosti, tak i nadvlastnosti.
Pokud jsou dvé tfidy ekvivalentni, instance jedné je také
instanci druhé. Ekvivalenci je jednak formalné€ naruSena
stromova struktura podiazenosti na urovni schématu, jednak
tabulkova regularita na urovni instanci, pokud budeme chtit
tfidu reprezentovat sloupcem tabulky.

Narusuje strukturu podrazenosti; pro tabuldarni data mize
vyvolat vicehodnotovost (spoji-li se data z riznych zdroja,
hodnoty pro dany atribut se ¢asto mohou odliSovat)

Vyluuje vicehodnotovost pro tabuldarni data.

Omezuje prifazovani instanci vice tfidam, tim podporuje
tabulkovou pravidelnost.

Prvnich Sest trojic definuje hierarchickou strukturu tfid (s univerzalnim kotenem
owl:Thing). Zbylé &tyti trojice zavadéji tii vlastnosti (,properties”, v terminologii
RDF), pficemz v1:partOf a v1:sessionOf jsou objektové vlastnosti (neboli vztahy
v terminologii OARV) a vl:yearOfEvent je datova vlastnost (neboli atribut
Vv terminologii OARV), ktera je navic funk¢ni, tj. plati o ni, Ze danému zdroji v subjektu
piifazuje nejvyse jeden objekt.

Konkrétni baze faktl o specifické konferenci pak obsahuje mj. trojice (se zdroji —
instancemi ze jmenného prostoru identifikovaného prefixem d1):

d1:paper12345 rdf:type v1:Publication .
d1:paper12345 rdf:type v1:PublishedArticle .

d1:DZW19ProgramBrochure rdf:type v1:Publication .
d1:DZW19 rdf:type v1:Seminar .

d1:InvitedTalk23 v1:sessionOf d1:DZW19 .
d1:WIKT19 rdf:type v1:Event .

d1: WIKT19 v1:partOf d1:DZW19 .

d1:DZW19 v1:yearOfEvent 2019 .
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Navazanim (pomoci rdf:type) instanci odpovidajicich jednotlivym pfispévkim
(d1:paperl2345 atd.) a programové brozuie (d1:DZW19ProgramBrochure) na
zakladni hierarchii tfid o publikacich tvofenou spojenim téidy v1:PublishedArticle a jeji
nadtéidy v1:Publication’ pomoci rdfs:subClassOf. Tim vznikne spole¢na stromova
struktura obsahujici tfidy i instance.

Uvazujme nasledn€¢ obohaceni schématu datasetu novym slovnikem, pro jehoz
entity pouZzijeme odli$ny prefix v2:

v2:ScientificText rdfs:subClassOf v1:Document .
v1:PublishedArticle rdfs:subClassOf v2:ScientificText .
v2:Workshop owl:equivalentClass v1:Seminar .
v1:sessionOf rdfs:subPropertyOf v1:partOf .

Po pfidani prvni a druhé trojice (opét vyuzivajici rdfs:subClassOf) jiz schéma tiid
neni stromové (v1:PublishedArticle ma dvé pfimé nadtidy), a tudiz piestava byt
stromem 1 struktura rozsifena o instance, coz muze vést napf. ke zhorSené orientaci
v datech pfi jejich grafickém zobrazovani. Tteti trojice (v piipadé provedeni logické
inference vyuZzivajici owl:equivalentClass) zpusobi, Ze bude instance piimo podiazena
dvéma tiidam (vedle ptivodni v1:Seminar i v1:Workshop), v tomto piipadé v§ak bude
mozné zachovani stromové struktury zobrazeni dosdhnout slouc¢enim uzld
odpovidajicih ekvivalentnim tiidam, a obdobnég, v piipadé tabulkového zobrazeni
slouc¢enim sloupct. Posledni trojice pak (opét na zakladé inference, tentokrat nad
rdfs:subPropertyOf) zpusobi, Ze bude vedle pivodniho vztahu dl1:InvitedTalk23
v1:sessionOf d1:DZW19 . platit i d1:InvitedTalk23 v1:partOf d1:DZW19 . | zde lze
zachovani stromové struktury sekundarné zajistit, a to slouc¢enim hran.

Predpokladejme dale, ze dojde k rozsifeni datasetu pomoci propojeni na jina data
0 stejné konferenci. Tato data (instancemi s prefixem d1) ne zcela korektné vychazeji
ze zaindexovani sborniku az v r. 2020, a vztahuji tento rok na celou konferenci:

d2:DatazZnalostiWikt2019 rdf:type v1:Seminar .
d2:DataZnalostiWikt2019 v1:yearOfEvent 2020 .
d2:DataZnalostiWikt2019 owl:sameAs d1:DZW19 .

Vlastnost vl:yearOfEvent ted bude (v inferenénim uzavéru datasetu) pro
ztotoznéné instance nabyvat dvou odli$nych hodnot, coz predstavuje mj. problém pro
tabulkové zobrazeni. OvSem diky tomu, zZe je vlastnost deklarovana jako funkéni, 1ze
tento problém automaticky (opét pomoci formalné-logického odvozeni) detekovat jako
chybu a nasledné opravit.

5 Poznamenejme, Ze pro riiznorodé publikace typu brozur nebo pozvének neni nutné zavadét
novou podtiidu, ale 1ze je fadit pfimo pod nadfazenou téidu: z hlediska modelovani v jazyce
OWL neni diivod pfitazovat instance jen tfiddm na nejniz§i Grovni hierarchie.
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5 Zaveér

Ackoliv je problematika transformace mezi grafové a tabulkové nebo stromové
strukturovanymi daty predmétem fady specifickych projektd, systematickd analyza
metamodelu jazyka OWL z hlediska podminek pro takovou transformaci podle nasich
informaci dosud provedena nebyla.

V ramci dalsi faze vyzkumu chceme na teoretické roviné formalné ukotvit model
OARV v n¢kterém etablovaném formalnim kalkulu, a navrhnout v jeho ramci
konkrétni vzory transformaci. Na empirické rovin€ planujeme ovéfit, nakolik se obecné
rysy konstruktit OWL uplatnily na Grovni konkrétnich slovnikd a dataseti RDF, a také,
které vzory transformaci se uplatnily ve kterych praktickych projektech.

Podékovani: Tento prispévek vznikl s podporou projektu GACR &. 18-23964S,
“Focused categorization power of web ontologies”.
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Abstrakt. Akademické prace, zejména konferenéni ¢lanky, byvaji evaluovany
podle dil¢ich kritérii zahrnujicich i numerické hodnoty. Na vzorku konferenci ze
stejné tematické oblasti jsme nalezli vysokou miru shody kritérii, coz dava
prostor pro navrh obecnych recenznich metrik. Hodnoceni ¢lanku recenzenty pak
mizeme vyjadiit pomoci obrazkové metafory predstavujici napf. auta
s odlisenou velikosti/charakterem dil¢ich komponent. Takovy obrazek muze
hypoteticky byt vyrazn¢ piehlednéjsi nez Ciselna tabulka s desitkami hodnot.
Implementaci podpory predpokladame formou webové sluzby vyuzivajici
ontologie.

Klicova slova: recenzni proces, vizualizace, metafora, ontologie

1 Uvod

Védecké prace, zejména konferenéni ¢&lanky, jsou zpravidla hodnoceny nékolika
recenzenty podle dil¢ich kritérii, ktera mohou zahrnovat i ¢iselna skore. V ramci
souhrnného hodnoceni by nadiazeny hodnotitel (zejména piedseda programového
vyboru nebo meta-recenzent) mél idedlné vzit v8echny dil¢i strukturované udaje do
uvahy. Piekazkou je ovSem jak jejich prosty pocet (Casto n€kolik desitek), tak i
skutenost, ze se oznaceni dilCich kritérii napii¢ konferencemi li§i, a jsou
identifikovana jen textove.
Vyzkum, jehoz rana faze je popsana Vv tomto piispévku, si klade za cil ovétit dvé
vyzkumné otazky:
1. Lze napfi¢ vétsi mnozinou konferenci ze stejné nebo obdobné tematické
oblasti identifikovat kritéria se stejnym nebo velmi blizkym vyznamem?
2. Lze promitnout takovou sadu kritérii do komponent obrazkové metafory,
ktera by souhrnnému hodnotiteli umoznila rychleji/lépe posoudit danou
védeckou praci (ve smyslu toho, jak je vnimana mnozinou primarnich
recenzentll a numericky jimi ohodnocena podle dil¢ich kritérii), nez by
tomu bylo v piipadé tabulkového zobrazeni ¢iselnych hodnot?
Casteénou odpovéd’ na prvni otazku poskytuje provedena mikrostudie konferenci
Z oblasti sémantickych technologii. Zodpovézeni druhé otazky vyzaduje rozséahlejsi

P. Butka, F. Babic, J. Paralic (eds.)
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vyzkum na testovacich subjektech; ptispévek nicméné formuluje variantu obrazkové
metafory, ktera by podle nazoru autorti mohla mit potencial zmiiované hodnoceni
usnadnit, a demonstruje jeji aplikaci na konkrétnim, realném piipadé.

2 Recenzni kritéria konferenci o sémantickych technologiich

Pro uvodni studii bylo vybrano 9 renomovanych konferenci, které se zabyvaji
problematikou sémantickych technologii, a to, v detailnéj$im ¢lenéni, sémantického
webu a propojenych dat ISWC, ESWC, SEMANTICS), aplikované ontologie (FOIS),
reprezentace a zpracovani znalosti (KR, K-CAP, EKAW), ale i souhrnné umélé
inteligence, pod kterou velka ¢ast sémantickych technologii spada (IJCAI, ECAI).
Prestoze jsou mezi komunitami téchto konferenci priniky, nelze piedpokladat, Ze by
vSechny jejich recenzni formulafe vychazely z jednoho zdroje. Pokud se tedy podati
nalézt jednotny systém kritérii, bude tim silné podpotena kladna odpovéd’ na prvni
vyzkumnou otazku. Autofi proto detailni analyzovali jak samotné recenzni formulare
(které méli k dispozici diky ucasti na recenznim fizeni konferenci at’ uz v roli
recenzenta nebo autora), tak i piipadné doprovodné materidly (tzv. ,,Reviewer
Guidelines® apod.). Kritéria, jejichz vyznam vnimali jako (téméf nebo zcela) shodny,
vzdy zastesili metrikou! s jednotnym pracovnim oznadenim. Vysledkem je devét
metrik.

Rozbor ukazal, ze napfic vSemi deviti konferencemi je jednota pouze v pritomnosti
kritérii odpovidajicich metrikam Overall score a Reviewer’s confidence. Metriky
Relevance, Novelty, Technical quality a State of the art byly pfitomny sedmkrét,
Presentation Sestkrat, Significance ¢tyfikrat a Evaluation dvakrat; 1ze ptedpokladat, ze
na téch konferencich, kde pro rozsah a kvalitu evaluace neni samostatné kritérium
(napt. IICAI a ECAI), je implicitné zahrnuta do “technické kvality” ¢lanku. Pouze v
jediném ptipadé (ESWC) byla naopak dvé kritéria ptifazena stejné metrice (Technical
quality): $lo na jedné strané o iplnost a spravnost navrzeného feSeni, a na druhé strané
0 to, jak jsou vlastnosti tohoto feseni ndzorné demonstrovany a diskutovany. Druhé z
kritérii lze také chapat jako “technickou kvalitu”, i kdyz spiSe textu nez vyzkumu
samotného; na druhou stranu jde stale jesté o obsahovou a nikoli prezentacni stranku
textu, proto druhé kritérium nebylo vztazeno k metrice Presentation.

Pokud se na vysledky podivame ze strany konferenci: Sest z deviti vyzadovalo po
recenzentovi vyplnit do formulafe minimaln€é sedm numerickych kritérii
odpovidajicich identifikovanym metrikam (se zapoétenim Overall score a Reviewer’s
confidence). Sedma konference (FOIS) ma kritérii Sest; ,,0dlehlé hodnoty* jsou pouze
u EKAW (tfi, zdil¢ich jen Relevance) a K-CAP (zadné diléi kritérium) — tyto
konference vychazeji z tradice ,,workshopt“ (mj. bez paralelnich sekci) a jejich
recenzni formulat je zfejmé i proto mén€ strukturovany.

Souhrnné provedena mikrostudie indikuje kladnou odpovéd’ na prvni vyzkumnou
otazku. Ve sméru druhé otazky naznacuje, Ze pro znazornéni hodnoceni podle dil¢ich
kritérii pomoci obrazkové metafory mize Casto byt k dispozici pfiméfeny objem dat, a
ze lze takovou metaforu aplikovat unifikovanym zptisobem. Poznamenejme, ze pokud

! Termin pouzivame v obecném (,,inZenyrském*), nikoli matematickém smyslu.
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néktera metrika chybi, stale 1ze pro vSechny recenze pouzit jeji ,,stfedni, poptipadé
Lprumérnou‘ hodnotu.

V prikladu vizualni metafory uvedeném v dal$im textu jsou pouzita redlna data
z recenzovani ¢lanku na jedné z uvedenych konferenci (SEMANTICS), z r. 2018.

3 Recenzovany ¢lanek jako auto sloZené z komponent

Ze spektra objektd realného svéta, jejimiz obrazky lze recenzovany ¢lanek
reprezentovat, jsou pro nas zajimavé ty, které:
e  Zahrnuji dostateény pocet komponent, které 1ze na obrazku snadno rozlisit.
e  Komponenty jsou v§eobecné znamé, tudiz na vétsinu uzivatelti (hodnotiteltr)
nekladou specialni naroky na pochopeni.
e Existuje alesponi ¢astecna (byt’ metaforicka) spojitost mezi vyznamem dané
komponenty pro zobrazovany objekt a vyznamem urcité metriky pro ¢lanek.
Tyto pozadavky ve znaéné mife spliiuje koncept auta. Tab. 1 je pfikladem, jak
mohou byt identifikované metriky mapovany na komponenty auta, s tim, ze ¢iselné
hodnoty metrik budou odpovidat ,,vizudlnim proménnym®.

Tab.1. Mapovani recenznich metrik na vizualni proménné obrazku auta

Metrika Vizualni proménna Skala

Relevance Rotace auta Linearni, od 90° do 0°

Novelty Velikost motoru Linearni, od ,,zadny* do ,,velky*

Technical quality  Velikost kol Linearni, od ,,7z4dna“ do ,,velka“

State of the art Celni svétlo Linearni, od ,,7z4dné“ do ,,velké*
Evaluation Celni sklo a stfecha Nic / Jen sklo / ,, Targa® / Cela stfecha
Significance Zavazadlovy prostor Linearni, od ,,zadny* do ,,velky*
Presentation Tvar tidice Uslzena / Zamragend / Neutralni / Usmév
Confidence Sytost obrazku Linearni, od ,,bledy* k ,,syty*

Overall score Vodorovna pozice Linearni, zprava (praporek) doleva (vaviin)

Obr. 1 znazoriuje tii recenze stejného ¢lanku. Pivodni numerické hodnoty (na $kale
1-5, jen u Overall score jde o Likertovu $kalu od -3 do 3) jsou piimocaie,
proporcionalné, prevedeny na hodnoty vizualnich proménnych z Tab. 1. Celkove se
jedna o 27 numerickych hodnot. Zobrazeni by mélo hodnotiteli metaforicky sdélit napf.
to, ze Recenzent 3 (R3) hodnoti ¢lanek nejlépe, a to s ohledem na inovativnost (velky
motor — ,,velky tah kuptedu®), kvalitni evaluaci (kompletni stfecha — ,,dGvéryhodnost,
bezpe€i®) a prezentaci (usmév — ,,pohodli a spokojenost ¢tenare™). R1 si zase ceni
povédomi autorti o existujicim vyzkumu (silné svétlo — ,,dobry prehled) a technického
provedeni vyzkumu (velkd kola — ,,robustnost); je si vSak svym nazorem méné jisty.
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é&f’ R3 R1 R2 ﬁ

Obr. 1. Vizualni metafora trojice recenzi stejného ¢lanku

Pouzité metafory do urcité miry reflektuji vyzkum v oblasti kognitivni psychologie
[1, 2]. Ten zmifiuje jednoduchou metaforu ,,MORE IS BIGGER*[1], i sofistikovangjsi
“LINEAR SCALES ARE PATHS” (pozice aut na draze podle celkového hodnoceni),
»DIFFICULTIES ARE IMPEDIMENTS TO MOTION* (mal4 kola pfi nizké technické
kvalité) nebo ,,THOUGHT IS MOTION (originalita myslenky jako velikost motoru)
[2]. Na druhou stranu lze nalézt ptiklady, kdy zvoleny pfistup s uznavanou metaforou
plné nekoresponduje, napt. podle ,,DIFFICULTIES ARE BURDENS* by mohl velky
zavazadlovy prostor evokovat pomalu jedouci auto. V kazdém piipadé bude efektivni
vyuZiti obrazkovych metafor vyzadovat urcitou fazi zacviku.

4 Nastin architektury webové sluzby a ontologie

Predpokladame, ze pro implementaci piislusného nastroje je nejvhodnéjsi forma
webové sluzby. Ta v jednoduchém piipadé obdrzi pies REST rozhrani od recenzniho
systému identifikatory (IRT) metrik popsanych ve sdilené ontologii, a jejich hodnoty;
nasledn€¢ vrati obrazek sodpovidajici vizualni metaforou. Alternativné by
provozovatelé recenzniho systému mohli navic zaslat soubor s prFimym mapovanim
svych lokalnich recenznich kritérii na vizualni proménné, a upravit si tak vizualni
metaforu ,,na miru®.

Nekteré casti sdilené ontologie bude mozné pievzit z ontologii existujicich, napf.
FAIR? zachycuje aktéry recenzniho procesu a BIDO? §kaly pouzivané v hodnoceni. Pro
samotné recenzni metriky vSak bude ziejmé nutné navrhnout modul novy.

5 Zavér

Predlozeny vyzkum ma vysoce prakticky cil: usnadnit a zkvalitnit posuzovani
konferenénich ¢lankt v situaci s velkym poétem diléich skore. Intuitivné se obrazkova
metafora pro tento cil zda byt vhodna. Pro realné ovéfeni a realizaci pfinosu je ale nutné
jednak prakticky implementovat referen¢ni webovou sluzbu a ontologii, jednak provést
kognitivni experimenty na testovacich subjektech.

Podékovani: Tento prispévek vznikl s podporou projektu GACR &. 18-23964S,
“Focused categorization power of web ontologies”.

2 https://sparontologies.github.io/fr/current/fr.html
3 https://sparontologies.github.io/bido-review-measures/current/
bido-review-measures.html
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Abstract. In this work we describe preliminary experiments for exploring
influence of outlier elimination to classifier accuracy. A workflow is a couple
consisting of some pre-processing methods - outlier detection and filtering in our
case - and a classifier. We describe a method for testing various workflows and
bring first results.

Keywords: outlier detection, data pre-processing, classification

1 Introduction

When working with data, we often come across instances known as outliers. From the
definition in [5], an outlier can be seen as an observation which deviates so much from
other observations as to arouse suspicion it was generated by a different mechanism.
While outlier detection (OD) itself [2] is commonly used for various purposes, such as
fraud detection, the impact of eliminating outliers from data before classification has
not been studied so thoroughly.

In this paper we examine outlier detection / elimination methods and ex- amine
whether it is useful to add them to the preprocessing phase. Although previous work
presented rather negative results or showed that accuracy of ensembles overcame
accuracy after outlier filtering [11] there are some aspects that have not been
investigated, namely OD parameter and hyperparameter (e.g. % of outliers to remove)
settings and their influence to a change of accuracy.

We selected outlier detection methods the most frequently used, and also
representative classifiers including Bayesian ones, Decision trees and rules, Logistic
regression, Support Vector Machine, Random trees and Forest and Multilayer
Perceptron. We have conducted a set of experiments with the aim of identifying useful
combinations of a particular outlier detection / elimination method with  a particular
classifier.

Apart from classifier selection, e.g. SVM, users may achieve an improvement in
performance by applying different (hyper)parameter settings or data processing

P. Butka, F. Babic, J. Paralic (eds.)
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methods. The combination of these three factors pre-processing, hyperparameter
settings and a classifier is called a workflow.

In the following section we bring an overview of related work. Section 3 describes
a method that has been used for experiments. Summary of results can be found in
Section 4.

2 Related work

One pioneering work in the area of outlier detection was the work of John on the so-
called robust decision trees [8], who studied the effects of label noise. After learning a
tree, all misclassified instances were removed from the learning set and a new tree was
learned. It was repeated until the learning set was consistent. Although it did not result
in accuracy increase, the resulting tree was much smaller. Similar approach for KNN
was presented in [7, 13]. In [12] instance hard- ness is introduced (how difficult it is to
classify an instance) both theoretically and practically - an instance is hard if classifiers
disagree. This value is then compared with 9 hardness measures. Instances of 64
datasets, mostly from UCI, and 9 classifiers from Weka [4] were analyzed. It was shown
that class overlap is a main contribution to instance hardness. In [11] filtering
misclassified instances is explored. Misclassification was studied both in conjunction
with a single classifier or an ensemble of classifiers. The same 64 datasets and 9
supervised learning algorithms were used. In both cases, misclassified instances were
removed. When the same learning algorithm was used to filter misclassified instances
and to learn a model, only three algorithms displayed accuracy increase — LWL lazy
learner, Neural net and Ripper. In all cases, using an ensemble of learning algorithms
for filtering resulted in a greater increase in classification accuracy than when using
only a single learning algorithm. However, if compared with majority voting ensemble
of those 9 classifiers, the majority voting ensemble reached, on average, the highest
accuracy. Further references can be found in [11,12].

3 Experiments

To landmark and explore the area of filtering outliers we performed experiments with
following datasets, classifiers and outlier detection & elimination methods.

Datasets. We used all of the datasets that appeared either in [11] or in [1], together 58
datasets.

Classifiers. 20 classification algorithms (CL) was employed with default parameter
settings, BayesNet, IBk, LWL, J48, JRip, Logistic regression and Simple logistic
regression, Multilayer Perceptron, Naive Bayes, OneR, PART, Random tree and
Random Forest, and Support Vector Machine (SMO)

Outlier detection. We also extended the selection of outlier detection algo rithms from
[12] with CODB [6], and with several OD algorithms from scikit-learn [10] kNN,
Isolation Forest [9] and LOF [3]. All 17 OD algorithms were again employed with
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default parameter settings, similarily as in [12]. The list of OD method contained Local
Outlier Factor (LOF), NearestNeighbors, Isolation Forest, ClassLikelihood (CL),
ClassLikelihoodDifference (CLD), F2 (Max individual feature efficiency), F3
(Collective Feature Efficiency), T1 (Fraction of maxi- mum covering spheres), T2 (Ave
number of points per dimension), MV (Minority value), CB (Class balance), KDN (K-
Disagreeing Neighbors), DS (Disjunct size), DCP (Disjunct class percentage), TD,
TDWithPrunning (Tree Depth with and without prunning), and CODB.

Each outlier method has a hyperparameter indicating the percentage of outliers to be
eliminated. For this study we set it to top 5 and 10% outliers. The total number of outlier
methods and its variants is then 34. Regarding the classifiers, we have used the same
20 classifiers from the Weka toolkit [4] as mentioned in [11]. The total number of
workflows was 680. As each workflow was run on 58 datasets, the total number of
experiments was 39440.

For each combination of workflow (OD method + classifier) and dataset, the dataset
was split into train and test sets with a ratio of 90/10. Afterwards, corresponding OD
method was run on the train set and based on hyperparameter setting % of the top
outlying instances were removed. Finally, the classifier was trained on the newly
cropped train set and then evaluated on the test set. This whole process was repeated
10 times, in manner of 10-fold cross-validation. These results were then compared
against the results of workflows with no outlier detection or elimination (also obtained
via 10-fold cross-validation).

4 Results

First experiments. We took all OD methods and all classifiers. Hyperparameter was
either 5 or 10% of top outliers to be eliminated. Overall, we usually see a slight decrease
in performance, which could possibly be attributed to a rather significant reduction in
the number of training instances. Furthermore, the removal of noisy instances might
lead to overfitting of the trained models. We also observed that there is no OD method
that significantly outperforms the others, neither a workflow of CL+OD. For the results
of a particular OD method see Table 1 where Gain stands for difference in accuracy
when no OD method was used. It confirms a hypothesis that there is no OD/filtering
method that is useful for any dataset.

Second experiment. In the next step we focused on four OD methods that looked the
most promising, with the highest number of datasets where filtering increased accuracy.
It was kNN, Isolation Forest, LOF and CODB.

Now the hyperparameter was set to 1, 2, 3, 4, and 5%. We also narrowed the list of
datasets: we removed those with less than 100 instances. The best workflows can be
found in Table 2. Out. % stands for the percentage of top outliers removed. Base,
Extend and Gain is accuracy of CL, accuracy of CL+OD, and their difference. The most
important is the last column that says for how many datasets CL+OD outperformed CL
in accuracy.
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oD Accuracy Gain
CB 76.021 -1.426
CoDB 76.797 -3.383
CL 75.805 -3.369
CD 76.419 -4.880
DCP 75.802 -9.903
DS 76.767 -4.151
F2 78.749 | -1.178E-15
F3 75.862 | 4.218E-16
IsolationForest 76.804 -3.808
KDN 76.704 -7.982
LOF 76.893 -3.033
MV 76.088 -0.028
NearestNeighbors 76.565 -6.184
T1 76.635 | 1.874E-03
T2 76.275 | -8.761E-04
D 76.644 -0.349
TDWithPrunning 76.043 -0.097
Total 76,458 -3.283

Table 1. Average accuracy for OD

Classifier oM Out. | Base |Extend.| Gain |#W.ins
% | Acc.% | Acc.% | Acc.% | in32

IBk kNN 3 76.04 7464 | -1.41 12
IBk kNN 4 76.04 7454 | -1.50 11
IBk kNN 5 76.04 74.36 | -1.69 12
RandTree |I-Forest| 4 74.68 75.22 0.53 14
PART | CODB 5 77.83 72.63 | -5.10 18
LWL coDB 5 67.82 66.18 | -1.64 17
RandTree | CODB 5 74.68 69.57 | -5.11 18
RandTree | CODB | 4 74.68 69.39 | -5.30 19
JRip LOF 1 77.20 77.78 | 0.58 13
RandTree | CODB 1 74.68 69.04 | -5.64 16

Table 2. Some of the most promising workflows

n goal for future.
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Regarding Table 2, we can point out a few interesting things. The first is that CODB, a
class-based outlier detection method, is rather dominant. It reaches an improvement in
over half the cases top 5 workflows employed CODB even though mean gains in
accuracy are still negative, Another thing to note is that there are two cases where gain
was positive - Random Tree/lIsolation Forest and JRip/LOF.

Especially, the first fact is worth exploring. To recognize a dataset that is promising
for filtering is the mai




Filtering outliers to improve classification. First results

5 Conclusion

Despite the first results being rather negative, it is apparent that adding outlier detection
and elimination to the preprocessing phase could lead to increased accuracy in certain
cases. Future work could be focused on finding patterns that bring improvements so
that we could get a clearer idea of when and how to eliminate outliers ahead of
classification. Another potential direction is finding and using these promising
workflows in automated machine learning.
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Abstrakt. Ciel'om prace, ktora je odprezentovana v tomto ¢lanku je vytvorenie
systému, ktori umozni automatické generovanie skriptov pre uUlohy procesov
dolovania v datach. Tento ¢lanok sa zameriava na sémantické modely popisujice
procesy v datovej analytike. V tivode ¢lanku je priblizeny sémanticky web, jeho
technologie (RDF, RDFS, OWL) a ontologie, ako su DSO, EXPO, LABORS a
OntoDM. Ked’Ze ciel'om je automatické generovanie skriptov pre Glohy procesov
dolovania v datach, tak je stru¢ne popisana aj metodologie CRISP-DM. Tvorba
automatického generovania skriptu je prekladana zo sémantického grafu na kod
v prostredi Python a pri vyhodnoteni je tento kod porovnavany s realnym kédom
algoritmov, ktoré su typické pre datova analyzu.

Kricové slova: dolovanie v datach, DSO, OntoDM, ontologia, sémanticky
model

1 Uvod

V uplynulych desatrociach sa uskutocnil vel’ky pocet vyskumov nielen v oblastiach
klinického vyskumu, mediciny, ale aj prirodnych vied a mnohych d’alsich odvetvi.
Dnesna moderna doba plna informacii a idajov zaplavuje svet ,,Big Datami* aj vd’aka
znacnému technologickému pokroku. To vedie k exponencionalnemu narastu tvorby
dat, a preto si procesy, zamerané na pracu s datami, vyzaduju dostatok prostriedkov
prave na analyzu a ziskavania dat. Podniky s technickymi znalost’ami riadenia vel’kych
dat nahradzaju svoje obvyklé odhady a pracne postupy zalozené na modelovani dat
tykajucich sa ,,Big Data“ [1]. Jednou z technolégie sémantického webu [2] su aj
ontologie, ktoré pomahaja interpretovat’ heterogenitu velkych dat pomocou spéjania
konceptov udajov s triedami ontologickych tdajov. Ontologie organizuju doménové
koncepty v hierarchii prostrednictvom logickych vztahov medzi nimi. Preto
sémantické mapovanie pomocou slovnikov, lexikénov a mapovania tém prepojuje
datové koncepty s ontologickymi triedami. Tym nielen poméha pocitacom
interpretovat’ heterogénne data, aby pochopili prislusny kontext, ale méze tiez pomoct’
odhalit’ anomalie pri velkych datach a doplnit’ chybajtce informacie.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 129-132.
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2 Ontoldgie

V dnesnej dobe sa pojem ontologia stava ¢o raz viac popularnym a to hlavne v
oblastiach informaénych vied. V suvislost'ou s touto terminoldgiou vidi informatika
ontologiu ako technolégiu, ktora sa zameriava na kategoricku analyzu a odpoveda na
otazky ,,Aké su kategorie subjektov?* alebo ,, Aké st entity?* a mnohé d’alSie. Hlavny
zmysel pouzitia ontoldgie v informatike je vytvaranie modelov inzinierskej reality,
ktoré budu pouzité softvérom, priamo interpretované a odovodnené inferenénymi
motormi. V st¢asnosti existuje niekolko S$pecifickych ontoldgii, ktoré popisuju
medicinske, ale aj iné experimenty. Ontologia v oblasti mediciny, OBI, opisuje pojmy
medicinskej terminologie a vztahy medzi nimi, ¢im umoznuje zdielanie lekarskych
poznatkov a poskytuje Standard pre reprezentaciu biologickych a biomedicinskych
vySetreni. Experiment je postup, ktory sa vykonava s cielom overit,, falSovat’ alebo
potvrdit’ platnost’ hypotézy. EXPO ontolégie predstavuju navrh na formalizaciu
vedeckych experimentov a roz§irenim tohto navrhu je ontologia LABORS.

2.1  Ontolégie pre popis datovo-analytickych procesov

Zakladnym prvkom datovej vedy je formalny opis experimentov pre efektivnu
analyzu, anotaciu a zdielanie vysledkov. Ontoldgie popisujice datovo-analytické
procesy, zahriiuju zékladné informacné subjekty pre reprezenticiu DM a KKD.
OntoDM [3] definuje koncepty pre popis scenarov a pracovnych tokov pri ziskavani
dat. Jeho charakteristickym znakom je, ze pouziva BFO ako ontoldogiu na vyssej tirovni
a Sablonu, mnozinu formalne definovanych vztahov z relacnej ontologie a opédtovne
pouziva triedy a vztahy OBI. Zabezpecuje kompatibilitu a prepojenie s inymi
ontologiami. Pre popis DM a procesov objavovania znalosti sme vyuzili OntoDM-
KDD, ktory je zalozeny na modeli CRISP-DM.

2.2 Data Science Ontology(DSO)

DSO [4] je znalostna podstata o datovej vede so zameranim na pocitadové
programovanie. Okrem katalogizacie a organizovania konceptov datovej vedy
poskytuje ontologiu sémantickej anotacie bezne vyuzivanych softvérovych kniznic ako
pandas a scikit-learning. Anotacie mapuju typy a funkcie kniZnic na univerzalne
koncepty ontoldgie.

Utelom DSO je umoziiovat: sémantické dotazy na analyzu dat, porovnanie
sémantickej podobnosti medzi datovymi analyzami, automatizovana Statisticka meta-
analyzy, meta-ucenie pre strojové ucenie.

DSO definuje zakladné koncepty z ontologie ako st typy uloh, algoritmy, ich
nastavenia, operacie pri predspracovani. DSO disponuje réoznymi typmi uloh z DM,
ako napriklad: klasifikacia, regresia, zhlukovanie, detekcia anomalie, asociacna
analyza a podobne.
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3 Sémanticky model pre popis datovo analytickych procesov

Nas$ou hlavnou motivaciou je vytvorit’ sémanticky model, ktory by mal umoziiovat’
formalny popis datovo-analytickych procesov, zabezpedit' replikovatelnost’ datovo-
analytickych procesov a automatické generovanie skriptov pre zadanu ulohu
objavovania znalosti v databazach.

Pri definovani modelu sme vychadzali z ontologie DSO, ktorii sme postupne
rozsirovali podl'a postupu ktory zahrnal nasledujice kroky:

1. Vytvorenie bazy pripadovych $tadii - popis pripadovych $tadii obsahu
popis ulohy a dat a skripty na vyrieSenie danej ulohy, ktoré boli vytvorené
manualne datovym analytikom v programovacom jazyku Python.

2. Mapovanie konceptov na fragmenty kodu - jednotlivé prikazy kodu
skriptov boli anotované konceptami z ontoldgie DSO.

3. Zovseobecnenie mapovania - fragmenty kodu ktoré boli anotované tym
istym konceptom DSO a ktoré vykonavali nad datami alebo modelmi tie
isté operacie boli zovSeobecnené do parametrizovatelnej Sablony, ktora
sluzi na automatické generovanie fragmentu kodu pre operaciu definovanu
danym konceptom DSO.

4. Vytvorenie zovSeobecnenych modelov pre datovo-analytické procesy -
pre rézne typy tloh ako napr. klasifikacia, regresia, zhlukovanie a pod. sme
vytvorili zovSeobecnené procesné sémantické grafy zlozené z konceptov
DSO, ktoré prepajaji operacie potrebné na rieSenie danych tloh.

Vysledny model umoznuje pre zadanu ulohu automaticky odvodit’ procesny model
ktory je aplikovatel'ny na rieSenie danej ulohy a automaticky vygenerovat’ skript pre
implementaciu tohto procesu v jazyku Python. Cely proces zostavenia a pouzitia nasho
znalostného modelu je uvedeny na nasledujucom obrazku.

Data science
ontology Concepts &
annotations

Semantic flow graph

Annotations

Call entits '
ic model ) Semantic dataflow i Raw flow graph ) )
Semantic mode Akgion values analysis : Program execution

Script

Obr. 1 Navrh modelu

4 Testovanie

Testovanie prebehlo na vybranych pripadovych stadiach aplikacie analyzy dat. Pre
zvolené tloh bol odvodeny sémanticky graf, ktory bol automaticky prevedeny na skript
v programovacom jazyku Python a porovnany s kddom vytvorenym manudlne datovym
analytikom. Testovanie sme vyhodnotili réznymi metrikami pre porovnanie kédu ako
napr. celkovy pocet riadkov kodu, pocet zhodujucich sa funkcii, pocet modifikovanych
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funkcii, pocet pridanych funkcii a celkové pokrytie kodu. Okrem vyhodnotenia
pokrytia kodu sme testovali aj presnost’ nauc¢enych modelov pricom neboli badané
vyrazne rozdiely v kvalite nau¢enych modelov medzi generovanym a pévodnym
kodom.

4.1  Vyhodnotenie analyzy

Model bol aplikovani na 2 vybrané datové sety. Jeden datovy subor obsahoval idaje

vvvvv

poistenie na auto. Ulohou druhého datového siboru bolo predpovedat pocasie.
V oboch pripadoch bola teda rieSend klasifikacnd uloha a stibory mali nominalne
a numerické atributy a obsahovali aj chybajice hodnoty.

Tab. 1 Porovnanie

Pocet Pocet Pocet Celkové
rovnakych ~ modifikovan  pridanych pokrytie
funkcii ych funkeii funkeii kodu (v%)

Pocet Celkovy
riadkov kodu  pocet funkeii

1.dataset 239/183* 47/35* 9 12 14 74
2.dataset 79/147* 19/24* 2 12 3 92

*porovnavany kéd/nas kod

5 Zaver

Cielom prace bolo vytvorit model na automatické generovanie skriptu, ktory
popisuje procesy sémantickych modelov pre ulohy datovej analytiky. Pri prvej analyze
dosiahol na§ model pokrytie kodu 74% pri¢om bolo za potreby pridat’ niekol’ko funkeii,
ktoré nas§ model nemohol vypisat’. Pri druhej analyze dosiahol na$§ model znacne lepsie
pokrytie kodu az 92%. Opakované spustanie nasho modelu dosahovalo priaznivé
vysledky s odchylkou +/- 1,43%.

Pod’akovanie: Tento prispevok vznikol s podporou APVV v ramci projektov APVV-
16-0213 a SK-AT-2017-0021, ako aj v ramci podpory VEGA projektu ¢. 1/0493/16.
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Abstrakt. BéZnou tlohou zpracovani ptirozeného jazyka je klasifikace. Tato
uloha je nejlépe vykonavana clovékem, ackoliv v nékterych aplikacich si
mizeme dovolit mirnou ztratu presnosti vymeénou za rychlost. Zde najde
uplatnéni zpracovani piirozeného jazyka, které zpracuje text do podoby
srozumitelné nékterému z klasifikatord, jako napf. k-nearest neighbor,
rozhodovaci strom, uméla neuronova sit, nebo SVM. Ke zlepSeni ptesnosti
téchto automatickych vysledki vSak mulzeme pouzit lidsky element
prostiednictvim crowdsourcingu. Cilem této prace je vytvorit a uvést do praxe
klasifikator textovych dokumentt (algoritmus n-gramu) a pfipravit rozhrani pro
vyhodnocovani a vylepSovani klasifikace pomoci crowdsourcingu. Jeho ukolem
je totiz kromé sbéru dat také vyhodnoceni presnosti klasifikace, coz dale rozsituje
tréninkovou sadu klasifikatoru. Nas postup jsme otestovali na dvou datovych
sadach, kde dosahoval slibnych vysledki napfic riznymi jazyky. To vedlo k jeho

uvedeni do b&zného provozu na za¢atku roku 2019 v kooperaci univerzit VSB-
TUO a OU.

Kli¢ova slova: klasifikace, textové dokumenty, zpracovani ptirozeného jazyka,
n-gramy, Crowdsourcing, WordPress

1 Uvod

Navzdory pokrokiim v klasifikaci texti pomoci Natural language processing (NLP)
jsou lidé stale presnéjsi, coz otevira prostor pro lidskou asistenci, napf. pomoci
crowdsourcingu. V této praci popisujeme naSe zkuSenosti a predbézné vysledky
klasifikace textovych dokumentd psanych v Cestiné a obecny piehled dneSnich
algoritmi se zaméfenim na CeStinu. Dale také pfinasSime struéné shrnuti vyhod
crowdsourcingu. Na§ postup jsme testovali na dvou datovych sadach a porovnali
S pouzitim crowdsourcingu.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 133-136.
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2 Zpracovani texti v prirozeném jazyce a prehled Kklasifikatora

P1i klasifikaci textovych dokumentd je potieba vzdy provést nasledujici kroky [1]:

e  Odstranéni stop slov, tagli a dalsi pre-processing (viz ¢ast 2).

e  Extrakce ruznych vlastnosti textu [1].
Dnesni klasifikatory pouZzivaji bud’ statistické postupy, nebo strojové uceni. Naivni
Bayesiv klasifikator [2] ma napt. vyhodu v dobré presnosti pfi malé uéici sad¢. Term
Frequency-Inverse Document Frequency (TF-IDF) je statisticka metrika, ktera méfi
dulezitost slov v daném dokumentu [1, 3]. Latentni sémantickd analyza je zaloZzena na
analyze vztaht mezi sadou dokumentu a jejich slovy [4, 5]. Support Vector Machines
je metodou strojového uéeni zalozenou na principu rozhodovacich ploch [6, 7]. N-
gram je usporadana N-tice prvki patficich do né&jaké sekvence napt. slov, nebo pismen
pouzivana mj. pro Klasifikaci dokumentl, kde zacdatek a konec slova je oznaden
specialnim znakem [8]. Velkou vyhodou je nezavislost na jazyku dokumentu, protoze
neprobiha zadny pre-processing a jistd tolerance k preklepim a gramatickym
nepifesnostem.

Cely proces NLP ma nékolik fazi [10], pfedev§sim vsak [9] morfologickou,
syntaktickou a sémantickou analyzu. Zpracovani textu vyzaduje uréity pre-processing:
pievod na mald pismena, odstranéni specialnich znaki, stop slov a tokenizace. Dale
Zasto stemmatizaci a lemmatizaci [11, 12]. Cestina patii ke slozit&j§im jazyktim pro
zpracovani. Jednim z mala pouzitelnych frameworkt je Apache Lucene! obsahujici
Ceska stop slova, stemmer a tokenizér. Lemmatizér lze kompenzovat analyzatorem
Majka [13].

2.1 Crowdsourcing

Mize byt definovan jako zpiisob prace, ve kterém je aktivita outsourcovana davu [14]
jako vseobecna vyzva [15]. Zakladni mySlenkou je tedy kolektivni inteligence [16].
Klady a zapory crowdsourcingu nabizi [17]. Zpisoby, jak dav motivovat pak [18].

3 Prototyp a predbézné vysledky

Z dostupnych algoritmti jsme zvolili n-gramy implementované dle [8], avSak s
odstranénim stop slov umoznujicim zacit v profilu od zacatku seznamu. Na§
klasifikator také kvuli psychologickym textiim s tenkou hranici mezi tfidami pracuje
s delsimi profily. Kromé¢ klasifikace dale urci kli¢ova slova kazdé tfidy. Pét s nejvetsi
vahou pak doporuci vybranym uZzivateliim, coz by mélo potvrdit hypotézu o piesn&jsi
klasifikaci pro prispévky s pieddefinovanymi kli¢ovymi slovy. Kalkulace klicovych
slov je realizovana pomoci TF-IDF modifikovanym dle [19] pro téely tiidy. Chyby
klasifikace opravi pfimo uzivatel. Takovyto piispévek je pfidan do tréninkové sady.
Jazykova datova sada obsahovala texty v ¢esting, slovensting a angli¢tiné. Kazda
kategorie obsahovala 40 textti s 20 az 60 slovy. Tréninkova i testovaci sada obsahovala

! Apache Lucene: https://lucene.apache.org
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20 textt pro kazdou tfidu. Zdrojem byly technické texty z konference DATAKON
(2010,202, 2013 a 2014). Vysledky mizeme vidét v tab. 1, kde nase ocekavani piedcily
vysledky pro ¢estinu a slovenstinu. Jazykova nezavislost algoritmu byla potvrzena.
Psychologicka sada obsahujici méné vyvazené a strukturované texty obtizné
klasifikovatelné i pro cloveéka. Celkem obsahovala 87 textl v kategoriich osobnich
problémt a nemoci (63), prace, financi a $koly (8) a vztaht, rodiny a zaméstnani (14).
Pomér tréninkovych a testovacich dat byl 80:20. Vysledky vidime v tab. 1. V kazdé
tiid¢ byl jeden Spatné klasifikovany dokument, coz pfisuzujeme struktuie textu (avod
popisoval néco trochu jiného), nebo marginalnim pifipadiim obtiznym i pro ¢loveka.

Tab.1. Presnost klasifikace pro jazykovou a psychologickou datovou sadu.

Jazykova sada Psychologicka sada
Ttida Uspésnost Ttida Uspésnost
Angli¢tina 20/20 Osobni problémy, nemoci 12/13
Slovenstina 20/20 Prace, finance, $kola 1/2
Cestina 20/20 Vztahy, Rodina, zaméstnéni 2/3

Pro crowdsourcing bylo navrhované téma piispévki ,.zivot neformdlnich pecujicich
a jeho oviivnéni jako ndsledek této péce* s nasledujicimi tfidami: motivace, benefity a
nasledky, podpora pecovatelii a potreby pecovatelii. Tréninkova sada obsahovala 180
textd s max. 2 vétami a 4 tfidami. P¥ispévky tvofili a ovéfovali studenti LF OU. Spatné
klasifikované rozsitily tréninkovou sadu. Bylo ptidano 8 ptispévki (2 na tfidu) jednim
autorem (tzn. podobny slovnik). Nejdiive do kazdé tiidy 1 prispévek, coz vedlo
k nulové piesnosti zptsobené rozdilnou povahou oproti tréninkovym datim. Po
synchronizaci dat byla provedena stejna druha faze s piesnosti 50%. I kdyz je vidét
zlepSeni piesnosti a uceni klasifikatoru, neni vzorek dostateéné rozsahly pro zavéry.

4 Zavér

Hlavnim cilem této prace bylo vytvotit prototyp klasifikatoru textovych dokumentt
zalozeny na algoritmu n-gramil s crowdsourcingem pro zlepSeni piesnosti. Prvni datova
sada potvrdila jazykovou nezavislost algoritmu n-gramti. S druhou (psychologickou) si
algoritmus také poradil velmi dobie (Spatné klasifikoval pouze pfipady slozité i pro
¢loveéka). Nakonec s klasifikaci pomahal ¢loveék, ¢imz se do tréninkové sady dostaly
dfive chybné klasifikované texty. S ohledem na malé mnozstvi téchto textii nelze délat
zadné zaveéry, 1 kdyz zlepSeni zde vidét je. Dalsi prace bude zahrnovat potvrzeni
hypotézy o zvySeni presnosti pomoci doporuc¢enych klicovych slov a také rozsifovani
tréninkové sady o chybné klasifikované texty. Tato prace tizce souvisi s nasi dalsi
¢innosti popisovanou v [20]. Zde jsme se zaméfili predevsim na algoritmus n-gramu a
zakomponovani crowdsourcingu. Vysledky vedly krealizaci celého projektu
v kooperaci VSB-TUO a OU na pocatku roku 2019 a uvedeni do redlného provozu.

Podékovani: Vyzkum byl &asteéné podporen projektem TACR & TL02000050.
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Abstrakt. Vyuzitie strojového ugenia pre predikciu najpravdepodobnejsicho
vysledku zapasu je v tejto dobe stale povazované za naro¢nt ulohu. Stavkové
spolo¢nosti vyuzivaju tieto data pre ur€ovanie stavkovych kurzov a generovanie
zisku. Vyber vhodnych dat pouzitych pre trénovanie modelov je vel'mi dolezity.
V tomto prispevku sa pokiisame urCit najvhodnej$i datovy model ako aj
algoritmus spomedzi vybranych. Popri tom analyzujeme aj to, ako vplyva pocet
sezon pouzitych pre predikciu na celkovil Uspe$nost. V neposlednom rade
analyzujeme aj to, ¢i je lepsi pristup predikcie troch moznych vysledkov
Vv jedinom kroku, alebo metdodou oddelenej predikcie. Presnost’ natrénovanych
modelov bola hodnotena testovanim na datovej mnozine jednej celej sezony, kde
sme zaznamenali vysledky v niektorych pripadoch cez 60%, co presahuje
vysledky sucasnych stavkovych kancelarii. Pre validaciu sme vyuzivali data
ziskané z anglickej futbalovej sut'aze Premier League.

Kradové slova: stavkovanie, strojové ucenie, predikcia vysledku zapasu

1 Uvod

Vyuzitie strojového ucdenia v $portovych systémoch je stale ddlezitou oblast'ou
vyskumu. V minulosti uz vyslo v tejto oblasti viacero prac, no stale je obrovsky priestor
pre zlepsSenia.

Jednou z prvych prac v tejto oblasti bola praca Michaela Puruckera, Neural network
quarterbacking [1]. V tejto praci sa pokusal pomocou strojového uéenia predikovat’
vysledky zapasov americkej Narodnej futbalovej (rugby) ligy (NFL). Datova sada vSak
obsahovala iba zapasy z poslednej sezOny a testovacia sada obsahovala iba 14 zapasov.
Najlepsiu uspesnost’, ktortt dosiahol, bola 61%.

V tomto vyskume pokracoval vroku 2003 Kahn, ktory vyuzitim viacerych
atributov dvihol uspesnost’ na 75% [2]. Pravdepodobnost’ remizy je vSak pri rugby
vel'mi nizka, a preto sa dd v tomto pripade dosiahnut’ relativne vysoka uspesnost’.

McCabe a Trevathan pokradovali v podobnom vyskume v praci Artificial
Intelligence in Sport Prediction [3]. Skimali Styri rézne ligy, mimo iné aj NFL
a Premier league. Pri Premier league dosiahli vysledky v priemere 54,6%, pricom
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najlepsie skore bolo 58,9%. Pri NFL sa pohybovala Gispesnost’ medzi 63 a 67%. V tejto
praci sa vyuzili vysledky z viacerych sezon.

Tax a Joustra vyuzili vo svojej praci vysledky z 13 rokov nemeckého futbalu [4].
Porovnavanim viacerych algoritmov dosiahli najlepsi vysledok 56,1%.

V diplomovej praci Machine learning for Soccer analytics autor pouzil cez 300
atribitov tykajucich sa timu a hracov [5]. V tomto pripade autor dosiahol najlepsi
vysledok 53,4% a odovodnil to zlozitost'ou predikcie remizy.

Vo webovom portali kickoff.ai, ktory vyuziva umelt inteligenciu na predpovedanie
vysledku zapasov réznych futbalovych lig sme analyzou poslednych 100 zapasov
zistili, Ze spravne predikovanych bolo 56% a z toho ani jeden predikovany vysledok
nebola remiza.

Podobné vysledky vzhl'adom na remizy sme pozorovali aj v datach vyuzivanych
V nasej praci. Zo 7830 zapasov v 21 sezénach bolo spravne predikovanych priblizne
54%, z ¢oho iba 9 zapasov bolo predikovanych ako remiza. Z tychto 9 zapasov iba dva
naozaj skonc¢ili remizou.

Z analyzy prac arieSeni ktoré sme mali k dispozicii vyplyva, ze v predikcii
vysledkov zapasov je vel'mi kritickym bodom predikcia remizy.

2 Metody

Hlavnymi ciel'mi prace bolo uréit, ktory algoritmus je najvhodnejsi pre dany problém,
ako vplyvaji na predikciu dlhodobé data, aky model vybrat’ a pri kol’kych sezénach
Vv trénovacich datach dosiahneme najlepsie vysledky. Na dosiahnutie tychto cielov sme
potrebovali najprv vytvorit’ spravnu datova sadu. Zacali sme s datovou sadou
obsahujucou iba zakladné informacie ako nazvy timov, pocet strelenych golov,
vysledok zapasu, herny tyzden, datum konania a vV minulosti uréené kurzy na jednotlivé
vysledky. Distribucia vysledkov domaceho timu v 7830 zapasoch bola nasledovna:
vyhry 46,45%, prehry 27,98% a remizy 25,57%. Dalej sme z dostupnych zdrojov
ziskali informéacie o finalnych umiestneniach timov v jednotlivych rokoch. Z tychto dat
sme boli schopni vypocitat’ rézne atributy prisluchajuce aktualnej forme ako napriklad
vysledky poslednych piatich zapasov, série vyhier ¢i prehier, body vo forme, strelené
a inkasované goly a podobne. Tieto atributy reprezentovali formu oboch timov
v danom zapase. Forma sa vzt'ahuje na vykon timov od zaciatku aktualnej sezony.

Neskor sme pridali do datovej sady aj informacie o dlhodobych Statistikach.
Z oficialnej stranky Premier league sme ziskali informacie o celkovom posobeni timov
v lige. Agregaciou tychto hodnot sme boli nasledne schopni ziskat’ mnozstvo d’alSich
atributov platnych k danému zapasu. Prikladom takychto atributov st pocty odohratych
sezon, prehier, vyhier, inkasovanych a strelenych golov a pod., za celé pdsobenie
Vv stitazi az po dany zapas. Z tychto hodnét sme taktieZ vypocitali priemery a rozdiely,
ktoré definovali, ktory tim je z dlhodobého hl'adiska lepsi. Prikladom méze byt pomer
medzi vyhrami a prehrami timu po dany zapas, inkasovanych a strelenych goélov timu,
priemerné pocty inkasovanych a strelenych goélov na zapas, priemerné postavenie
v sezonach a podobne. Tieto priemerné hodnoty sme urcili agregaciou hodndt od
zaciatku pdsobenia timu v stitazi po dany zapas.
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Na urcenie vyhovujiiceho poctu sezén pre trénovanie modelov sme sa rozhodli pre
jednoduché cyklické testovanie modelov tak, aby sme pri kazdej iteracii odobrali
z datovej sady najstarS$ich 380 zapasov, Cize jednu sezonu. Vzhl'adom na mnozstvo
testovacich dat, ktoré sme vyuzivali, a to 380 zapasov, sme skonc¢ili pri 10 sezénach.
V opa¢nom pripade by bola testovacia sada prili§ vel'ka a vysledky by mohli byt
skreslené.

Vyuzitim predchadzajuceho cyklu sme taktiez urcovali aj uspesnost’ vybranych
algoritmov — linearna regresia, logisticka regresia, metoda podpornych vektorov
(SVM), nahodny les (RF) a gradient boosting (XGB). V kazdej iteracii sme skusili
vsetkych 5 algoritmov s prave pouzivanou vel’kost'ou datovej sady. Pred tym, ako sme
testovali jednotlivé algoritmy, sme sa pokusili uréit najvhodnejSie parametre pre
jednotlivé klasifikatory.

Poslednym testom sme sa snazili ur¢it’ vhodnu metodu predikcie. Do tohto bodu
sme predikovali jednoducho vsetky tri mozné vysledky naraz. V tomto teste sme
navrhli metdédy, kde by sme zjednodusili predikciu na binarny problém a snazili sa urcit’
pravdepodobnost’ iba vyhry, alebo iného vysledku. V druhom kroku sme sa snazili
uréit pravdepodobnost prehry alebo iného vysledku. Spojenim  tychto
pravdepodobnosti sme nakoniec ziskali vysledna Gspesnost.

3 Vysledky simulacii

Testovanie sme zapocali s datovou sadou obsahujucou iba informacie o zapasoch
a sucasnej forme timov. Vysledkom tychto simulacii vSak boli hodnoty nizsie ako
vysledky v skimanych pracach. Preto sme datova sadu rozsirili o dlhodobé Statistiky
tak, ako sme spominali v predchadzajucej kapitole.

Po rozsireni o dlhodobé Statistiky sme okamzite boli schopni badat’ prvé vysledky.
V tabulke 1 moézeme vidiet vysledky simulacii pri znizujuicom sa mnoZzstve
trénovacich dat. Algoritmus linearnej regresie nedosiahol v Ziadnom pripade vysledky
lepsie ako 35%, preto sme ho v tabulke neuviedli. Algoritmus SVM spomedzi
vybranych dosahoval vysledky pod troviiou publikovanych prac, preto tvrdime, Ze nie
je pre dany problém vhodny. Zvysné algoritmy vykazovali vysledky nad priemerom,
menovite 59,17% v priemere u logistickej regresie, 59,67% pri algoritme RF, a
najlepsie vysledky dosiahol algoritmus XGB — priemerne 60,2%, najlepsie 61,05%.

Spravnost’ hypotézy, ze odobratim Casti dat sa mozu zlepsit’ celkové vysledky sa
potvrdila len Ciastocne, pricom kazdy algoritmus sa spraval inak. Preto nie je uplne
jednoznacné, aké mnozstvo dat vyhovuje trénovaniu najviac. NajlepSie skore
algoritmov sme v tabul’ke vyznaéili silnejsie.

V tejto chvili je nutné spomenat’ aj spésob, akym sa modely testovali. Na zaciatku
sme modely testovali Standardnou metéodou nahodného premiesania datovej sady.
Takto sa vsak do testovacieho suboru nemuseli dostat’ rovnomerne data z kazdého
hracieho tyzdna. Preto sme pristup zmenili a testovali sme modely s datami z jedinej
(poslednej) hracej sezény. Vysledky tejto prace teda vypovedaji, ako by bol systém
schopny predpovedat’ vysledky na sticasnych datach.
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Okrem tohto sme v praci testovali aj datumové atributy dna a mesiaca zapasu.
Vyuzitim tychto atributov sme vSak nezaznamenali signifikantni zmenu uspesnosti,
takze sme ich d’alej netestovali.

Lepsie vysledky sme zaznamenali aj pri predikcii remizy. V skiimanej testovacej
vzorke 380 zapasov algoritmus logistickej regresie predikoval remizu 108-krat a z toho
71-krat spravne. Obdobné vysledky mali aj ostatné algoritmy. Tieto vysledky st zna¢ne
lepSie ako vysledky v skimanych pracach.

Sezény LogR SVM XGB RF
21 0.5868 0.5263 0.6105 0.5974
20 0.5947 0.5316 0.5974 0.6026
19 0.5974 0.5368 0.6026 0.6053
18 0.6 0.5368 0.6026 0.6
17 0.5947 0.5395 0.5974 0.6026
16 0.5974 0.5684 0.6 0.5947
15 0.5895 0.5474 0.5974 0.5895
14 0.5737 0.5526 0.6079 0.5816
Priemer 0.591775 0.542425 0.601975 0.5967125
Tabulka 1.: Uspesnost’ predikcie jednotlivych algoritmov pri meniacom sa podte
sezon

Pri modeli kde sme predpovedali vyhru a prehru osobitne sme zistili, ze vzhl'adom
na slabu distribuciu prehier v datovej sade vznika velka chyba. Z tohto dovodu sme sa
nedostali na hodnotu vyss§iu ako 52%, a preto nema zmysel tito metoédu vyuzivat'.

4 Zaver a diskusia

V tejto praci sme dokazali, ze aj vyuzitim jednoduchych a dostupnych dat ohl'adom
$portovych vysledkov sme schopni predpovedat’ vysledky s vy$Sou presnostou ako
skumané prace. Pri troch algoritmoch sme sa dokonca dostali cez 59%. Suverénne
najvhodnejsim algoritmom je XGB, kde sme dosiahli najvyssiu uspesnost’ 61,05%.
Zlepsenie sme zaznamenali aj pri predikcii remizy samotnej, kde sme mali spravne
predpovedanych az 65% predikovanych vysledkov.

Pri metodach sa ukazala ako vhodnejSia metdoda priamej predikcie, ¢o bolo
sposobené nizkou distribtciou prehier a remiz oproti vyhram doméaceho timu.

Vplyv datumovych atribatov a velkosti datovej sady ostava otdzny a bol by
potrebny hlbsi vyskum v tejto oblasti.

V budicnosti by bolo mozné vysledky tejto prace vylepsit roznymi dal$imi
Statistikami, ¢i uz informaciami o hracoch, pocasi, alebo aj pozorovanim mnoZzstva
pozitivnych a negativnych zmienok v spravach ¢i na socialnych sietach. Nami
dosiahnuté vysledky presiahli vysledky skimanych prac, ale stdle je predpoklad
mozného zlepSenia.

Pod’akovanie: Na tomto mieste by som chcel podakovat’ Ing. Michalovi Kovacikovi
za pomoc so svetom stavkovych kanceldrii, Ing. Marekovi Kunstarovi za ozrejmenie
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niektorych aspektov strojového ucenia a Mgr. Petrovi Dubdczimu za rady ohl'adom
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Abstrakt. Zmatenie pozivatel'a vo webovej aplikacii je problém, ktory vyrazne
zhorSuje pouzivatel'sky zazitok. Zméteny pouZzivatel nevie ako ma v aplikacii
postupovat, ¢o moze viest’ az k opusteniu webovej aplikacie. V tomto prispevku
sa venujeme identifikdcii zmétenia pouzivatel'a vo webovej aplikacii v redlnom
case s vyuzitim interak¢énych dat zo spravania. Navrhujeme metodu predikcie
zmitenia v realnom Case zaloZenu na klasifikacii spravania pocas ¢asového okna.
Ukazujeme vplyv velkosti okna na uspesnost klasifikacie. Na overenie
vysledkov sme zostavili pouZivatel'ska $tudiu na dovolenkovom portali FiroTour
a v aplikacii poistovne Aegon ako sucastou aplikacie YesElf, urenej na
vytvaranie sprievodcov vo webovych aplikaciach. Na§ modul predikcie zmétenia
Vv realnom case predstavuje zaklad pre personalizaciu tychto sprievodcov.

Kradové slova: zmitenie, klasifikacia, predikcia v realnom case, YesEIf

1 Uvod a existujiice pristupy predikcie zmétenia

Webové aplikacie st dnes prepojené s nasim kazdodennym Zivotom. Pracujeme v nich,
nakupujeme ¢ dokonca vypliiame volny &as. Problémy za¢nu, ked’ sa pouZivatel
dostane do stavu zmétenia. Slovnik Webster charakterizuje zmétenie ako stav, v ktorom
si ¢lovek nie je isty ¢o ma urobit’, alebo ako to ma urobit’. Zmiteny ¢lovek vynalozi
usilie na to, aby prekonal tento stav. Toto usilie je zvdcSa spojené s hladanim
ocCakavanej informacie alebo realizovanim sluzby. U kazdého vSak existuje hranica,
kedy tato snahu vzdame a aplikaciu jednoducho opustime.

Jednym z beznych scenarov je situacia, pocas ktorej pouzivatel’ navstivi aplikaciu
prvykrat. Neznalost’ rozhrania, mnozstvo obsahu a mnohé iné faktory spdsobuji, ze
nastane zmétenie. Toto je situacia, ktori sa snazi rieSit aplikicia YesElf
(www.yeself.com), ktora umoziuje pridanie sprievodcov do akejkol'vek webovej
aplikacie. Zameriava sa na firemné systémy a pripad, ked prichadzaji novi
pouzivatelia. V sucasnosti sa vynakladaju velké prostriedky na zaskol'ovanie novych
zamestnancov (angl. onboarding). Sprievodcovia maju za ulohu zefektivnit' tento
proces.

Zmiast’ sa vS§ak moze aj skuseny pouzivatel. Vezmime si situaciu, kedy vlastnik
aplikacia nahra novt zmenu do aplikacie. Bezna funkcionalita sa zmeni a zmiast’ sa
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moze aj skiseny pouzivatel. Dal3ou situdciou moze byt naviteva aplikacie po dlhej
pauze.

Identifikaciou stavu zmétenia sa zaoberalo niekol’ko prac. Thomas a kol. v praci [6]
predstavili metddu na idetifikdciu obtiaznych sedeni vo webovej aplikacii. Autori
pouzivajii na miesto pojmu zmdtenie, obtiazne sedenie (angl. strugling session), ale
Vv principe ide o ten isty stav. Ich metdda je zalozena na klasifikacii sedenia po jeho
uplynuti. Vyuzivaju pri tom ¢rty z mysi (pocet skrolov, pocet klikov a iné) a Crty
odvodené z HTTP serveru. Jedna sa o érty, ktoré vieme ziskat’ spracovanim HTTP
zdznamov na serveri ako napriklad dizka sedenia, poet stranok a iné. Ich klasifikator
dosahuje presnost’ az 0,84 avSak neposkytuju metodu, ktora by sa dala aplikovat’
V realnom case.

Lallé akol. vpraci [5] predstavili metdodu predikcie zmétenia pouzivatela
v redlnom Case. Ich pristup je zaloZzeny na interakénych datach z okulografu. Na
overenie metody navrhli pouzivatelska $tidiu so 136 ucastnikmi V aplikacii na
prenajimanie domov. Na oznadenie momentu zmaétenia autori implementovali
softvérové tlagidlo v pravom hornom rohu obrazovky. Na predikciu zmétenia autori
rozdelili sedenia na ¢asové okna rovnakej dizky, ktoré vyuzili pri klasifikacii. Ich
metoda dosiahla presnost’ 0,6 pri predikcii zmétenych pozorovani s vyuzitim algoritmu
nahodného lesa. Ako najdolezitejsia Crta predikcie sa ukazala vzdialenost’ hlavy od
monitora.

V tomto prispevku prezentujeme metddu na predikciu zmétenia v redlnom cCase na
zaklade interakénych dat spravania pouzivatela webovej aplikacie. Nasa metdda
vyuZiva primarne data o spravani mysi a snazi sa najst’ presny moment kedy zméitenie
nastalo. RieSenie je priamo stcastou aplikacie YesEIf a umoziiuje personalizované
odportcanie sprievodcov zméitenym pouzivatel'om.

2 Metoéda predikcie zmétenia pouzivatela v realnom case

Nasa metoda predikcie zmétenia v redlnom Case je zaloZena na vyuziti interakénych dat
0 spravani. Pod pojmom realny ¢as rozumieme odhadnutie presného momentu, kedy
zmétenie pouzivatela nastane. V stcasnosti disponujeme vysledkami zo spracovania
dat z mysi. V dohladnej dobe vSak pracujeme na pridani d’alSich zdrojov, ktorymi je
napriklad klavesnica.

Metoda pozostava z tychto krokov:

1. Predspracovanie surovych dat. V tomto kroku Cistime data (mazanie
duplikatov, mazanie netplnych dat). Pre realizaciu predikcie v redlnom case
nazbierané data delime do ¢asovych okien rovnakej velkosti. Casové okno je
stbor zaznamov mysi s uréenou dizkou trvania. Tento pristup bol pouZity na
predikciu zmétenia Vredlnom case V praci [5]. V naSej metode vyuzivame
vel’kosti okien 3 a 5 sekund.

2. Extrakcia ¢rt. V tomto kroku pristipime k vypoctu ¢ft mysi. Ide o Crty:
horizontalna rychlost, vertikalna rychlost,, rychlost, zrychlenie, akceleracia,
hybny moment, vzdialenost’, pocet pohybov, celkové trvanie pohybov. Nami
vybrané &rty boli pouZité v pracach [2,3] pri autentifikacii pouzivatela na
zéklade biometrie. Pod pojmom pohyb rozumieme stibor zdiznamov mysi, kde
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casovy rozdiel medzi zdznamami je mensi ako 120ms. Tento pojem bol
definovany v praci [2].

3. Trénovanie modelu. V tomto kroku pristipime K samotnému trénovaniu.
V pripade nevyvazeného datasetu pouzivame techniku nadvzorkovania
minoritnej triedy pomocou algoritmu SMOTE zaloZzenom na technike
k najbliz§ich susedov predstavenom v praci [1]. Minoritn triedu
nadvzorkujeme 0200 a 500 percent. Pre trénovanie sme vybrali algoritmy
logistickej regresie a nahodného lesu.

4. Predikcia. Po natrénovani modelov sa vyberie najuspe$nejsi. Kritérium
vyhodnotenia je maximalizovanie metriky presnosti pri predikcii zmitenia.
Dovod vyberu je pripadné produkéné nasadenie modelu, kde chceme kde ma
cenu chceme predikovat’ zmétenie ¢o najpresnejsie.

3 Vyhodnotenie

Na overenie metody sme navrhli pouzivatel'sku Stadiu, pocas ktorej Ui€astnici riesili
ulohy na vybranej webovej aplikacii. Vyber uloh reflektuje bezné pouzivanie aplikacie
a zameriava sa vzdy na problémové miesta v aplikacii.

Pocas celého experimentu sme zaznamenavali spravanie pouzivatela pomocou
logeru, ktory zaznamendva polohu kurzora a spravanie klavesnice. Frekvencia
zaznamenavania udalosti je 60 vzoriek za sekundu. Na ziskanie explicitného bodu
zmétenia pouzivame softvérové tlacidlo v pravom hornom rohu obrazovky. Vyuzitie
tejto techniky na rovnaky problém opisuje Lalle [5]. Podobne aj my poskytujeme
ucastnikom opis funkcie tlacidla na zaznamenavanie zmétenia pred zacatim samotnej
Stadie. Tento opis bol dostupny G¢astnikom v tlacenej forme pocas celého experimentu.

Kazda z tloh pozostavala vzdy z troch Casti:

o Obrazovka s instrukciami. Na tejto obrazovke si Gastnici mézu precitat’
inStrukcie potrebné k splneniu danej tulohy. InsStrukcie st okrem toho
vytladené na prilozenom papieri pre pripadné dohl'adanie pocas samotného
rieSenia.

e Riesenie tilohy. Utastnici riesia ulohu priom zaznamenavaji bod zmitenia
pomocou softvérového tlacidla.

o Obrazovka s dotaznikom. V prvej otazke dotazniku Wcastnik zodpovie
informaciu, ktora bolo potrebné na danej ulohe dohladat. V nasledujiicej
otazke odpovie na dovod stlacenia tlacidla zmétenia.

Na vyhodnotenie experimentu sme zorganizovali pouZivatel'ski $tadiu v dvoch
aplikaciach. Prvou z nich bola aplikacia dovolenkového portalu FiroTour, kde 59
ucastnikov riesilo 6 uloh. Pocas rieSenia nastalo kliknutie na tlac¢idlo zmitenia v 95
pripadoch. Druhou aplikaciou bola interna aplikacia poistovne Aegon. 20
zamestnancov firmy riesilo 6 tloh a Kliknutie nastalo v 30 pripadoch. Do datasetu sme
zaradili len kliky na tlacidlo zmaétenia, ktoré zo slovného opisu naozaj suviseli so
zmétenim.

Dovodom vyberu dvoch odlisnych aplikdcii je porovnanie uspeSnosti metddy
v ramci domén. Chceme urcit’ aj ako vel'mi vSeobecna moéze nasa metdda byt. Na
implementaciu modelov sme pouzili jazyk python a kniznice ramca sci-kit learn. Na
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vyber optimalnych parametrov modelov sme pouzili prehladavanie do mriezky. Na
vyhodnotenie modelov sme pouzili vrstviacu trojskupinovu krizova validaciu.

Tab. 1 a2 poskytujii predbezné vysledky natrénovanych modelov. Najispesnejsi
model pre aplikaciu je vzdy zvyrazneny. Mozeme si v§Simnut’, Ze v oboch pripadoch sa
prejavila vysoka nevyvazenost' datasetu. Snazili sme sa ju zmiernit’ nadvzorkovanim.
Najlepsi model vznikol algoritmom ndhodného lesa v aplikacii poistovne Aegon.
Kritérium hodnotenia bolo maximalizovanie metriky presnosti predikcie zméatenosti.

Tab.1. Prehl'ad vysledkov modelov v aplikacii Firotour. Oznacenie 1 reprezentuje predikciu
zméteného pozorovania. LR znamena linearna regresia a RF nahodny les. Pismeno S oznacuje
pripady kde bolo aplikované nadvzorkovanie minoritnej triedy a je vzdy nasledované

percentami.

Model Presnost’ (0) Presnost’ (1) Uplnost (0) Uplnost (1)
LR 0.98 0.30 0.99 0.11

LR S200 0.98 0.36 0.09 0.09

LR S500 0.98 0.24 0.99 0.11

RF 0.98 0 1 0

RF S200 0.98 0.25 1 0.02

RF S500 0.98 0.27 1 0.07

Tab.2. Prehl'ad vysledkov modelov v aplikacii Aegon. LR znamena linearna regresia a RF
nahodny les. Pismeno S oznacuje pripady kde bolo aplikované nadvzorkovanie minoritnej
triedy a je vzdy nasledované percentami.

Model Presnost’ (0) Presnost’ (1) Uplnost (0) Uplnost (1)
LR 1 0.50 1 0.07

LR S200 0.98 0 1 0

LR S500 1 0.50 1 0.07

RF 1 0 1 0

RF S200 1 0 1 0

RF S500 1 0.50 1 0.12

4 Zaver

V tejto praci sme predstavili metddu na predikciu zmétenia zalozenu na analyze
interakéného spravania z mysi vo webovej aplikécii. Na§ vyskum nadvizuje na nasu
predchadzajicu pracu [4], v ktorej sme predstavili vysledky metody len nad aplikaciou
Firotour. Chceme sa v8ak posuntt’ d’alej, a preto sme zopakovali pouzivatel'sku $tadiu
nad aplikaciou poistovne Aegon. Ako sme V praci predstavili po¢iatoéné experimenty
ukazuji, ze metoda dosahuje porovnatelné, ba dokonca lepsie vysledky pri predikeii
zmitenia. Otvara sa tu vSak priestor na aplikaciu novych ¢t odvodenych z klavesnice
(ked’Ze naSe datasety disponuju tymito zdznamami). Taktiez sa tu otvara priestor na
natrénovanie ¢o najvseobecnejSicho modelu. Tu je vSak otazka, ktoré z vybranych ¢ft
st doménovo nezavislé.
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Je dolezité dodat’, Ze v dneSnej dobe disponujeme kompletnou infrastruktirou
vramci projektu YesEIf, uréenou na aplikaciu modelu predikcie v produkénom
prostredi. Stale pracujeme na jej doladeni a planujeme nasadit’ nase rieSenie. Otvara sa
tu priestor na to ako navrhnat’ spravne overenie v produkénom prostredi.

Pod’akovanie: Tato publikacia vznikla vd’aka ¢iastocnej podpore projektov APVV
SK-IL-RD-18-0004, KEGA 028STU-4/2017 a VG 1/0667/18.
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Abstrakt. Mapovani ontologii hraje dillezitou roli pfi integraci raznych systému
nebo pii propojovani dat, ktera pouzivaji rizné ontologie. Jednou z ptednich
domén, ve které se ontologie pouzivaji a ve které je konstantné generovano velké
mnozstvi dat, je biomedicina. Cilem dizertacni prace je navrhnout metodiku pro
mapovani biomedicinskych ontologii. Stavajici projekty a publikace se timto
tématem jako celkem nezabyvaji. Souvisejici projekty poskytuji obecnou
metodiku pro mapovani ontologii nebo se zabyvaji samotnym mapovanim
biomedicinskych ontologii (ziskanim sady mapovani). Biomedicinské ontologie
mohou byt velmi specifické, diky cemu se naskytuje potfeba pro metodiku pro
jejich mapovani. K dosazeni cile budou pouzité nejprve analytické kroky —
prehled literatury Vv oblasti mapovani biomedicinskych ontologii, pouziti a
evaluace efektivnosti a omezeni stavajicich metodik, vyzkum charakteristik
biomedicinskych ontologii, evaluace riznych mapovacich nastroji a evaluace
kombinovanych vysledkii z vice mapovacich nastroji. Po téchto krocich bude
nasledovat samotna formulace metodiky.

Kli¢ova slova: ontologie, mapovani ontologii, biomedicinské ontologie.

1 Uvod

Biomedicina je jednou z oblasti, ktera v dnesni spolecnosti hraje vyznamnou roli.
Existuje velké mnozZstvi biomedicinskych dat a neustale jsou vytvafena nova data
z ruznych studii, experimentt atd. Piikladem, kde se biomedicinska data pouzivaji a
vytvareji, mohou byt farmaceutické firmy. Bez kvalitniho zpracovani dat (kterému
rozumi i pocitace) mize byt mnozstvi informaci ztraceno.

Biomedicina je zaroven jednou z vyznamnych oblasti, ve které se pouzivaji
ontologie. Obsah mnoha biomedicinskych ontologii se piekryva [1], co vede k potiebé
jejich mapovani. Mapovani ontologii je hledanim odpovidajicich si konceptii v riznych
ontologiich. Jeho cilem je vyhodnotit podobnost konceptli, vlastnosti a instanci na
zakladé jejich pojmenovani, struktury nebo logické interpretace. [2]

Nalezena mapovani mohou byt velmi vyznamna. Napriklad, aplikace, ktera pracuje
s ontologii A, bude moct pracovat i s daty popsanymi ontologii B za pomoci vztahti
(mapovani) mezi ontologiemi A a B. Mapovani biomedicinskych ontologii vSak muze
byt naroénym tkolem. Biomedicinské koncepty mohou mit mnoho synonym, jejich
vyznam muze byt uméle ohranicen, koncepty se stejnymi jmény mohou mit rizné
vyznamy nebo se vyznam konceptl ¢astecné prekryva atd.

P. Butka, F. Babi¢, J. Paralic¢ (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 147-151.
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Prakticky priklad vyuziti muze byt nasledujici. Farmaceuticka firma, ktera provadi
ruzné studie vyvijenych latek, pouziva pro popis svych dat vlastni interni ontologii.
Dale existuje vefejny projekt pro biomedicinska data a experimenty vcetné jejich
vysledkt, ktery pouziva jiné ontologie. V zajmu farmaceutické firmy je, aby mohla
porovnat vysledky svych studii sdanou latkou s vysledky latky ve vefejné
zaznamenanych experimentech. Toho muiZze byt dosazeno piepisovanim dotazli za
pomoci mapovani ontologii.

Otazkou tedy je, jak provest proces mapovani ontologii? Ktery algoritmus pro
mapovani pouzit? Musi se pouzit pouze jeden? Jak algoritmus pouzit? Kdyz zaénou
farmaceutické firmy pouzivat ontologie, tyto ontologie mohou byt automaticky
vygenerované napiiklad z Excelovych tabulek. Je mozné, Ze budou obsahovat neshody
a nebudou dodrzovat osvédéené postupy. Pravdépodobné tedy budou v budoucnu
nahrazeny jinymi ontologiemi a cely proces mapovani ontologii tak musi byt
opakovatelny. Obecné tedy, jakou strategii zvolit pro mapovani ontologii
Vv biomediciné?

Cilem disertacni prace je poukazat na to, vcem jsou soucasné metodiky
nedostacujici, a navrhnout metodiku pro mapovani biomedicinskych ontologii.

2 Soucasny stav zkoumané oblasti

Existuje velké mnozstvi zpuisobtl, jak mize byt mapovaci uloha provedena (manualné,
automaticky), bylo vyvinuto mnozstvi mapovacich nastroji pro danou oblast (deset
nastroju se zGGastnilo kampané OAEI 2018 — Large Biomedical Ontologies track, viz
dale) a obecna metodika pro mapovani ontologii byla navrzena. Nejsme si ovSem
védomi existence metodiky pro mapovani biomedicinskych ontologii. V této ¢asti
budou rizné zdroje pro praci struéné predstaveny.

Prvnim zdrojem je metodika pro mapovani ontologii od autort Jérome Euzenat a
Pavel Shvaiko [3]. Tato metodika zahrnuje cely proces mapovani ontologii od
vymezeni potieb a tcelu mapovani, pres ziskani sady mapovani a jeji evaluace, az po
samotnou implementaci vyslednych mapovani. Kroky této metodiky jsou ovsem velmi
obecné a neposkytuji navod, jak jednotlivé kroky provést pro dany problém.

Dal$im zdrojem jsou kampané OAEI* (Ontology Alignment Evaluation Initiative) a
zpravy z jejich udalosti, napf. [4]. OAEI je mezinarodni iniciativa pro organizovani
evaluace nastroji pro mapovani ontologii. OAEI zahrnuje i sady tkold (tracks)
zaméfené na biomedicinské ontologie (Large Biomedical Ontologies track, Anatomy
track, Disease and Phenotype track), které predstavuji dilezity zdroj zejména pro
hledani vhodného néstroje pro mapovani biomedicinskych ontologii.

Mezi dal$i zdroje patii ¢lanek Tackling the challenges of matching biomedical
ontologies od autortt Daniel Faria et al [5], ktery popisuje strategie mapovacich nastroji
pro zdolani vyzev mapovani biomedicinskych ontologii. Mezi vyzvy patfi velikost
biomedicinskych ontologii, biomedicina a jeji komplexni a bohaty slovnik nebo
rozdilny pohled na doménu, ktery vede k logicky neslucitelnym mapovanim kvili
odporujicim si restrikcim.

! http://oaei.ontologymatching.org/
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Existuje dale fada metod, jak provést mapovani biomedicinskych ontologii ve
smyslu ziskani sady mapovani pro dané vstupni ontologie (¢ast z celého procesu), napt.
[6, 7]. Dalsi zdroje popisuji konkrétni mapovaci nastroje [8, 9], technologie nebo
projekty [10] (projekt pro sbirani biomedicinskych dat).

3 Cil prace

Hlavnim cilem prace je navrhnout metodiku pro mapovani biomedicinskych ontologii.
Metodika by méla zahrnovat cely proces mapovani ontologii, pocinaje identifikaci
ontologii pro mapovani a charakteristikou potieb, konée se samotnou implementaci
vyslednych mapovani. Metodika bude zaloZena na existujici metodice pro mapovani
ontologii (viz [3]), ktera bude dale specializovana pro mapovani biomedicinskych
ontologii (s ohledem na jejich potieby a charakteristiky).
Hlavnimi otazkami, které by mély byt zodpovézené, jsou:
e Proc¢ jsou obecné metodiky pro mapovani ontologii nedostatecné pro
mapovani biomedicinskych ontologii?
e Jaké jsou charakteristiky biomedicinskych ontologii a jak ovliviji proces
mapovani ontologii?
e Které nastroje a techniky jsou vhodné pro mapovani biomedicinskych
ontologii — jak vybrat vhodny nastroj? Jak ndstroje kombinovat?
Metodika by méla predstavovat navod pro ty, kdo pouzivaji biomedicinské
ontologie a maji potiebu jejich mapovani.

4 Metody a postup prace

Pro dosazeni cilu prace, nasledujici metody budou pouzity:
e  Prehled literatury v oblasti mapovani biomedicinskych ontologii,
e Pouziti soucasnych metodik a evaluace jejich efektivnosti a omezeni,
e  Prizkum charakteristik biomedicinskych ontologii,
e Evaluace mapovacich nastrojti, evaluace kombinovanych vysledki z vice
mapovacich nastroju (OAEI),
Vyvoj metodiky,
e Evaluace metodiky.

5 Predbézné vysledky

V soucasnosti je mozné uvést pouze ne¢kolik zakladnich charakteristik biomedicinskych
ontologii, ¢aste¢né vysledky probihajici analyzy vysledkti z OAEI — Large Biomedical
Ontologies track a vztah mezi i¢elem mapovani s pfistupem k ziskani sady mapovani.
Co se ty¢e charakteristik biomedicinskych ontologii, nasledujici téi charakteristiky

byly zatim zaregistrovan¢:
o Znacna velikost biomedicinskych ontologii. Tyto ontologie mohou
obsahovat desitky a stovky tisic tfid, nehledé na vlastnosti a axiomy.
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Takova velikost hraje rozhodujici roli pti rozhodovani mezi manualnim a
automatickym mapovanim, kdy manualni mapovani neni u takového
rozsahu mozné.

e Nazvy konceptit v kodech. Pro biomedicinské ontologie je bézné, Ze jako
nazvy koncepti jsou pouzity rizné kody specifické pro jednotlivé
ontologie. Mapovaci nastroj tedy musi umét pracovat s labely koncept.

o Taxonomicky charakter biomedicinskych ontologii. U biomedicinskych
ontologii je Casté, Ze jsou reprezentovany ve formé taxonomii. Prikladem
muze byt i Large Biomedical Ontologies track z OAEI, kde vSechny tfi
pouzité ontologie maji taxonomicky charakter (napi. NCIT? definuje 145
810 tfid a pouze 97 vlastnosti). U biomedicinskych pojmi je ovSem obtizné
jejich zatfazeni do hierarchie. Tyto hierarchie jsou tedy c¢asto uméle
vytvofené a v ruznych ontologiich se lisi. Mapovaci nastroje jsou tedy
odkazané hlavné na lexikalni mapovani.

Tyto charakteristiky potvrzuje 1 dosavadni analyza vysledki OAEI Large
Biomedical Ontologies tracku, kdy mapovani z riznych nastrojii jsou zaloZena na
vyskytu stejnych nebo synonymnich slov v nazvech koncepti. Zaroven jsou pouzité
ontologie velmi rozsahlé a v§echny taxonomického charakteru.

Cil mapovani je vychozim kritériem, které je tfeba brat v uvahu. Ukazkou muze byt
uvodni ptiklad, kdy cilem je nalézt vSechny vyskyty dané latky pro prepsani dotazu,
kdy neni potfeba, aby namapované koncepty byly logicky koherentni. Neni tedy nutné,
aby byly pouzity mapovaci nastroje, které kontroluji logickou koherentnost.

6 Zavér

Navrh metodiky pro mapovani biomedicinskych ontologii neni jednoduchym tkolem.
Meéla by byt ovSem piinosem pro pracovisté, kde se vyskytuje potfeba mapovani
biomedicinskych ontologii a kde mapovani mohou umoznit sdileni dat, hledéni
v datech atd.

Podékovani: Tento piispévek ¢aste¢né vznikl s podporou projektu IGA VSE 33/2019.
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Abstract. The paper presents our research ideas in the initial stage of the
project focusing on the problem of anomaly detection. The main goal of our work
is to propose an approach for effective anomaly detection in data streams,
specifically for group anomaly detection. The proposed approach encompasses
two aspects of the solution. The first is the method and representation based on
detection of transitions in data streams between normal and anomalous state. The
second one is the support of the bidirectional knowledge transfer between the
defined model and the expert who evaluates the model. Initial verification of the
proposed change detection approach allows us to assume promising results and
provides the basis for further research in this area.

Keywords: anomaly detection, group anomaly, human-in-the-loop

1 Introduction

The quality of decision-making is closely related to the quality of data we have at
the input of the decision-making process [1]. Data may contain noise that may be
encoded into data naturally or targeted. Extreme variant of noise are anomalies that do
not belong to normal data due to their nature. In case the proposed processing method
fails to correctly deal with extremes and noise in data, the processing of new data may
be, but not always, negatively affected by already processed data extremes. The
extremes in data are interesting for us because they represent incorrect, mysterious
behaviors in the observed environment, which must be treated with proper
consequences. Alternatively, they are gripping for us as they affect accuracy or
efficiency of the computational models that work with the data.

Detection of anomalies is the task, which could be found in many real-life scenarios.
Extremes can be found in various forms with respect to the applied area. Among the
most common areas where we can find the detection, we can certainly involve systems
and communication networks security, sustainability of industrial systems, finance and
insurance, natural language processing and intelligent audiovisual signal processing.
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2 Existing methods

Research on anomaly detection goes back to the very beginning of the data mining
research, as these study fields support each other. There are many data mining methods
which could be applied for anomaly detection. These approaches include classification,
clustering, graphs analysis, statistical methods and many others.

2.1  Classification methods

Subba et al. [2] proposed simple Artificial Neural Network (ANN) model that may
be easily used to classify any attempts to break into the monitored system. The proposed
neural network uses one hidden layer, making it computationally inexpensive and thus
able to be deployed in real-time evaluation which is crucial in intrusion detection
systems (IDS).

Another approach for intrusion detection was proposed by Xiao et al. [3]. They tried
to utilize Bayesian network as classifier with powerful reasoning capabilities. To
overcome the issues of training suboptimal models based on heuristics and
incompleteness of datasets they propose Bayesian Network Model Averaging based on
k-best Bayesian Network classifiers.

Perdisci et. al [3] exploit one-class SVM classifier for hardening payload-based
IDS. The differentiation of the other IDS classifiers is in the learning approach as the
proposed method uses unsupervised learning. The method applies intelligent feature
clustering algorithm originally proposed for text classification problems for
dimensional reduction of the feature space. Ensemble of multiple one-class SVM
classifiers for different features from obtained payload according to evaluation
improves model accuracy and the hardness attacker’s evasion.

2.2 Clustering methods

Leung and Leckie [9] proposed method for unsupervised IDS detection based on
clustering. The key benefit of this methods is in unsupervised learning. Proposed
method is capable of detecting previously unseen attacks. According to evaluation
using KDD Cup 1999 dataset, the methods is near the accuracy of other IDS methods,
but with the mentioned advantage of unsupervised learning and smaller computational
complexity.

Another research [18] in clustering-based anomaly detection focuses on network
traffic anomalies. Approach is novel by means of flow-based detection scheme based
on k-means clustering algorithm. Identified cluster centroids from k-means are used in
efficient distance-based detection of anomalies in new incoming data.

2.3 Graph analysis-based methods

Calderara et al. [10] applied graph analysis for detecting anomalies in people’s
trajectories. The approach was based on combination of two state-of-the-art
methodologies. The first was represented by an ability to track and label single person
trajectories in a crowded area acquired by multiple video cameras. The second was an
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application of novelty unsupervised detection algorithms based on spectral analysis of
graphs. The work as a proof-of-concept calls for extensions and further work.

Jiang et. al [20] tried to solve suspicious network activities through DNS failure
graph analysis. Known methods for network activities analysis work on network traffic
data. The analysis is due to a big amount of data used too expensive and reduces
effectiveness of these methods. The method is based on analysis of failed DNS queries
which form DNS failure domains (graphs). They apply tri-nonnegative matrix
factorization technique to iteratively extract coherent co-clusters from DNS failure
graphs. Those co-clusters represent a variety of anomalous activities e.g., spamming,
bots etc. The method was evaluated on 3-month DNS traces. The results show that 4
unknown groups of hosts were identified in addition to 4 correctly identified already
known suspicious groups of hosts.

24  Summary

Research in anomaly detection is still active as there are many studies [11,12] that
address current anomaly detection issues and have been published in recent years.
Neural networks-based methods are used more often than statistical methods. The
promotion of neural networks is in the constantly increasing computational capacity,
which has limited the full use of its potential recently. We personally hold the view that
other methods, not based on neural networks, have their own justification and
motivation of use nowadays. One of them is, that the decisions based neural network
are hard to be explained if possible. Interpretability is crucial in many areas of everyday
file where anomaly detection is necessary. What we see as natural ways of anomaly
detection by means of data mining methods are classification and clustering methods.
Those methods generally fulfill transparent interpretability constraint and therefore are
suitable for our use case. The examples are decision trees, KNN and SVM.

3 Research Goals

One of numerous problems of anomaly detection is frequent false anomalous state
notification of the observed system. This issue was discussed in several works
[16,17,18]. The higher the volume of false notifications the higher the unnecessary
intervention of the operator / expert monitoring the system. Perfect anomaly detection
method should notify the user only in case when real anomaly happens and on the other
hand should do not skip any single anomaly occurrence. The indirect relationship
between high detection rate and low volume of false notifications is one of the key
indicators of the quality of the proposed method. We identified challenges considering
correct detection of transitions between normal and anomalous state of the observed
system. Those challenges make up goals of our further research:

e capturing the patterns of transition in the behavior of the observed system,
o bidirectional knowledge transfer.

Methods primarily try to correctly detect the anomalous state of a particular data
instance, possibly by means of rules to define certain groupings of instances creating
anomalies. What we see as an opportunity for improvement is the training of models to
capture the patterns of observed system behavior. This means more accurately
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describing the transitions between the anomalous and the normal state over the data
stream. The task would be to construct a method that will automate deduction of
transition motifs, categorize them and then use them for a new detection. The result of
the categorization with appropriate post-processing method would be a set of transition
patterns. In our case, detection would consist of calculating the anomalous score of a
particular instance in the observed sequence and then estimating the global state (degree
of anomaly) of the system. There are works which focus on particular issues within
proposed method such as data stream processing annotation [14] or detection of motifs
in data stream [15].

The first subproblem in this task is to effectively represent transition states of the
observed system. Nowadays, we work with large volumes of data that do not usually
fit into computer’s operating memory. One option is to store sampled data, or the other
is to store data on slower mass media that are not suitable for real-time processing.
Effective representation of data that is not sampled, accessible in the computer’s
operating memory and directly usable (without any compression) by the detection
method can greatly expand the possibilities of using unsupported, rapidly available data
in the context of anomaly detection.

Solving the problem of capturing and representing transition states, we come to the
problem of how to exploit potentially very long sequences of system state transitions
in order to estimate the current state. The challenge is to effectively identify the motifs
of normal / anomalous variable length behavior and evaluation how the sequences
contribute to the current state of development.

The main goal is to develop methods that can automatically exploit all available
data and improve over time without any human intervention. However, there are cases,
when human intervention could remove automatic approach related struggles. In this
case so called “human-in-the-loop” interactive machine learning process appears to be
more suitable. [13]

The anomaly detection process requires in certain stages the intervention of a
domain expert who introduces his knowledge into the decision-making process. Most
available methods suffer from a lack of deducibility why the method labeled a specific
instance or a sequence of the instances as normal or anomalous. This issue is also
known as “black-box machine learning problem” [13]. The transfer of knowledge
between the method and the expert should become bi-directional in order to achieve the
most accurate detection results, thus shifting from “black-box problem” to wished
“glass-box problem” [13]. There are two types of knowledge which would be
transferred between the model and expert. The model would provide knowledge in form
of rules describing the motifs such as transition rules (eg. increase during 2 epochs for
4 points, steady for 5 epochs, decrease during 5 epochs for 6 points, optionally whole
in context of another motif A and B). The expert could provide own knowledge in the
same manner as the model along with setting hard boundaries such as minimum,
maximum or average value over time for any attribute of any single observed instance.
Given the first identified challenge, we identified an opportunity for automated
deduction of rules for behavioral motifs. Knowledge transfer from the method to the
expert would greatly facilitate further training of the model and modeling the system
for detection as such while the transfer model to export would help in reasoning about
the detection process when model is deployed in testing or production environment.
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4 Conclusions

This paper presents our research ideas in the initial stage of our project focusing on
the problem of anomaly detection. As stated in the chapter related to existing methods,
we have identified many approaches in anomaly detection for various areas, especially
but not exclusively in IDS detection. What we identified as key issue of any anomaly
detection methods is the interpretability of the model. The ability to explain reasoning
behind the model is crucial in many industries like finances, healthcare, medicine and
security. Solving the interpretability is closely related to understanding the behavioral
changes inside the monitored system. Those challenges make up goals of our further
research:

e capturing the patterns of transition in the behavior of the observed system:
detection of transition motifs and their grouping into patterns,

o bidirectional knowledge transfer: transfer of knowledge between trained
model (extraction of rules describing motifs) and expert (definition of rules
for motifs; definition of hard constraints for any instance attribute).

We hold the view that solving the mentioned challenges could lead to more precise
anomaly detection. By capturing the patterns of transition in the observed system, we
pursue the capability of gathering the data for interpretability of reasoning behind the
detection. We assume, that transitions in data represent the key issue for effective
observation of the system and gathering the knowledge. Knowledge without the
possibility of deriving an action has no added value. Therefore, we suppose that the
logical second step is the support of knowledge transfer between the model and the
expert. The ability of knowledge transfer from model to expert in form of motif rules
brings more transparency in reasoning about the correctness of detection for the expert
and possibly trust in automation solution. On the other hand, easy way for definition of
rules for detection would boost the detection as the expert could bring the initial set of
domain-dependent knowledge.
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Abstrakt. Aplikacia metdd strojového uéenia na vysoko nevyvazené datové sady
je vsucasnosti povazovana za narofni ulohu v oblasti spracovania dat.
Spracovanie nevyvazenych datovych sad je casto spdjané s nevyvaZzenym
ucenim, ktoré nachadza svoje uplatnenie v mnohych oblastiach realneho zivota,
kde zaradzujeme aj problematiku predikcie bankrotu spolo¢nosti. Tento
prispevok je zamerany na porovnanie vykonnosti niekolkych zlozenych
(ensemble) metdd strojového ucenia aplikovanych na datach spolocnosti
S ruenim obmedzenym podsobiacich na Slovensku. Presnost’ natrénovanych
modelov bola hodnotena metrikou geometrického priemeru, ktora v niektorych
pripadoch dosiahla pomerne vysoku uspesnost’ az nad 97%. Dosiahnuté vysledky
boli validované na dvoch rozdielnych odvetviach hospodarstva —
pol'nohospodarstvo a maloobchody.

Kracové slova: detekcia anomalii, zlozené metddy, predikcia bankrotu,
nevyvazené ucenie

1 Uvod

Lubovol'na spolocnost’ sa méze vplyvom nepriaznivej financnej situdcie, nevhodnym
obchodovanim alebo nespravnym vedenim podniku dostat’ do zna¢nych tazkosti, ktoré
mozu v konecnom dosledku vyustit’ az do samotného bankrotu spolo¢nosti. VEasna
informacia o nastavajicej kritickej situdcii méze zohravat’ kIai¢ovua rolu pri procese
rozhodovania sa o d’alSom smerovani spolo¢nosti. Dolezitost’ tejto problematiky
potvrdzuje aj nespocetné mnozstvo prispevkov, ktoré su zhrnuté v nasledujiucich
prehl'adovych ¢lankoch [1], [3].

Predikcia bankrotu spolo¢nosti je povazovana za problém vyrazne nevyvazenej
datovej sady, nakolko pocet solventnych spolocnosti v praxi vo vyraznej miere
prevySuje pocet bankrotujucich podnikov. Na prekonanie slabej vykonnosti
klasifikatorov boli vytvorené sofistikovanejsie techniky. Jednym z najpopularnejsich
pristupov je vyuzitie metéd nevyvazeného uéenia (imbalanced learning). Prehl'adovy
¢lanok [3] sumarizuje 527 prispevkov zameranych na tuto problematiku. Najlepsie
vysledky boli zaznamenané pri pouziti techniky vzorkovania, boostovania, detekcie
anomalii a taktiez zlozenych metdd. V tomto prispevku sa zameriavame na porovnanie
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vykonnosti zloZzenych metdéd strojového ucenia pri snahe predikovat’” bankrot
spolo¢nosti.

2 Datova sada

Datova sada bola tvorena tisickami uctovnych zavierok spoloCnosti s rucenim
obmedzenym posobiacich na Slovensku pocas obdobia rokov 2010-2016 v rozdielnych
odvetviach hospodarstva. Tento prispevok a vyhradne zameriava na pouzitic dat
z odvetvia pol'nohospodarstva a maloobchodov. Kazda uétovna =zavierka bola
reprezentovana 20 pomerovymi finanénymi ukazovatelmi, ktorych blizsia
charakteristika je uvedena v nasom predchadzajicom prispevku [11].

Predlozena datova sada obsahovala zaznamy spolo¢nosti pre Styri roky evaluacie:
2013, 2014, 2015 a 2016. Pod pojmom rok evaluacie rozumieme obdobie, v ktorom
bola spolocnost vyhodnotena ako bankrotujuca alebo solventna. Pri trénovani
klasifikacnych modelov boli pouzité data z obdobia jedného roka pred samotnym
rokom evaluacie, ktoré v nasej predoslej $tadii [11] dosahovali pomerne uspokojivé
vysledky. Distribucia vzoriek bankrotujucich a nebankrotujucich spolocnosti je
znazornena v Tabulke 1. Pomer vzoriek nebankrotujiicich spolocnosti vo vyraznej
miere prevysuje pocet bankrotujiicich vzoriek, Co reprezentuje problém vyrazne
nevyvazenej datovej sady.

Tab. 1. Pomer bankrotujtcich a nebankrotujucich vzoriek

2013 2014 2015 2016
pol'nohospodarstvo  6/1442 6/1622 8/1882  8/1991
maloobchody 11/5195 11/6107 7/6327 4/6263

3 Metodologia

V tejto Stadii bolo pouzitych niekolko zlozenych metod strojového ucenia, ktorych
cielom je kombinovat’ niekol'ko slabsich klasifikatorov za uc¢elom zvysenia presnosti
predikcie vysledného modelu. Bolo pouzitych niekol'ko zékladnych zloZzenych metod:
AdaBoost (AB) [8], Random Forest (RF) [6] a Gradient Boosting (GB). V praci boli
pouzité aj zloZzené metddy vyuZzivajice techniku vzorkovania: Balanced Bagging (BB)
[2], Easy Ensemble (EE), Balanced Random Forest (BRF) a RUSBoost (RUB) [10]. Pre
porovnanie boli aplikované dve metody na detekciu anomalii: metéda podpornych
vektorov s natrénovanim na jednej triede (OCS) [9] a izolaény les (IF) [7] a taktiez
jednoducha metdéda podpornych vektorov (SVC) [5].

Pred samotnym pouzitim metdd strojového ucenia bolo potrebné data vhodne
spracovat. Chybajuce hodnoty boli nahradené priemernou hodnotou prislusného
finan¢ného ukazovatela. Data boli Standardizované na nulova strednti hodnotu
a jednotkovy rozptyl. Na trénovanie modelov bolo pouzitych 80% dat. Testovanie
modelov bolo realizované na zvySnych 20% dat, pricom vzorky oboch tried boli
rovnomerne zastipené v trénovacej aj testovacej Casti. Vynimku tvorili metédy na
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detekciu anomalii, pri ktorych boli na natrénovanie pouzité len vzorky majoritnej
triedy. Experimentilne pokusy sme realizovali 100-krat. Uspesnost’ natrénovanych
modelov sme hodnotili metrikou geometrického priemeru (GM), ktora je povazovana
za vhodnu metriku pre nevyvazené datové sady [4], pretoze berie do tivahy uspesnost’
predikcie oboch tried binarneho klasifikaéného problému. Vysledky jednotlivych
experimentov boli spriemernené a ich déveryhodnost’ vyjadrena hodnotou Standardnej
odchylky.

4 Dosiahnuté vysledky

Hodnoty metriky GM najlepsie natrénovanych klasifikaénych modelov pre predikciu
bankrotov s prislusnou Standardnou odchylkou st znidzornené v Tabulke 2. Pri oboch
odvetviach hospodarstva boli najlepsie vysledky dosiahnuté na datach pre evaluacné
roky 2015 a 2016, pri ktorych zlozené metddy zalozené na technike vzorkovania (RUB,
EE, BRF a BB) dosahovali hodnoty metriky GM od 82,1% aZ do 99,9%. Porovnatelné
vysledky boli zaznamenané pri pouziti metéod na detekciu anomalii (OCS a IF).
Z pomedzi vSetkych pouzitych metéd mézeme vyzdvihnut' klasifikator RUB, ktory je
zalozeny na pouziti podvzorkovania majoritnej triedy v kombindcii s technikou
»boostovania“, ktory dosiahol pri vSetkych rokoch evaludcie pomerne uspokojivé
vysledky.

Tab. 2. Hodnoty geometrického priemeru pre pouzité metody

pol'nohospodarstvo Maloobchody
2013 2014 2015 2016 2013 2014 2015 2016
AB 40+49 70+46 88.7£26  100+1 9,2+24 15,1£30 11432 25+44

RF 18+39 26+44 92,816 100+1 2,8+14 22,8435 6+24 23443
GB 24,3+38 24,5+40 89,5+19 100+1 28+37 23,2436 28+45 22+42
SVC |83,2+13 70,6£21 99,7+1 99,9+1 59,4435  36+36 74+42 30+46
OCS [57,949 6143 95+1 94,8+1 62,3+1 69,944  83,1+4 82,1+l
IF 68,243  64,6+5 94,542 97,61 75,6%1 80,12  94,9+1 96,8+3
EE 77,5429  93,3+2 99,6+1 99,9+1 81,1£18 79,3£22 96,8+1 95,243
BRF | 74,4428 92942  94,2+11 98,3+l 84+14 79+19 96,5+1 86,6+29
BB 75,7£28 92,4+14 99.4+1 98,5+1 82+18 78,5421 94,4+17 82,1432
RUB | 78,7421 944+2 99,51  99,9+1 81,815 81,911 974+1  959+2

5 Zaver

V tomto prispevku sme analyzovali uspesnost’ rozdielnych zlozenych metod strojového
ucenia pri ich aplikécii na vyrazne nevyvazenu datova sadu pozostavajiicu z uctovnych
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zéavierok spolo¢nosti s ruéenim obmedzenym pdsobiacich v roéznych odvetviach
hospodarstva na Slovensku. Dosiahnuté vysledky boli porovnané s metédami
zameranymi na detekciu anomalii a taktiez metddou podpornych vektorov
pouzivajicou vahovanie. Najlepsie vysledky boli pozorované pri pouziti klasifikatora
RUB, ktory dosahoval hodnoty metriky geometrického priemeru v rozsahu od 78,7%
az do takmer 100%. Porovnatelné vysledky priniesli zlozené metddy vyuZzivajice
techniku vzorkovania v kombinécii s technikou ,,boostovania“ a ,,baggingu®. Aplikacia
metod na detekciu anomalii dosiahla porovnatelné vysledky, konkrétne metoda IF
dosahovala hodnoty geometrického priemeru v rozsahu 68,2% - 97,6%.

Pod’akovanie: Tento prispevok bol podporeny Agenturou na podporu vyskumu
a vyvoja projektom ¢islo APVV-16-0211.
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Abstrakt: V dobe elektronickej komunikacie je tazké zistit’ pravdivost’ takto
ziskanej informacie. Komunikacia prebieha cez internetové stranky, diskusie,
socialne siete a podobne. Pomocou réznych tipov antisocialneho spravanie, ako
napriklad fake news ich Siritelia chcu ziskat' rozne vyhody, alebo presvedcit
prijimatela o ,,svojej pravde“. Teoretickd Cast’ prace je zamerana na rdzne
pristupy k detekcii antisocialneho spravania. V experimentalnej Casti tejto praci
sa budeme zaoberat’ prieskumnou analyzou datasetu ,,Electionday tweets®, ktory
obsahuje znacené spravy z prezidentskej kampane v USA.

Kricové slova: antisocialne spravanie, fake news, real news

1 Uvod

Antisocialne spravanie je Siroko koncipovany medzi-odborovy problém. S velkym
presahom do oblasti informaénych technologii. Velka Cast’ stiCasnej komunikacie
prebieha pomocou socialnych sieti typu Facebook, Twitter, Instagram a pod. Kazda
technoldgia okrem jej vyuZzitia urcitym spésobom meni aj pohlad jej uzivatel'ov na
okolity svet. V pripade socialnych sieti menia tieto spdsoby samotny spdsob
medzil'udskej komunikéacie. Pomerne Casto sa v rodinnom prostredi stava beznym
zvykom, Ze komunikacia prechadza iba kratkymi spravami a dlhsie rozhovory v rodine
predstavuju ojedinely fenomén.

Z vedeckého hladiska je antisocialne spravanie definované odlisne u kazdého autora.
Napriklad [1] ho definoval ,,ako Sirenie dezinformdcii a reakcie antisocidlnych
pouzivatelov“. Pre potreby nasho vyskumu vSak antisocidlne spravanie chdpeme
v §irSom kontexte ako len S$irenie dezinformadcii areakcii. Iny autori [2] chapu
,,antisocidlne sprdvanie (antisocial behaviour) v podobe relativne Sirokého spektra
veku neprimeranych ¢inov a postojov, ktoré narusaju ocakdvania rodiny, socidlne
normy, osobné a majetkové prdva ostatnych, bude pretrvavat aj v neskorsich
vyvinovych obdobiach. Zdroveii sa jednd o jeden ztypickych znakov obdobia
adolescencie, pre ktoré je charakteristicky ndrast vyskytu prejavov externalizovanej
i internalizovanej psychopatoldgie.“. Této definicia je o poznanie §irSia a zahffia aj
oblast’ psychologie, s ktorou je tato téma natrvalo spojena.
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Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 162-166.


mailto:zima%7d@kiv.zcu.cz
mailto:zima%7d@kiv.zcu.cz

Doktorandské sympozium

Pre lepSie pochopenie problému sme sa zamerali na r6zne pristupy k detekcii
antisocialneho spravania, konkrétne faloSnych sprav a v experimentalnej Casti na
prieskumny experiment na konkrétnom datasete.

1.1  Pristupy k detekcii faloSnych sprav

V jednotlivych pristupoch k detekcii roznych foriem antisocidlneho spravania sa
zameriavaju vyskumnici prevazne na Specifické vlastnosti jednotlivych typov
spravania. Vo vSeobecnosti vSak mozeme rozdelit’ pristupy do troch zakladnych:

4. Natural language processing (NLP)

5. Fact-checking

6. User Model

Natural language processing (NLP):
Medzi typickych zastupcov z tejto oblasti mozeme uviest’ napriklad detekciu citovo
zafarbenych slov, alebo analyzu vetnej Struktury.
Pri detekcii citovo zafarbenych slov je to zalozené na predpoklade, Ze falo$né spravy
ako prispevok zautoCia na pocity prijemcu, ¢im sa tato osoba stane nachylnejsia na to,
aby tato osoba verila, Ze je dana sprava pravdiva. Ako priklad méZzeme uviest’ pracu
Mykhailo Granika a Volodymyra Mesyura 2017 [3] na analyze stavu Facebookovych
statusov, kde dosiahli Gispesnost’ 75,40% pri odhalovani fake news.
Odhalenim S$truktury slov a jej jazykovych $tylov sa zaobera druha velka cast’ NLP.
Struktira o podvodnych dokumentoch v ramci internetovej stranky Wikipedia bola
rieSend v Kumar et al. aj v roku 2016 [4]. Nedavna praca sa zaoberala Wang 2017 [5]
Z oblasti politickych fake news robila vyskum na doméne PolitiFact.

Fact-checking:
Témou v tejto oblasti vyskumu sa stali udalosti volieb v USA. Zastupcami jednotlivych
pracu su napriklad prace H. Allcott a M. Gentzkow, 2017 [6], na tému ,,Socialne média
a falo$né spravy vo vol'bach v roku 2016, kde diskutuji o jednotlivych skutocnostiach,
ktoré mohli ovplyvnit volicov.

User Model:
Uzivatel'sky model sa pouziva na detekciu falosnych sprav porovnanim metadat
jednotlivych prispevkov. Tieto meta idaje st napriklad mena os6b, ktoré uverejnili
alebo rozsirili text. Dalsie meta udaje zahffiaji datum uétovania a dalsie dodatoéné
udaje. Takato praca je napriklad praca Zhou et al. 2015 [7], ktora sa zaobera vydavanim
certifikatov v redlnom Case autorom. Tymto sposobom si prijemca spravy moze byt
isty, ze to nie je falo$na sprava.
Touto metédou sme sa vnasom vyskume vydali aj my vnasom prieskumnom
experimente, kde sme dataset analyzovali na zaklade Casovej Cetnosti prispevkov
S bliziacim sa termin konania volieb a na zadklade platformy, ktora sa na Sirenie
vyuzivala.
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2 Prieskumny experiment na datasete

V ramci nasho vyskumu sme analyzovali dataset ,,Electionday tweets®, ktory obsahuje
1327 sprav zo socidlnej siete Twitter zozbieranych v rokoch 2012 az 2016. Tieto
prispevky sa venovali téme prezidentskych volieb v USA. Dataset bol znaeny
a obsahoval spravy rozdelené podla doby svojho vzniku.

Analyza odhalila, ze prispevky, ktoré boli oznacené ako falo§né vznikli v roku 2016
a to takym sposobom, Ze vznikali pocas celého roka. Najvyraznejsi narast sa preukazal
Vv obdobi 2 mesiace pred vol'bami.

Fake news v datasete (rok 2016)
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Obr. 1. Normovana &etnost’ fake news prispevkov
Analyzovali sme aj zariadenia, ktoré pouZivaji autori fake news na §irenie svojich
vymyslenych sprav. Vychadzame z predpokladu, Ze sa CastejSie pouziva na Sirenie

sprav osobny pocitac s nainstalovanou webovou aplikaciou, alebo webové rozhranie.

Tab. 1. Analyza pouzitého zariadenia na Sirenie

Fake news (%) Feal news (%0)
App soc. manazmentu 221 3.78
Web klient 55.15 35.80
Android 3.68 7.56
Mac 31.62 43.28
Twitter app. 7.35 9.16
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Kazdy prispevok sme podla pouzitého sposobu Sirenia zaznamenaného v datasete
klasifikovali do jednej z 5 tried: aplikacie socidlneho manazmentu, webovy klient,
android platforma, mac platforma a Twitter aplikacia.

Ako vidno z analyzy datasetu, ktory sme mali k dispozicii naj¢astejsie sa na Sirenie fake
news Vv nasich udajoch pouziva webovy klient. Tento vysledok vychadza z naSej
hypotézy. K obdobnému vysledku dospeli aj A. Bovet a H. A. Makse [8].

Podiel pozivatel'ov Mac zariadeni sa da vysvetlit’ ich obl'ibenostou v ramci USA.

3 Zaver

V ramci nasej prace sme vychadzali z uritych predpokladov, ktoré sa ukazali v naSom
datasete ako spravne. Analyzou sme zistili, ze najvacésia pravdepodobnost’ publikovania
politickych fake news sa predpokladala v obdobi 2 az 3 mesiace pred datumom konania
volieb anajéastejSou formou Sirenia je webovy klient dostupny na osobnych
pocitacoch, alebo notebookoch.

Je vhodné kombinovat’ rozne pristupy k detekcii faloSnych sprav a tak ziskat' co
maximum moZnych informacii k rozhodovaniu o pravdivosti informacie. Ako
dopliujice informacie mozeme vhodne vyuzit dostupné meta udaje, ktoré Siritel
prispevku zanechava adajii sa identifikovat. VsSetky tieto metdody je vhodné
kombinovat’ napriklad s NLP metodami, ktorym sa chceme venovat’ v nasom d’alSom
vyskume.

Pod’akovanie: Tato publikacia vznikla vd’aka ¢iasto¢nej podpore Agentiry na podporu
vyskumu a vyvoja v ramci projektu ¢. APVV-17-0267 - Automatizované
rozpoznavanie antisocialneho spravania v online komunitach a projektu ¢. APVV SK-
IL-RD-18-0004 - Detekcia dezinformacii v zdravotnictve.
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Abstrakt. Vyroba elektrickej energie prostrednictvom obnovitel'nych zdrojov je
Coraz rozsirenejSia. Rovnako sa stale viac stretavame s uskladiiovanim energie
pomocou velkokapacitnych batérii. Zapojenie tychto komponentov do siete
umozituje vznik tzv.mikrogridov, teda samostatnych komunit odberatel'ov
a producentov elektrickej energie, ktoré poskytuju priestor pre novy sposob
hospodarenia s energiou. Ciel'om je efektivne vyuzitie energie vyprodukovanej
vramei mikrogridu a vysoka ekonomicka rentabilnost’ pre ucastnikov tejto
mikrosiete. S vybudovanim a efektivnym riadenim mikrogridov, ako aj
kombinaciou s klasickou formou distribucie energie je spojenych viacero
problémov. VyuZitim matematickych funkcii aich ohrani¢eni ziskame model,
ktory je zakladom pre optimalizaciu prevadzky mikrogridu. V prispevku
analyzujeme a porovnavame rozne modelové situacie a pristupy k optimalizacii
za Ucelom optimalneho riadenia vyuzivania moznosti energetickych zdrojov
s cielom zvysenia komfortu pouzivatel'ov.

Kricové slova: viacicelova optimalizacia, obnovitel'né zdroje energie, evolu¢né
algoritmy

1 Uvod

V oblasti energetiky prevladal centralizovany spdsob jej distribucie, ktory je ¢oraz
CastejSie obohacovany o moznosti vyroby elektrickej energie vyuzitim obnovitelnych
zdrojov. Pre okamzité vyprodukovanie energie sa vyuzivaju dieselové agregatory,
a naopak, pre uskladnenie nadbytocnej energie sa zacinaji vyuzivat' velkokapacitné
uloziska energie. Prave preto, narastd potreba a vyznam decentralizacie energetickej
sustavy.

Novym komponentom je aktivna spolutiCast’ koncovych odberatelov na vyrobe
elektrickej energie (fotovoltaicka energia). Aby bola dosiahnuta ¢o najvyssia mozna
efektivita distribucie (vyroby a spotreby) elektrickej energie v takejto sieti, je potrebné
vyvijat’ nové modely riadenia a optimalizacie celej energetickej sustavy, ako aj jej
komponentov — mikrogridov. Ugastnici mikrogridov, ako producenti elektrickej
energie, dokazu z lokalnych obnovitelnych zdrojov energie vyrabat’ nielen
environmentalne prijatelntl, ale zaroven aj ekonomicky udrzatelnu elektrickll energiu
podl'a aktualnej potreby ucastnikov danej lokalnej siete. Siet’ mikrogridov by mala byt
schopna distribuovat’ elektrick( energiu bez ohl'adu na dispozicie hlavnej siete a systém
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decentralizovaného riadenia by mal vediet na zaklade optimalizacie ponuknut
kombinaciu vykonov oboch sieti.

Na dosiahnutie opisanej nezavislosti je potrebné disponovat’ modelmi riadenia a
optimalizacie oboch sieti s cielom maximalizacie vyroby a efektivnosti distribtcie
energie pri sucasnej optimalizacii nakladov, spojenych s instalaciou a prevadzkou
zariadeni na vyrobu elektrickej energie z obnovitel'nych zdrojov.

2 Modelovanie procesov v mikrogride

S modelovanim procesov suvisi hladanie optimalnych rieSeni problémov [6],
stvisiacich s planovanim — konfiguracie poc¢tu prvkov mikrogridu; prevadzkou —
sposob Cerpania energie, optimalizicia nakladov na vyrobu elektrickej energie formou
zniZovania rozdielu medzi mnozZstvom vyrobenej a spotrebovanej elektrickej energie;
riadenim —zdiel'anie energie medzi jednotlivymi odberno-odovzdavacimi miestami
v mikrogride s cielom zabezpecenia stability siete a s ciel'om optimalizicie nakladov
pouzivatel’a pri dosiahnuti poZzadovaného komfortu a pri optimalnom planovani vyroby
energie.

Cinnost mikrogridov mozeme modelovat pomocou matematickych funkcif a ich
ohraniceni. Vypoctom maximalnych alebo minimalnych hodndt stanovenej Gcelove;j
funkcie hl'adame optimalne rieSenia, ktoré z celej sady moznych rieSeni najviac
vyhovuji modelovanym realnym podmienkam [2].

V projekte sa zameriavame na modelovanie a optimalizaciu vyvazenia mnozstiev
spotreby a vyroby potrebnej energie. Nami modelované situacie buda riesit
problematiku procesov mikrogridu, ktory obsahuje fotovoltaické ¢lanky ako
obnovitel'ny zdroj elektrickej energie, a loziska energie.

Hlavnym krokom projektu, je definovanie skupiny susednych domov so zdiel'anim
energie. Nasledne vyjadrime pre kazdy dom spotrebu energie z hlavnej siete v ¢ase i:

gx) = ¢+ (x; —x;-1) — i 1)

Kde xi reprezentuje nabitie batérie v ¢ase i, ci je spotreba energie v domacnosti v ¢ase
i, pi je vyprodukovana energia fotovoltaickymi ¢lankami v domacnosti v ¢ase i. Kladna
hodnota rozdielu nabitia batérie vyjadruje to, Ze batéria je nabitd. Zaporna hodnota
rozdielu reprezentuje vybita batériu.
Pre optimalizaciu problémov sme navrhli nasledovné reprezentacie ucelovych
funkeii:
e Minimalizovanie spotreby energie z hlavnej siete s ciefom maximalneho
vyuZitia energie vygenerovanej prostrednictvom fotovoltaiky:

minimize f(x) = XX, g(x), 2

Kde f(X) je ucelova funkcia, vyjadrujuca sumu energie dodanej z hlavnej siete za dany
¢asovy interval. Funkciu minimalizujeme za éelom dosiahnutia najniz$ej spotreby
energie z hlavnej siete v domacnosti. X vyjadruje vektor nabitia batérie v hodinovych
intervaloch, N je poéet hodin, ktory reprezentuje vel’kost’ vektora X.

e  Minimalizovanie vykyvov spotreby energie z hlavnej siete:
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minimize f(X) = 213 abs(g(x;) — g(x;_1)), ®)

Kde f(X) je ucelova funkcia, vyjadrujiica sumu rozdielov energie dodanej z hlavnej
siete dvoch po sebe iducich ¢asovych krokoch. Funkciu minimalizujeme za i¢elom
spotreby energie z hlavnej siete.

e Minimalizovanie ceny za energiu spotrebovanu z hlavnej siete:

minimize f(X) = XN, g(x) *e;, (4)

Kde e; je cena energie z hlavnej siete v ¢ase i. Hodnota f(X) je ucelova funkcia,
vyjadrujica sumu celkovej ceny za energiu dodanu z hlavnej siete v danom ¢asovom
intervale. Funkciu minimalizujeme za i¢elom dosiahnutia ¢o najnizsej ceny za energiu
dodanu z hlavnej siete.
Na zaklade tejto optimalizacie formulujeme odporucania pre:
e rozhodovanie o uskladneni energie pomocou batérii a 0 jej spotrebovani na
zaklade aktualnej ceny energie z hlavnej siete,
e obmedzenie alebo presun spotreby elektrickej energie.
V procese vyhodnocovania vysledkov optimalizacie sa zameriavame hlavne na tieto
ukazovatele:
e mnozstvo energie spotrebovanej z hlavnej siete,
®  mnozstvo energie spotrebovanej z vyprodukovanej energie fotovoltaickymi
¢lankami,
o vykyvy a suvislost’ priebehu krivky spotreby energie z hlavnej siete,
o celkova cena energie spotrebovanej z hlavnej siete.
V nasledujucej kapitole opisujeme pristupy k rieSeniu problémov spojenych
s optimalizaciou v mikrogride.

3 Optimalizacia prevadzky mikrogridu

Zakladom pre optimalizaciu simuldcie cinnosti mikrogridu je znalost jeho
oc¢akavaného spravania sa v budiicnosti, ako napriklad znalost’ predpokladanej spotreby
odberatel’ov, oakavanej vyrobnej kapacity fotovoltaickych panelov, kapacity batérii
a predpokladanej doby cyklov nabijania ¢i vybijania, a pod.

3.1  Typy pristupov optimalizacie
Najjednoduchs§im delenim pristupov k optimalizacii je delenie na [1, 6]:

o Exaktné pristupy (analytické, matematické) — pri rieSeni jednoduchych tloh dokdzu
v kratkom ¢ase najst optimalne rieSenie. Problémom je potreba hladania
komplexného rieSenia, kde ¢as vypoctu narasta so zlozitostou hl'adaného riesenia.
Vyskytujt sa aj pripady, kedy tymito analytickymi pristupmi nendjdeme optimalne
rieSenie. Medzi klasické pristupy patri napriklad linedrne a nelinearne
programovanie, dynamické programovanie, ¢i pouzitie metdéd, zalozenych na
pravidlach (angl. rule-based), a iné.
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e Metaheuristické pristupy — dokazu sa prisposobit’ aj problémom s vySSou
komplexnost'ou. Uprednostiiuju najdenie aspon nejakého rieSenia za krat$i Cas
vypoctu ako exaktné pristupy. Nezarucuju vsak, ze najdené rieSenie bude optimalne.
Do tejto skupiny pristupov patria napriklad umeld inteligencia (fuzzy logika,
neurénové siete, multi-agentové systémy), prirodou inSpirované algoritmy
(genetické algoritmy, algoritmy roja castic (angl. particle swarm algorithms)),
stochastické a robustné programovanie, a iné. Algoritmy sa mo6zu lisit’ napriklad
Vv tom, ¢i pracuju s celou mnozinou rieSeni alebo inkrementalne zlepSuju jedno
rieSenie.

V pripade, Ze tlohou modelu optimalizacie je rieSenie viacerych problémov sucasne,
hovorime o viacucelovej optimalizacii [4]. Hladanym rieSenim chceme dosiahnut’ ¢o
najlepSiu stabilitu siete atak(l vyrobu energie, aby sme minimalizovali objemy
prebytocne vyprodukovanej energie. Problémom pri viactcelovej optimalizacii je to,
7e to rieSenie, ktoré je najispesnejSie pre jednu ucelovi funkciu, nemusi byt
najuspesnejSie pre vsetky ostatné ucelové funkcie. Cielom je teda najdenie takého
rieSenia, ktoré bude viac-menej optimalnym rieSenim pre vSetky ucelové funkcie [5].

V naSej praci sa chceme venovat’ najméd metaheuristickym pristupom. Tu mozno
vyuzit' napriklad prirodou inspirované algoritmy, ako su optimalizacia roja Castic,
kolény mravcov ¢i genetické algoritmy. Rychlost konvergencie k optimalnym
rieSeniam je podl’a autorov [6] pomocou tychto pristupov vysoka.

3.2 Optimalizacia rojom castic

Optimalizacia vyuzivajuca roj Castic (angl. Particle Swarm Optimization, abrv. PSO)
je zaloZena na tom, Ze rieSenia su reprezentované ako nahodne vygenerované Castice,
ktoré maju definovant svoju polohu, rychlost’ a predchadzajiicu Gspesnost’ [7]. T4 je
reprezentovand najlepSou dosiahnutou poziciou (reprezentacia jedinca) ahodnotou
fitnes funkcie, ktoré boli v danej polohe dosiahnuté (angl. particle best). Fitnes funkcia
vyjadruje uspesnost’ rieSenia Castice (jedinca). V pripade viacticelovej optimalizacie je
sucastou fitnes funkcie vyhodnotenie uspesnosti jednotlivych tcelovych funkcii
auprava ich hodndt podla pridelenych vah. VonkajSie ohrani¢enia modelu
optimalizacie si na sebe nezavislé a zabezpeCuji to, aby jedinci nevybehli
mimo priestoru rieSeni. Na druhej strane, vonkajSie ohranicenia nerie$ia podmienky,
ktoré musia spiiat’ hodnoty reprezentacie jedinca. Oetrenie tychto podmienok musi
byt’ saéast’ou fitnes funkcie. Ide o podmienky, akou je napriklad to, Ze nemézem mintt’
energiu z batérie, ktora nebola v predchadzajicom kroku nabita.

Okrem Cciastkovej Gspesnosti, kde si kazda Castica paméita svoj najvacsi tspech, sa
uklada aj globalne najispesnejsie riesenie spomedzi vsetkych Castic na danej pozicii
(angl. global best). V procese vyhodnocovania kazdej iteracie sa meni rychlost’ ¢astic
smerom K ich vlastnej najuspes$nejSej pozicii a smerom Kk najlepsiemu globalnemu
rieSeniu. Hodnoty vah st upravované o ndhodné vel’kosti.

Hlavnym rozdielom optimalizécie vyuzivajicej roj Castic od genetickych algoritmov
je to, ze Casticiam je priradend rychlost’. Pri genetickych algoritmoch sa taktiez navySe
vyuziva krizenie a mutovanie jedincov [7].
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Prinavrhu rieSenia viactiéelovej optimalizacie je potrebné riesit’ viacero otvorenych
problémov. Jednym znich je navrh vhodnych metéod stanovenia vah Kkritérii.
Vymedzenim sady ucelovych funkcii s ich obmedzeniami je mozné vytvorit hierarchiu
funkcii s ohadom na stanovenie priorit ich doleZitosti. Cielom projektu je obohatenie
algoritmu PSO o sposob pridel'ovania vah uc¢elovym funkciam, vd’aka ktorému chceme
dosiahnut’ najdenie optimalnejSich rieSeni pre uskladnenie a vyuzitie elektrickej
energie vygenerovanej prostrednictvom fotovoltaiky.

Pridel'ovanie vah ti¢elovym funkciam vykonavame tymito sposobmi:

eV pociatoénych experimentoch sme vahy vysledkov jednotlivych
ucelovych funkcii inicializovali na konstantné hodnoty, ktoré boli
nastavené podl'a podielu ich vplyvu na vysledné rieSenie optimalizacie.
Napriklad, pri experimentoch s $tyrmi Gcelovymi funkciami sme kazdej
funkcii priradili vahu 25%.

e Hodnoty vah budu sucastou reprezentacie jedinca — budi na poslednych
poziciach jedinca a pri vyhodnocovani fitnes funkcie rieSenia hodnoty
pouzijeme ako vahy jednotlivych ucelovych funkcii. Problémom je vSak
narast poctu atribitov jedinca, o moze zapricinit’ potrebu zvysenia poctu
iteracii alebo poctu jedincov v populacii pre najdenie optimalnych rieseni.
Takto moze vzrast Casova naroénost prehladavania priestoru rieseni.
Cielom vytvarania fitnes funkcii je to, aby jej ¢asova narocnost’ bola ¢o
najnizsia.

e Hodnoty vah nastavujeme samostatne pre kazdé spustenie optimalizacie
a vysledky jednotlivych optimalizacii porovnavame na zaver vzhladom na
nastavené hodnoty vah. RieSenie ma potencial mat niz$iu Casova
naroc¢nost. V tomto pripade sa zameriavame na vyber vhodnej heuristiky
pre nastavovanie hodnot vah, ktoré vyjadruju dolezitosti i¢elovych funkcii.
V procese nastavovania vah je dolezité brat’ do uvahy vyznam funkcif,
napriklad ocenime nie len to, ze sme usetrili peniaze, ale aj to, o kol'ko
menej peniazi sme za spotrebovant energiu minuli.

Vo faze vyhodnocovania fitnes funkcie jednotlivych jedincov, operujeme nad
datami r6znej granularity:

e nakazdy den tyzdna zvlast,

e na spriemerovany den,

e na jeden typ dia (iba pondelok / pracovny deii / vikend).

Hodnoty jedinca vzdy optimalizujeme a vyhodnocujeme na zaklade dat rovnakej
granularity. Data pozostavaji z merani v ¢ase hodndt redlnej spotreby energie,
mnozstva energie dodanej z hlavnej siete az mnozstva energie vyprodukovanej
fotovoltaikou. Data dodané z hlavnej siete st oddelené podla typu tarify. Ku kazdému
meraniu je priradena ¢asova jednotka, kedy bolo meranie vykonané ( na hodinovej
baze), dei v tyzdni, typ dia (pracovny / nepracovny). Hodnoty moézeme preskalovat
vahami, nastavenymi podl'a dodlezitosti atribatu. Napriklad hodnoty spotreby
vyuZivanej na stabilné no¢né vykurovanie (tarifa v Australii) preskalujeme nizSou
hodnotou, pretoze tieto zmeny nemaju vyznamny vplyv na dennu spotrebu.

Problém vysokej Casovej naro¢nosti sa objavuje nie len v pripade vysokého poctu
atribatov jedinca, ale aj v pripade vysokého poctu ucelovych funkcii [3]. Prave z tohto
dovodu je problematické pouzitie viaciiCelovej optimalizacie v redlnom case. Ciel'om
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nasej budicej prace je navrhnutie Gpravy metod tak, aby sme v ¢ase prehladavania
priestoru dokazali paralelizovat’ vyhodnocovanie fitnes funkcii jednotlivych jedincov
populacie, alebo obohatit’ model o moznost’ dopliianie novych dat v procese behu
iteracii.

4 Zaver

Ciel'om nasej prace je modelovanie a optimalizacia procesov suvisiacich s vhodnym
vyuzitim elektrickej energie vygenerovanej prostrednictvom fovoltaickych ¢lankov
v mikrogride.

Porovnanim vyhod a nevyhod pristupov pre viacucelovi optimalizaciu sme dospeli
k zaveru, Ze pri vysokom pocte ucelovych funkcii a atributoch, ktoré reprezentuju
jedinca, je vhodné pouzitie optimalizacie rojom castic. Cielom projektu je obohatenie
algoritmus PSO o vhodné pridel'ovanie vah u¢elovym funkciam. Na zaklade najdenych
optimalnych rieSeni vytvarame odporucania pre sposob uskladnenia a vyuzitia
elektrickej vyprodukovanej energie.

Pod’akovanie: Tento prispevok vznikol za podpory grantu 002 STU-2-1/2018 "STU
ako koordinator Digitalnej koalicie® Ministerstva Skolstva, vedy, vyskumu a $portu
Slovenskej republiky a grantu APVV-16-0213 ,Znalostné pristupy k
inteligentnej analyze vel'kych dat*.
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Abstrakt. Distribuce dat v grafovych databdzich je dnes zpravidla
implementovana jako nahodné rozmisténi nové prichozich dat na jednotlivé uzly
clusteru. Efektivni vyuziti grafové databaze vSak Casto vyzaduje preskupeni
téchto dat, aby byla komunikace mezi uzly clusteru co nejnizsi. Vytvorili jsme
modul do frameworku TinkerPop, ktery ziska data o dotazech provedenych nad
grafovou databazi. Tato data slouZzi jako vstup pro redistribuéni algoritmus, ktery
data redistribuuje se snizenim potiebné komunikace mezi uzly clusteru (v nize
popsaném experimentu o 70-80 %) a s relativné nizkymi vypocetnimi naroky.
Do redistribuce chceme dale zahrnout dalsi relevantni informace, stejné tak jako
tyto informace vyuzit pro vhodné uloZeni nové piichozich dat. V prispévku
priblizime naSe vysledky a pfedstavime oblasti, kterym se chceme v ramci
optimalizace dotazi dale vénovat.

Klicova slova: grafové databaze, NoSQL databaze, distribuované systémy,
redistribuce dat, optimalizace dotazl

1 Uvod

Grafové databaze ziskaly v poslednich letech velikou popularitu [2]. Zasluhu na tom
ma vzrustajici pocet dat s charakterem grafu, které jsou soucasti naptiklad socialnich
siti, map ¢i data lineage. Vzhledem k mnozstvi téchto dat je nutné grafové databaze jiz
distribuovat mezi vice uzld clusteru, coz ptinasi nové vyzvy v oblasti ukladani téchto
dat.

Redistribuci dat v grafovych databazich nebylo dosud vénovano ptilis
pozornosti, ndhodné rozmisténi dat je zatim povazovano za dostatetné. V domaci
akademické sféfe proto neni tomuto tématu vénovan zadny prostor. V zahrani¢nich
pracich Ize nalézt algoritmy poskytujici feSeni tohoto problému, jedna se naptiklad o
metodu od Vaquera a spol [6], ¢i algoritmus Ja-be-ja [2]. U existujicich praci jsme v8ak
nalezli n€kolik nedostatkli, proto jsme se jejich diskuzi a déale této problematice
vénovali v ramci [4]. V nasledujici kapitole popiSeme nasi architekturu pro extrakci
pottebnych dat o provedenych dotazech nad databdzi a néasledny redistribucni
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algoritmus. V tieti kapitole uvedeme rozsiteni, kterym se chceme v ramci redistribuce
vénovat, a ve Ctvrté kapitole predstavime dalsi oblasti vyzkumu, kterymi se v blizké
budoucnosti budeme zabyvat.

2 Architektura reSeni redistribuce dat

Nase implementace redistribuce dat v distribuované grafové databazi zahrnuje nejen
samotny redistribu¢ni algoritmus, ale také extrakci dat o provedenych dotazech nad
databazi, nebot’ neexistuje takovy nastroj pro framework TinkerPop, ktery by tyto
informace poskytoval. Tato extrahovana data nasledn¢ slouzi jako vstup pro zminény
algoritmus. V podsekcich nyni popiSeme jednotlivé c&asti. Cela architektura je
znazornéna na obrazku Obr. 1.

~ ]
Client (— -og

Graph DB

Graph DB

TinkerPop

Production or a separate db Production db
Obr. 1. Architektura feSeni pro redistribuci dat

TinkerPop

2.1  Extrakce dat

Extrakce dat je realizovana jako samostatny modul frameworku TinkerPop (na obrazku
Obr. 1 ,module Logging®), coz je vypoetni framework pro grafové databize
podporovany jejich hlavnimi zastupci, jakymi jsou Neo4j, JanusGraph, OrientDB,
Datastax Enterprise Graph a dalsi [5].

Data o prob&éhnutych dotazech jsou logovana ve formé sledu (walk), ktery
musi byt proveden, aby byl dotaz zodpovézen (sled je koneéna nenulova posloupnost
W = Vo Vi815Vs...ac1wVi,, kde se stfidaji termy uzll a hran, v jsou uzly a e jsou hrany
takové, ze 1 <i, j < ka koncové vrcholy hrany ejj jsou v a v;.. [1] Plati, Ze hrany ¢i
vrcholy se mohou v ramci jednoho sledu opakovat.)

2.2 Redistribuéni algoritmus

Redistribucni algoritmus je implementovan jako soucast samostatné aplikace, pracovné
nazyvané Graph Redistribution Manager (GRM). Ten poskytuje nejen metodu
redistribuce, ale také Evaluator, neboli ohodnoceni dané distribuce dat v zavislosti na
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zjisténych dotazech. GRM si pomocna data (vahy hran podle poctu jejich zalogovanych
pruchodil) uklada do grafové databaze, ktera mize byt shodna s tou, ze které jsme
extrahovali data o dotazech. MuZe se vSak také jednat o samostatnou databazi, abychom
se vyhnuli nadbytecnému zatézovani produkéni databaze, zptisobenym zpracovanim
velikych objemu dat distribuovaného grafu.

Jako redistribucni algoritmus jsme pouzili metodu od Vaquera a spol [6], které jsme
dodali tfi hlavni rozsifeni. Metoda byla upravena pro vazené grafy, byla piidana spodni
mez pii redistribuci v jednotlivych iteracich algoritmu a byla zakomponovana metoda
simulovaného ochlazovani, abychom ptedesli brzkému uvaznuti v lokalnim optimu.

Experimenty probihaly na dvou rozdilnych datasetech, s riznymi nastavenimi
vstupnich parametrt (faktor ochlazovani, maximalni povolena dysbalance mezi uzly
clusteru, pocet uzli clusteru a dalsi). Vysledkem je snizeni komunikace mezi uzly
clusteru o0 70-80 %, coZ je obdobny vysledek jako naptiklad u znamé metody Ja-be-Ja
[2], kterA ma vSak vyS§i vypocetni naroky. Vice detailti, jakymi jsou napiiklad
podrobny popis Gprav ptivodni metody nebo nase jednotlivé vysledky a porovnani, je
mozné nalézt v ptivodni praci [4].

A r

3 Planovana rozSireni FeSeni pro redistribuci dat

Soucasné feSeni popsané vySe zatim nebere v potaz existenci vice replik dané
informace. Stejné tak pocitd Sneménnym charakterem dotazl, coz vSak nemusi
odpovidat realité. Typy dotazii se s ¢asem mohou meénit, proto bychom také radi
zaclenili temporalni slozku umoziujici amortizaci extrahovanych dat.

Rovnéz by bylo vhodné zahrnout velikost vrcholu grafu. V pfipadé
vyvazovani pfistupu k jednotlivym vrcholim by méla byt do algoritmu zaclenéna také
extrahovana informace o vrcholech.

4 Oblasti naseho vyzkumu optimalizace dotazi v grafovych
databazich

V ramci naseho vyzkumu optimalizace dotazl nad grafovymi databazemi bychom se
dale radi vénovali predev§im nasledujicim oblastem.

4.1  Predikce

VySe popsana feSeni obsahuji nové ukladané informace, které by mohly umoznit
vytvoreni modelu odhadujici vyuZiti nove ptichozich dat. Tato predikce by byla vyuzita
pro nejvhodnéjsi ulozeni téchto dat v ramci distribuované grafové databaze.

4.2  Specificita

Pro riizné domény jsou charakteristické rizné topologie grafii. Graf pro socidlni sit' ma
naptiklad vyrazné jinou strukturu nez graf pro data lineage. Dotazy a distribuce dat
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mohou byt optimalizovany pro specifické topologie s lepsimi vysledky, nez by tomu
bylo pfi obecném pristupu.

4.3  Strojové uceni

Aby kvili predeslému bodu nevznikaly doménové specifické databaze, lze vyuzit
strojové uceni. Grafova databaze muze sama zjistit, jaky typ grafu v sobé uchovava,
a podle toho upravit své chovani ohledn¢ vyhodnocovani dotazi a distribuce dat.

4.4  Indexace

Obdobné¢ jako v jinych typech databazi, i v grafovych se vyuziva indexace. V ramci
naseho vyzkumu bychom se radi zaméfili na vykon jednotlivych existujicich
indexovacich nastrojii v grafovych databazich. Zaroven chceme zjistit, jaké struktury
nejlépe indexovat, piipadné tedy soucasné moznosti indexace rozsifit.

5 Zavér

Predstavili jsme nase feSeni pro extrakci dat o dotazech nad distribuovanou grafovou
databazi a redistribu¢ni algoritmus, ktery dokaZe navrhnout takovou redistribuci
ulozenych dat, aby bylo dotazovani nad touto databazi co nejefektivnéjsi. Snazi se tedy
co nejvice snizit komunikaci mezi jednotlivymi uzly clusteru, zaroven vsak na téchto
uzlech zachovava urcitou balanci dat.

Uvedli jsme také vize naseho budouciho vyzkumu zahrnujici dalsi rozsifeni zminéné
implementace, ukladani nové prichozich dat, doménové specifické grafy, strojové
uceni ¢i indexaci. Soucasti nasi prace bude i benchmarkovani stavajicich feseni, at’ uz
grafovych databazi ¢i indexovacich nastroja.
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Abstrakt. V prispevku prezentujeme vyskumné zameranie po prvom roku
doktorandského Stidia. V praci identifikujeme obmedzenia deterministickych
modelov ako vel'mi délezity motivacny faktor nasho vyskumu. Zameriavame sa
na odstranenie tohto obmedzenia pomocou podmienovania modelu. Ciel'om je
skimanie nedeterministickych pristupov pre odporicanie poloziek pre
pouzivatel'ov. Identifikovali sme metodu, v ktorej vidime potencial na vytvorenie
prinosu ako v oblasti odporucacich systémov, tak v oblasti neurénovych sieti,
sustredenim sa na nastavenie parametra latentnej chyby. NaSou ambiciou je aj
interpretacia latentnej chyby.

Kradové slova: odporucacie systémy, neurénové siete, podmiefiovanie modelu

1 Uvod

Medzi Gstredné hnacie motory vyskumu v poslednom obdobi patria rieSenia, ktoré st
zalozené na deterministickom principe podmiefiovania modelov. Ako priklad mézu
posluzit’ rézne pokroky v hlbokom uceni [10,11] (najmi v oblasti spracovavania
obrazu, zvuku a prirodzeného jazyka). Pod deterministickym podmietiovanim modelov
chapeme trénovanie modelov tak, aby pri rovnakom vstupe X generovali vzdy rovnaky
vystup Y.

V stcasnosti sa objavuju aj iné spdsoby trénovania modelov a to také, Ze ich vystup
modze byt podmieneny nejakou formou nedeterminizmu [3,12, 13]. Takéto rieSenie
dokaze poskytnut’ kontrolu nad faktormi ovplyviiujucimi vystup, ktoré sa model
nedokaze deterministicky naucit’.

Jednym takymto pristupom ktory inspiruje na$ vyskum je metoda sieti kodujucich
chybu (angl. ,,Error Encoding Network*, d’alej ako EEN), ktora poskytuje kontrolu nad
vystupom pomocou podmienovania modelu na zaklade zakodovania rezidualnej chyby
deterministického modelu [3]. Identifikovali sme doménu, v ktorej by bolo vhodné tuto
metddu aplikovat’ a tou je doména odportiéacich systémov. Motivaciou tejto aplikacie
je potencidl zlepSenia vysledkov (presnosti) odporucania zapojenim nedeterminizmu
do modelu. Po aplikacii metddy v tejto doméne mame zaujem preskumat’ tri vyskumné
otazky, ktoré neskor v ¢lanku formulujeme.

P. Butka, F. Babic, J. Paralic (eds.)
Data a znalosti & WIKT 2019, Kosice, 10-11. oktéber 2019, pp. 177-182.
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V nasej praci identifikujeme EEN ako jednu z nedeterministickych metod, ktora ma
potencial priniest zaujimavé vysledky v oblasti odportcacich systémov. Suvisiaci
vyskum analyzujeme v sekcii 2. Metodu EEN hlbsie diskutujeme v sekcii 3. Navrh
metody pre odporucanie postavenej na EEN formulujeme v Casti 4, kde taktiez
uvadzame aj prvé preliminarne vysledky. Vedecky potencial navrhnutého pristupu
diskutujeme v zavere sekcie 4.

2 Suvisiace prace

V prvej Casti sa venujeme podmienovaniu modelu v kontexte neurénovych sieti ako
metode, ktora je hlavnou inspiraciou naSej prace. Dalej struéne opisujeme metddy
pouzivané v doméne odportcacich systémov zalozené na neurénovych sietach, ktoré
tvoria zaklad pre nas vedecky prinos.

2.1 Podmienovanie modelu

Podmienovanie modelu, ktoré nas zaujima, je také, ktoré dokaze reprezentovat’ tazko
oddelitel'né faktory tykajice sa vystupu. Jedna sa o faktory, ktoré sa pouzitim dat, ktoré
mame k dispozicii, nedaji (deterministicky) naucit’; pripadne takéto faktory mozu byt
aj zo svojej podstaty ndhodné (napr. zavislé od nahodného rozhodovania agenta) [3].
Na to, aby bolo podmienovanie G¢inné treba, aby model dokazal nejakym spésobom
reprezentovat’ proces generujuci takéto faktory.

Na ucenie sa a reprezentaciu roznych typov distribtcii dat v doméne neurénovych
sieti bolo navrhnutych viacero metdd [1,2,4,5,6,7,8]. Niektoré metody st dokonca tak
sofistikované, Ze nemaju ani obmedzenie na typ distribucie, ktori by sa z dat mali
naudit’ [2,5]. Dalej opisujeme dve velmi odligné metody — obe z nich viak mozu byt
pouzité na zachytenie generujucej distribucie a naslednu generaciu novych vzoriek.
Tieto modely dokazeme taktiez vyuzit’ na podmieniovanie iného modelu.

Varia¢né autoenkodery [5] (angl. ,,Variational Auto-Encoders®, d’alej VAE) plnia
funkciu typickych autoenkoderov v tom zmysle, Ze sa snazia vstup X na vystupe znovu
zrekons$truovat. VAE sa sklada z Casti enkodera a dekodera. Vnutri enkddera sa skryva
mapovanie do malo-dimenzionalneho latentného priestoru, ktory je reprezentovany
pravdepodobnostnym rozdelenim (zvycajne viacrozmerné normalne rozdelenie). Ak je
toto rozdelenie dobre natrénované, dokazeme pomocou vzorkovania z natrénovaného
rozdelenia generovat’ nové vzorky, ktoré sa podobaju na vzorky z pévodnych dat.
Takymto spdsobom by sme mohli vytvorit mozno eSte bohatSiu reprezenticiu
rezidualnej chyby.

Generativne superiace siete [2] (angl. ,,Generative Adversarial Networks®, d’alej
GAN), na druht stranu nepotrebuji mat urcené, akym pravdepodobnostnym
rozdelenim maju nizko-dimenzionalny latentny priestor reprezentovat. Tieto metody
vSak Castokrat maju nevyhodu vSeobecného nedostatku plnej podpory naprie¢ datami
(nezachytenie modusov) — je to problém, na ktory je vzdy potrebné mysliet. Medzi
dalSie problémy patria problémy s optimalizaciou a tazkosti pri posudzovani preucenia
a zovSeobecnenia [6].
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2.2 Neuronové siete v odporucacich systémoch

Doména odporucacich systémov bola v poslednych rokoch taktiez ovplyvnena
rozvojom, ktory sa odohrava v metdédach neurénovych sieti. Tieto metody sa v doméne
odporucacich systémov zvyCajne snazia rieSit nasledovné problémy: predikcia
hodnotenia, predikcia d’alsej polozky, predikcia top-N poloziek [9]. Vzhladom na
obmedzeny rozsah tohto prispevku tu iba menujeme niektoré metody, ktoré pokladame
za dolezité v tejto doméne: AutoRec, GRU4Rec, Caser, MARank, Mult-VAE, RBM-
CF [9].

Otvoreny problém z domény odportcacich systémov, ktory vnimame ako pre tuto
pracu relevantny, je problém generovania odportcani z riedkych udajov o hodnoteni.
Domnievame sa, Ze zapojenie personalizovanej zakodovanej chyby do modelu ma
potencial zlepS$it’ generované odporucania pre pouzivatel'ov.

3 Siet kédujiica chybu (EEN)

Siet’ kodujica chybu [3] (angl. ,,Error Encoding Network®, d’alej EEN) je metodou a
ramcom pre neuronové siete, ktory bol zavedeny v roku 2017 Henaffom a kol. Hlavnou
myslienkou tejto metddy je zakodovanie (multi-dimenzionalnej) rezidualnej chyby do
malo-dimenzionalnej latentnej reprezentacie. Predpoklad je, Ze vyuzitim tohto pristupu
sa model nauci rozpoznavat' aj faktory, ktoré sa z povahy vstupnych dat nedaja
deterministicky naucit, st prili§ narocné na naucenie alebo si zo svojej podstaty
nahodné. Akonahle dokaZzeme podmienovat’ model aj na zaklade informacii, ktoré sa
nedokazal naucit’, ziskavame vacsiu kontrolu nad modelom.

Architektonicky ramec modelu predpoklada, ze sa v architekture, na ktoru bude
aplikovany, nachadza enkoder a dekoder. Typ dat, pre ktoré dava vyuzitie modelu
najvacsi zmysel, su prave sekvencné data. Model sa sklada z troch hlavnych casti: 1)
deterministicky model, 2) enkoder pre rezidualnu chybu, 3) nedeterministicky model,
ktory sme schopni podmienovat reprezentaciou rezidualnej chyby (vid’ obr. 1). V tomto
pripade na obrazku nie je deterministicky a nedeterministicky model oddeleny, resp.
oddelenie tychto modelov reprezentuje ,,Switch® — pre deterministicky model je to
nulovy vektor, pri nedeterministickom to méze byt’ akykol'vek vektor realnych cisiel.

/ Switch

Residual
Prediction

Observation Target

Encoder Decoder

Obr. 1. Architektura siete kodujucej chybu [3]
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Siet’ kodujtica chybu sa v podmieniovani odliSuje od metéd VAE a GAN najma v tom,
ze ju dokazeme trénovat jednoducho, lacno a nepotrebujeme pocitat’ aproximacné
rieSenia kvoli nerieSitelnosti problému, ktory sa snazia riesit’ (problém treba relaxovat’)
[9]. Takyto model bude spravidla pouZivat’ omnoho menej parametrov ako spominané
alternativy. Origindlna aplikacia metédy EEN bola pre predikciu d’alSich obrazkov
videa. Metdda bola taktiez Gspesne aplikovana pre syntetizovanie expresivnej reci [14].

4 Navrh nasho rieSenia a diskusia

Na zaklade odprezentovanych suvislosti formulujeme navrh dalSiecho smerovania
dizertacnej prace: chceme sa pokusit’ zlepSit' presnost generovanych odporucani
pomocou metody siete kodujucej chybu. Nas navrhovany pristup zahfia vygenerovanie
latentnej chyby, minimalizujicej chybu v odportcani, unikatnej pre kazdého
pouzivatela odportcacieho systému. Na zaklade tejto chyby podmienime model
a vygenerujeme odporucanie. Takto latentni chybu zvolime na zaklade validacne;j
vzorky datovej mnoziny.
Z nasej formulacie vyplyvaji nasledujuce vyskumné otazky:

e VOL: Dokéazeme pouzitim EEN zlepsit’ presnost’ odportcania pre pouzivatel'ov?

e VO2: Dokazeme pomocou kddovania chyby zmenit’ odportcania poloziek nejakymi
zelanymi spésobmi? (napr. zmena v style odporacanych poloziek)

e VO3: Ak by sme ponukli pouzivatelom moznost zmenit vystup odporicani
pomocou zmeny latentnej chyby, viedla by takato zmena k zlepSeniam v satisfakcii
/ v relevantnych metrikach ?

Povodne sme zamyslali pre ucely nasho vyskumu pouzit' datovii mnozinu zo
zl'avového portalu Zl'avaDia. Z dovodu, ze sme si najskor zvolili implementovat’ EEN
pre typ neurdnovej siete, ktora predikuje hodnotenie pouzivatel'ov, sme nasledne podl'a
tohto problému vybrali aj vhodni mnozinu — tou bola mnozina od MovieLens,
konkrétne 1M dataset [15]. Modelom neurdnovej siete, ktory sme sa rozhodli rozsirit
0 EEN ramec, je model AutoRec. Je to model zalozeny na autoenkoderoch, ktory sluzi
na kolaborativne filtrovanie. Pre finalnu verziu ¢lanku sa nam podarilo EEN ramec
uspesne naimplementovat. Zatial mame k dispozicii len predbezné vysledky, na
hibkové otestovanie sme dostatok ¢asu nemali. Kazdopadne, predbezné vysledky
vnimame vel'mi priaznivo.

Datovh sadu sme rozdelili na trénovaciu a testovaciu sadu v pomere 90:10. Oba
porovnavané modely, AutoRec a AutoRecEEN, sme trénovali po dobu 1000 epdch,
pouzivali sme rovnaky optimalizator (Adam), rovnaku rychlost’ ucenia (0.001) a taktiez
rovnaké klesanie rychlosti uéenia. Taktiez sme pouzivali rovnaky pocet neurénov na
skrytej vrstve (500). V tabulke 1 m6zeme vidiet’ vysledky porovnania modelu AutoRec
a AutoRecEEN na metrike RMSE (angl. ,root mean-squared error”). Stipce
S oznacenim ,,rs* oznacuji vychodziu hodnotu ndhodného stavu, pomocou ktorej bolo
robené rozdelenie datovej mnoziny na trénovaciu a testovaciu (angl. pomenovanie —
,random seed). V dalsich stipcoch sa nachddza priemer nameranych $tyroch hodnot
a taktiez ich smerodajnd odchylka. Deterministicky model AutoRec nevyzadoval
ziadny Specidlny druh nastavovania. Avsak, pri AutoRecEEN sme museli pre kazdého
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pouzivatela nastavit’ aj latentni reprezentaciu chyby. Pre tento experiment sme si
zvolili tuto reprezentaciu pre pouzivatelov vypocitat’ z trénovacich dat. Dévodom bolo,
ze trénovacich dat je najviac - aV pripade pouzitia validacnych dat (pre latentnu
reprezentaciu chyby) by sme vyber tejto reprezentacie robili pre kazdého pouzivatela
z ovel'a mensieho mnozstva dat. Takato reprezentacia by mohla byt viac zaSumena. Na
zaklade predbeznych vysledkov sa domnievame, Ze pouzitie EEN pre odporucanie
dokaze zlepsit presnost’ odporucania pre pouzivatelov.

Tab. 1. Porovnanie metriky RMSE pre klasicky AutoRec model a na§ model AutoRecEEN

rs=1000 rs=40 rs=50 rs=99 Priemer Sm.odch.

AutoRec |0.85262 |0.78376 |0.78444 |0.7823 |0.80078 |0.03457
AutoRec
EEN 0.84609 |0.73785 |0.73248 | 0.74402 |0.76511 |0.05419

Drviva vidcSina pristupov pre odporacacie systémy si implementované
deterministickymi modelmi, kde nie je mozné model d’alej podmieiiovat (napriklad na
zaklade latentnej rezidualnej chyby). Z tohto pohl'adu vidime priestor pre aplikaciu
spominane] siete kodujicej chybu a taktiez vidime priestor vo vyskuSani réznych
implementacii tohto ramca — ked’ze ramec nevyzaduje prili§ Specifick architektaru
siete. Zaujimavym problémom v tomto kontexte je urcite spdsob, ako spravne zvolit
latentnti reprezentaciu chyby pre daného pouzivatel'a. Toto je dolezité nielen z hl'adiska
vygenerovani ¢o najlepSich odporucani, ale taktiez z hl'adiska menenia odporucani
roznymi sposobmi, aké si moze zelat’ napriklad majitel' elektronického obchodu
(Castejsie odportcanie urcitych typov poloziek). Vedecky prinos vidime v aplikovani
metody v doméne odporucacich systémov — pre zlepSenie generovanych odporacani a
Vv preskumani interpretovatelnosti podmienujucej latentnej chyby. Predbezné vysledky
aplikacie siete kodujicej chybu v oblasti odporticania poukazuju na priaznivy Gc¢inok
na presnost’ odporucania.

Pod’akovanie: Tento prispevok vznikol s podporou grantov VG 1/0667/18, VG
1/0725/19 a APVV-15-0508.
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Abstrakt. Preferencie pouzivatela sa prispdsobujii aktualnym okolnostiam,
ktorym pouZivatel' Celi. Ignorovanie tychto kontextualnych informacii pri
odporucani obsahu vedie k suboptimalnej predikcii. V naSom prispevku
pracujeme s predpokladom, Ze ¢ast’ kontextu pouZivatel'a sa vynara z aktivity.
Preto st vtomto pohlade kontext a aktivita neoddelitelné a navzajom sa
ovplyviiuju. Verime, Ze zmeny kontextu vyplyvajuce z aktivity mozeme zachytit’
a predikovat’ na viacerych trovniach, po€inajic s uroviiou jednotlivych sedeni
pouZivatela v e-obchode.

KPicové slova: odportcaci systém, e-obchod, zmena preferencii, interakény
kontext, zamer pouZzivatel'a

1 Uvod

Odporucacie systémy pomahaju pouzivatelom prekonat’ problém informaéného
zatazenia najmid vyuzitim informacii o ich preferenciach. Ucenie sa takychto
preferencii je narocna uloha. Ked’ze ich vicSinou pouzivatel nevkladd do systému
explicitnym vstupom, musia byt odvodzované z implicitnych pozorovani. Navyse,
otazky vzbudzuje vyvoj preferencii v ¢ase. Rozlisujeme dlhodobé viac-menej stabilné
preferencie a kratkodobé, ktoré su z ich podstaty vel'mi premenlivé a Casto prechadzaji
rychlymi a zasadnymi zmenami.

Odporucaci systém dokaze monitorovat’ iba zlomok faktorov vyvolavajicich tieto
zmeny. Jeden z oividnych faktorov je ¢as, ktory sa ¢asto vyuziva ako zastupny kontext
pre skutocné, av§ak nepozorovate'né dovody zmien. Mnozstvo vyskumnikov vyuziva
informacie o ¢ase na vytvorenie roznych mechanizmov zabtdania, ktoré preukazatelne
vedu k zlepSeniu odportcani [9]. Nevyhoda vyuzivania ¢asu ako samostatnej indikacie
zmeny vsak je, ze nedokaze povedat’ akym smerom sa zmeny preferencii uberaju.

Preferencie moézu byt relevantné z dlhodobej perspektivy alebo mozu zavisiet’ od
aktualneho kontextu, ktory ich silne ovplyvituje. Za uréitych okolnosti sa pouzivatel'ovi
nemusia pacit’ ani jeho najoblibenejSie veci. Dobréd interpretacia kontextu moéze
systému poskytnit’ hodnotné indikacie o aktudlnom kratkodobom zaujme pouzivatel’a.
Avsak, velka Cast’ pouzivatel'ov vykazuje vysokll premenlivost’ zaujmov aj v kratkej
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dobe [7]. Tato premenlivost nie je obsiahnutd v ramci jedného kontextu.
Predpokladame, ze kontext je nestabilny. Kontext sa konstantne vyvija a prechody
medzi jednotlivymi témami obsahuju vzory.

2 Suvisiace prace

Kontextualizované systémy spociatku vyuzivali reprezentacny kontext vo forme
pozorovatelnych atributov. Tie st obycajne definované uz pred prvou akciou
pouzivatel’a, ako napr. lokalita alebo pocasie [1]. Iny, tzv. interakény pohl'ad [2] hovori
0 obojsmernom vplyve medzi kontextom a aktivitou. To znamend, Ze prebichajica
aktivita pouzivatela ma nepriamy vplyv na jeho preferencie. Vyuzitie sekvencii
poslednych akcii pouzivatel'a na definovanie kontextu signifikantne zlepSuje presnost’
odporucani [5].

Predpokladame, Ze kazda interakcia pouZzivatela s polozkou sa vztahuje k nejakému
kontextu, pricom kazda polozka méze byt predmetom interakcie v ramci viacerych
odlisnych kontextov. Sekvencia akcii teda reflektuje aktualny kontext pouzivatela.
Avsak, kazda akcia je zaroven potencialnym prechodom k inému kontextu (Obr. 1a).
Zmena kontextu moze vyustit’ do zmeny aktualnych preferencii pouzivatel’a (Obr. 1b).

preferencie

Sedenie pozostavajlce z akcii pouzivatela

< >
D@ =

kontext a kontext b kontext ¢
> <

a) b)

Obr. 1. Cast’ a) zobrazuje ako sa kontext meni v ramci jednej aktivity pouZivatela.
Cast’ b) zobrazuje vzajomny vplyv medzi aktivitou a kontextom a ako aktivita
nepriamo vplyva na aktualne preferencie pouzivatela [8].

Podobné predpoklady vyuziva metéda navrhnutd Hariri a kol. [4]. Ku kazdej
polozke pomocou tagov modeluji mnozinu latentnych tém, ktoré povazuji za
reprezentacie roznych kontextov. Medzi tymito latentnymi reprezentaciami doluju
frekventované vzory, ktoré potom vyuzivaju na predikciu nasledujiicej polozky.
Latentné informacie umoznuji zachytit’ charakteristiky na vyssej tirovni abstrakcie, ¢o
vyzaduje menej dat na trénovanie a zaroven ulahCuje adaptaciu na nahle zmeny v
preferenciach pouZivatel'a aj v ramci prebiehajuceho sedenia. Gupta a kol. [3] rozdeluju
akcie v relaciach na mensie skupiny po sebe iducich akcii, medzi ktorymi je vysoka
podobnost’. Inymi slovami, v tychto mensich ¢astiach relacie sa preferencie pouzivatel'a
menia iba velmi malo. Takéto skupiny poloZiek autori vyuzivaji na predikciu
nasledujucej polozky pomocou jednoduchej nelinedrnej neurénovej siete. Tento pristup
prekonava aj zlozité rieSenia zalozené na rekurentnych neurénovych siet’ach.

Tieto prace svojimi prvymi krokmi ukazali potencial vyskumu kontextu a
preferencii na nizkych urovniach interakcie pouZivatel'a s e-obchodom.
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3 Kontext riadeny aktivitou v e-obchode

V nasom vyskume v ramci doktorandského §tadia sa zameriavame na odporucanie v e-
obchode. Tato doména ma Specifické charakteristiky v porovnani napr. doménou
filmov, hudby alebo ¢lankov. VacéSina pouzivatelov zvyCajne nenavstevuje online
obchody ¢asto a na periodickej baze. Preto st pre odportacanie dolezité kratkodobé
zaujmy a zamery, ktoré sa zvy¢ajne odvodzuju z poslednej aktivity pouzivatela.

RQL. Ako mézeme vyuzit spravanie pouzivatela v modelovani kontextu a jeho
zmien? V odporacacich systémoch je S$tandardnym a popularnym spésobom
pristupovat’ ku kontextu ako k dobre Struktiirovanej informacii. Teda ako k mnozine
atribitov, ktoré su identifikovatel'né, pozorovatel'né a ich Struktara sa prili§ nemeni.
Historicky bol kontext v systémoch opisovany malym poctom atribttov, ako napriklad
lokalita pouzivatela, aktudlne rocné obdobie a pocasie. Neskdr bol rozsireny o
pouzivatel'ské aspekty ako emocionalny stav alebo Specifikovany zamer. Tento tzv.
reprezentacny pohlad na kontext predpoklada, Ze kontext popisuje vlastnosti prostredia
pouzivatel'a, v ktorom sa odohrava aktivita, a ze kontext a aktivita si l'ahko oddelitel'né.

Alternativny interakcny pohlad, ktory po prvykrat opisal Dourish [2] mé odlisny
postoj k vyssie uvedenym predpokladom. Tvrdi Ze kontext je relacna vlastnost’ medzi
objektom a aktivitou. Tuto vlastnost nemozno dopredu identifikovat, a potom
jednoducho pozorovat’, pretoze jej rozsah je dynamicky. Z pohladu stability je kontext
prilezitostny, takze jeho relevancia zavisi od konkrétneho nastavenia. Co je
najdolezitejSie, podla tohto pohladu nielenze kontext ovplyviiuje spravanie
pouzivatel'a, ale sa konstantne formuje pocas prebiehajicej aktivity. To hovori o
obojsmernych vplyvoch medzi kontextom a aktivitou.

Reprezentacny kontext je zalozeny na urcitosti fyzickych atributov kontextu. Ide o
objektivnu reprezentaciu interakénych javov. Protichodny interakcny pohlad vsak
chape kontext ako subjektivny a etablovany aspekt interakcie I'udi. Toto sa ale zatial
javi ako nie jednoducho realizovatel'né v informaénych systémoch.

RQ2. Moze byt pristup detekcie zmien kontextu aplikovany na kontextudlne
informdcie, za ucelom modelovania zavislosti a prechodov na vyssich urovmniach?
Plnenie jedného ciela pouzivatela moéZze presahovat’ hranice jedného sedenia
zrekon$truovaného pomocou casovych heuristik. Moze byt kontext vyuZzity na
vytvaranie sekvencii akcii vedicim k rieseniu jedného ciela pouzivatela, ktory je
rozdeleny do viacero sedeni? PresnejSie rozdelovanie akcii by mohlo viest’ k vyssej
kvalite odporudani.

Predpokladame, ze uplnd eliminacia statického kontextu bude viest k
nedostatoénym vysledkom. Kontext je naroéné odhadntt’ z prvych par akcii. Prave
staticky kontext by mohol pomdct’ ako pociatocny stav kontextu, ktory by bol d’alej
prisposobovany vplyvmi prebiehajucej aktivity. Na druhej strane, aj v kontexte existuje
hierarchia [6]. Takze kontext odvodeny v predoSlych sedeniach alebo na vysSich
urovniach (napr. zalozeny na zavislostiach medzi sedeniami) by tiez mohol byt’ vyuzity
ako pocCiatoCny stav.

185



Doktorandské sympozium

4 Diskusia

V nasej praci sa venujeme problémom vyplyvajiicim zo silne dynamického online
prostredia. Existujiice rieSenia v odportcacich systémoch sa zaoberaji predovsetkym
modelovaniu preferencii pouzivatelov bez sucasného pozorovania charakteristik
spravania. Vychadzajuc z podstaty dynamiky spravania I'udi, preferencie pouzivatel'ov
podliehajii prechodnym ale zdsadnym zmenam aj na trovni akcii v ramci jedného
sedenia. Bez zohl'adhovania spravania pouZzivatel'ov tieto zmeny nemozno zachytit’.

Na zaklade ponimania interakéného kontextu, neddvna aktivita a okolnosti mézu
byt generalizované a reprezentované v latentnom priestore. Latentna kontextualizacia
zacina byt horucou témou. Ide o generalizaciu okolnosti, ktora robi detekciu zmien
jednoduchSou a zaroven Cciastoéne redukuje problém riedkosti dat. Kedze ide o
informacie odvodzované zo spravania pouzivatelov, tato metdoda moze byt
efektivnejSia po stranke akvizicie, dostupnosti a tiez voci potencialnym hrozbam
ochrane sukromia.

V nasom doktorandskom projekte skumame vlastnosti interakéného kontextu
pouzivatel'ov v e-obchode. V nasej predoslej praci sme skimali dynamiku spravania
l'udi, kde sme skiimali predpoklad, ze zaujmy pouzivatel'ov v ramci jedného sedenia st
variabilné. Okrem toho sme nasli vzory spravania tesne pred a pocas nakupu [7].
Preukazali sme, ze vel'ka Cast’ pouzivatelov si splnenie jedného ciel’a (napr. nakupu)
rozdel'uje do viacerych navstev e-obchodu, teda do viacerych sedeni.

Verime, ze dynamické modelovanie kontextu zalozené na spravani pouzivatel’a je
efektivnej$ie ako pouzivanie manualne predefinovanych a statickych atribitov. A to
nielen kvoli tomu, Ze ich hodnoty nemusia byt kompletne pozorovatelné a moézu
podliehat’ Tudskej dezinterpretacie konceptov. Okrem toho predpokladame, ze pod
vplyvom aktivity sa kontext moéze menit aj na mikro-trovni, teda v ramci
prebiehajiiceho sedenia, a to aj niekol'ko krat. Ak by sa nam podarilo vyuzit tieto
efekty, verime Ze je mozné ich zovSeobecnit’ a aplikovat’ aj na vysSie trovne, teda
napriklad na modelovanie zavislosti medzi sedeniami pouzivatelov.
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